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PRÉFACE
Qu’y a-t-il dans ce livre ?
Les quatre premiers chapitres du livre sont axés sur suffisamment de théorie et de principes
fondamentaux pour vous donner, à vous le praticien, une base de travail pour le reste de cet
ouvrage. Les cinq derniers chapitres s’appuient ensuite sur ces concepts pour vous guider à travers une série de chemins pratiques afin de vous aider à vous lancer dans le deep learning avec
DL4J comme compagnon de route :
• Construire des réseaux profonds.

• Utiliser des techniques de mise au point avancées.

• Vectoriser différents types de données.

• Exécuter des workflows de deep learning sur Spark.


[image: ]DL4J comme raccourci pour Deeplearning4j.

Dans ce livre, nous utilisons essentiellement le raccourci DL4J à la place de Deeplearning4j. En fait, les deux termes renvoient à la suite d’outils de la bibliothèque Deeplearning4j, mais DL4J est évidemment plus court à énoncer…

Nous avons conçu le livre de cette manière parce que nous sentions qu’il y avait besoin d’un
ouvrage couvrant « suffisamment de théorie » tout en étant « suffisamment pratique » pour
construire des workflows de deep learning de niveau professionnel. Nous pensons, et donc nous
espérons aussi, que cette approche hybride théorie/pratique remplira ses objectifs.
Le Chapitre 1 est une révision de concepts d’apprentissage automatique en général, ainsi que du
deep learning en particulier. Son but est de permettre à tout lecteur de se familiariser avec les
bases nécessaires pour comprendre le reste du livre. Nous avons ajouté ce chapitre car de nombreux débutants peuvent utiliser un rappel ou une introduction à ces concepts, et nous voulions
rendre le projet accessible à la plus large audience possible.
Le Chapitre 2 s’appuie sur les concepts du Chapitre 1 pour vous donner les bases sur les réseaux
de neurones. C’est en grande partie un chapitre dédié à la théorie des réseaux de neurones, mais
nous nous sommes efforcés de présenter ces informations de manière accessible. Le Chapitre 3 s’appuie sur les deux premiers : la manière dont les réseaux profonds ont évolué à partir des
réseaux de neurones fondamentaux à une impressionnante vitesse. Le Chapitre 4 présente les
quatre principales architectures des réseaux profonds et il vous donne les bases pour toute la
suite du livre.
Dans le Chapitre 5, nous vous présentons un certain nombre d’exemples de code Java qui utilisent les techniques exposées dans la première moitié du livre. Les Chapitres 6 et 7 examinent
les principes fondamentaux de l’optimisation des réseaux de neurones en général, puis montrent
comment ajuster les architectures spécifiques des réseaux profonds. Ces chapitres sont indépendants de la plate-forme et seront applicables par le praticien quelle que soit la bibliothèque de
deep learning utilisée. Le Chapitre 8 passe en revue les techniques de vectorisation et les bases
de l’utilisation de DataVec (l’outil de workflow ETL et de vectorisation de DL4J). Le Chapitre 9 conclut le corps principal du livre en examinant la manière d’utiliser DL4J nativement sur Spark
et Hadoop, avec trois exemples concrets que vous exécutez sur vos propres clusters Spark.
Le livre contient en supplément de nombreuses annexes consacrées à des sujets pertinents pour
notre propos, mais qui ne correspondent pas directement au contenu des chapitres principaux.
Ces sujets sont notamment les suivants :
• intelligence artificielle ;

• utiliser Maven avec des projets DL4J ;

• travailler avec les GPU ;

• utiliser l’API de ND4J ;

• et plus encore…


C’est qui, « le praticien » ?
À ce jour, l’expression « data science » est utilisée un peu partout (et en tout cas beaucoup plus
souvent que la tout autant légitime « science des données »), mais elle n’a pas de définition
propre et est souvent utilisée de différentes manières. Le monde de la science des données et de
l’intelligence artificielle (IA) est aussi large et brumeux que n’importe quel terme en informatique actuellement. C’est dû en grande partie au fait que le monde de l’apprentissage automatique est devenu imbriqué dans presque toutes les disciplines.
Cet enchevêtrement généralisé a des parallèles historiques, notamment avec le moment où le
World Wide Web (dans les années 1990) a introduit le HTML dans toutes les disciplines, ce
qui a amené énormément de nouvelles personnes sur le terrain de la technologie. De la même
manière, de plus en plus d’ingénieurs, de statisticiens, d’analystes, d’artistes et autres entrent
chaque jour dans la grande mêlée de l’apprentissage automatique. Avec ce livre, notre objectif est
de démocratiser le deep learning (et l’apprentissage automatique) et de le partager avec le plus
large public possible.
Si vous trouvez le sujet intéressant et que vous lisiez cette préface, vous êtes le praticien, et ce livre
est pour vous.
Qui devrait lire ce livre ?
Au lieu de partir d’exemples « jouets » et de construire la progression autour de ceux-ci, nous
avons choisi de commencer le livre par une série de principes fondamentaux pour vous emmener dans un voyage complet à travers le deep learning.
Nous estimons qu’un trop grand nombre d’ouvrages ne tiennent pas compte des principaux
sujets dont le praticien d’entreprise a fréquemment besoin pour réviser rapidement certaines
notions. Sur la base de nos expériences d’apprentissage automatique sur le terrain, nous avons
décidé de commencer par les matériaux que les praticiens débutants ont souvent besoin de
revoir pour mieux fortifier leurs projets de deep learning.
Vous pouvez sauter les Chapitres 1 et 2 et aller droit aux fondamentaux du deep learning.
Cependant, nous espérons que vous apprécierez d’avoir tout le matériel à votre disposition afin
que vous puissiez suivre en douceur une trajectoire de transition vers les sujets les plus difficiles
du deep learning qui reposent sur ces principes. Dans les sections suivantes, nous suggérons
quelques stratégies de lecture pour différents contextes.
Le praticien de l’apprentissage machine en entreprise
Nous divisons cette catégorie en deux sous-groupes :
• les data scientist ;

• les ingénieurs Java.


Le data scientist
Ce groupe de professionnels de la science des données construit généralement déjà des modèles
et parle couramment la langue de la data science. Si c’est votre cas, vous pouvez probablement
sauter le Chapitre 1 et vous contenter de parcourir rapidement le Chapitre 2. Nous vous suggérons de passer au Chapitre 3 car vous serez probablement prêt à sauter à pieds joints dans les
principes fondamentaux des réseaux profonds.
L’ingénieur Java
Les ingénieurs Java sont typiquement chargés d’intégrer du code d’apprentissage automatique
dans des systèmes de production. Si c’est votre cas, commencer par le Chapitre 1 sera intéressant
pour vous parce qu’il vous permettra de mieux comprendre la langue vernaculaire de la science
des données. L’Annexe E devrait également vous intéresser vivement, car l’intégration de code
pour l’évaluation des modèles va typiquement toucher directement l’API de ND4J.
Le dirigeant d’entreprise
Certains de nos « évaluateurs critiques » étaient des dirigeants de grandes entreprises du classement Fortune 500, et ils ont apprécié le contenu du livre dans la perspective d’une meilleure
compréhension de ce qui se passe dans le domaine du deep learning. Un cadre nous a expliqué
qu’il n’avait pas vraiment arrêté de courir depuis son entrée dans la vie professionnelle, et que le
Chapitre 1 était une belle révision de concepts utiles. Si vous êtes un dirigeant, nous vous suggérons de commencer par feuilleter le Chapitre 1 pour vous réacclimater à une certaine terminologie. Vous préférerez peut-être cependant sauter les chapitres qui sont essentiellement consacrés
aux API et aux exemples.
L’universitaire
Si vous êtes un universitaire, vous voudrez probablement sauter les Chapitres 1 et 2 car ces
notions ont certainement été traitées dans vos études supérieures. Les chapitres consacrés à l’optimisation des réseaux de neurones en général puis à l’optimisation d’architectures spécifiques
vous intéresseront vivement, car ces informations sont basées sur la recherche et transcendent
toute implémentation de deep learning spécifique. L’étude de ND4J vous intéressera également si
vous préférez pratiquer l’algèbre linéaire haute performance sur la machine virtuelle Java (JVM).
Conventions utilisées dans ce livre
Dans ce livre, nous utiliserons les conventions typographiques suivantes :
Italique
Indique un terme nouveau, ou nom de fichier ou encore une extension.

Largeur constante
Cette typographie est utilisée dans les listings de programmes, ainsi que dans tout ce
qui peut, dans un paragraphe, faire référence à un nom de variable ou de fonction, à des
bases ou des types de données, des variables d’environnement, des instructions ou encore
des mots-clés. Elle est également utilisée pour les noms de modules et de packages, ainsi
que pour la sortie des commandes.

Largeur constante en gras
Indique une commande ou une instruction qui devrait être saisie telle quelle par l’utilisateur.

Largeur constante en italique
Montre du texte qui devait être remplacé par des valeurs fournies par l’utilisateur, ou bien
déterminées par le contexte.

[image: ]Cet élément signale une note d’ordre général.

[image: ]Cette icône attire l’attention sur un avertissement ou un problème potentiel.

Utiliser les exemples de code
Des outils additionnels (machine virtuelle, données, scripts et outils de ligne de commande
personnalisés, etc.) peuvent être téléchargés à l’adresse :
https://github.com/deeplearning4j/oreilly-book-dl4j-examples

Ce livre est conçu pour vous aider dans votre travail. En général, si un exemple de code est
proposé avec ce livre, vous pouvez l’utiliser dans vos programmes et votre documentation. Vous
n’avez pas besoin de nous contacter pour obtenir une autorisation, sauf si vous reproduisez une
partie importante du code. Par exemple, l’écriture d’un programme qui utilise plusieurs blocs de
code de ce livre ne nécessite pas d’autorisation. Si vous avez besoin de citer ce livre, faites-le dans
les règles, c’est-à-dire en spécifiant le titre, l’auteur, l’éditeur et le numéro ISBN. Ce n’est pas une
contrainte, mais une marque de politesse et de respect.
Notes pratiques
Dans les exemples de code Java, nous omettons souvent les instructions d’importation. Vous
pouvez voir les listes d’importation complètes dans le dépôt de code associé à ce livre. Les informations sur les API pour DL4J, ND4J, DataVec et autres sont disponibles sur ce site Web :
http://deeplearning4j.org/documentation

Vous pouvez trouver tous les exemples de code à l’adresse :
https://github.com/deeplearning4j/oreilly-book-dl4j-examples

Pour plus de ressources sur la famille d’outils DL4J, consultez ce site :
http://deeplearning4j.org


CHAPITRE 1 Quelques révisions sur l’apprentissage automatique
Condenser un fait à partir de vapeurs de nuances.

- Neal Stephenson, Le Samouraï virtuel

Des machines pour apprendre
L’intérêt pour l’apprentissage automatique, le machine learning si vous préférez, a explosé au
cours de la dernière décennie. Vous le retrouvez aussi bien dans vos programmes informatiques
ou vos applications mobiles que comme sujet dans de multiples conférences ou articles dans
vos journaux habituels. Parmi tous les débats qui font rage sur l’apprentissage automatique, bon
nombre concernent la question de ce qu’il est capable de faire par opposition à ce que certains
voudraient qu’il soit capable de faire. Fondamentalement, l’apprentissage automatique consiste
à utiliser des algorithmes qui servent à extraire des informations à partir de données brutes
pour les représenter d’une manière exploitable par un certain type de modèle. Nous utilisons ce
modèle pour inférer de nouvelles choses sur d’autres données qui n’ont pas encore été modélisées.
Les réseaux de neurones sont un de ces modèles d’apprentissage automatique. En fait, cette théorie existe depuis une bonne cinquantaine d’années. L’unité fondamentale d’un réseau de neurones est le nœud, qui est une sorte de métaphore du neurone biologique dans le cerveau des
mammifères. Les connexions entre ces neurones sont également modélisées en faisant référence
aux cerveaux biologiques, de même que la manière dont ces connexions se développent dans
le temps (d’où l’idée d’apprentissage). Nous reviendrons plus en détail sur ces modèles dans les
deux chapitres qui suivent.
Au milieu des années 1980 et au début des années 1990, de nombreuses avancées importantes
ont été réalisées dans le domaine de l’architecture des réseaux de neurones. Cependant, la quantité de temps et de données nécessaires à l’obtention de bons résultats en ont ralenti l’adoption,
ce qui en a plus ou moins gelé l’intérêt. En revanche, la première décennie de ce millénaire
a vu une croissance exponentielle de la puissance de traitement des systèmes informatiques,
ce qui a permis une véritable « explosion cambrienne » des techniques de traitement, chose
qui n’était pas possible auparavant. L’apprentissage profond, que tout le monde appelle, et nous
aussi, le deep learning, a émergé au cours de cette explosion comme un redoutable concurrent
en remportant de nombreuses compétitions importantes dans le champ de l’apprentissage automatique. L’intérêt pour ces techniques ne s’est pas refroidi au fil des années, bien au contraire, et
nous pouvons maintenant voir le sujet du deep learning apparaître dans tous les coins et recoins
de l’apprentissage automatique.
Nous allons revenir plus en détail sur notre définition du deep learning dans la section suivante.
Ce livre est structuré de manière à ce que vous, le « praticien », puissiez récupérer ce dont vous
avez besoin sur nos étagères pour réaliser les tâches suivantes :
• réviser les éléments de base utiles en algèbre linéaire et en apprentissage automatique ;

• réviser les bases des réseaux de neurones ;

• étudier les quatre architectures principales des réseaux de neurones profonds ;

• utiliser les exemples proposés dans ce livre pour tester des cas pratiques de mise en
œuvre des réseaux de neurones.


Nous espérons que vous trouverez ces matériaux utiles et abordables. Nous allons commencer
dans ce livre par une introduction rapide à l’apprentissage automatique et à certains des concepts
fondamentaux dont vous aurez besoin pour mieux comprendre le reste de l’ouvrage.
Comment les machines peuvent-elles apprendre ?
Pour définir la manière dont les machines peuvent apprendre, encore faut-il commencer par
définir ce que nous entendons par « apprendre ». Dans le langage de tous les jours, nous sous-entendons ainsi quelque chose comme « acquérir des connaissances et/ou de l’expérience en étudiant, ou bien encore recevoir un enseignement ». Pour nous concentrer davantage sur notre
sujet, nous pouvons de ce point de vue considérer l’apprentissage automatique comme l’utilisation de méthodes, ou d’algorithmes, permettant d’acquérir des descriptions structurelles à partir
d’exemples de données. Un ordinateur apprend quelque chose sur les structures qui représentent
les informations provenant de données brutes. Les descriptions structurelles représentent donc
un autre terme pour nommer les modèles que nous construisons pour contenir les informations
extraites des données brutes, et nous pouvons ensuite nous servir de ces structures ou de ces
modèles pour effectuer des prédictions sur des données inconnues. Ces descriptions structurelles (ou modèles) peuvent prendre de multiples formes, dont par exemple :
• les arbres de décision ;

• les régressions linéaires ;

• les poids d’un réseau de neurones.


Chaque type de modèle a une manière différente d’appliquer des règles à des données connues
afin d’effectuer des prédictions sur des données inconnues. Les arbres de décision, par exemple,
créent un ensemble de règles qui prennent la forme d’une structure arborescente, tandis que
les modèles linéaires créent un jeu de paramètres servant à représenter les données fournies en
entrée.
Les réseaux de neurones utilisent un vecteur qui représente les « poids » appliqués aux connexions
entre les nœuds du réseau. Nous décrirons plus en détail ce type de modèle plus loin dans ce
chapitre.
Apprentissage automatique et fouille de données

Le data mining (ou fouille de données) est une notion qui existe depuis des décennies, mais,
comme la plupart des expressions utilisées en apprentissage automatique, elle est mal comprise
ou mal employée. Dans le contexte de ce livre, la formule « data mining » sera prise au sens
de « extraire des informations à partir de données ». L’apprentissage automatique diffère
généralement de cette forme de définition en ce qu’il fait référence aux algorithmes utilisés
dans la fouille de données en tant qu’outils servant à acquérir des descriptions structurelles à
partir de données brutes. Voici une manière simple de se figurer ce qu’est la fouille de données :

• Pour apprendre des concepts, nous avons besoin d’échantillons de données brutes.

• Ces échantillons sont produits à partir de lignes ou d’instances des données, qui
montrent des motifs spécifiques dans ces données.

• Les concepts d’apprentissage machine se forment à partir de ces motifs détectés dans les
données, via des algorithmes d’apprentissage automatique.



Globalement, ce processus peut être considéré comme étant de la « fouille de données ».

Arthur Samuel, un pionnier de l’intelligence artificielle (IA) chez IBM et à l’université de
Stanford, a défini l’apprentissage automatique de la manière suivante :
Le champ d’études qui donne aux ordinateurs la capacité d’apprendre sans qu’ils soient
explicitement programmés.

Samuel a créé un logiciel qui pouvait jouer aux dames et adapter sa stratégie au fur et à mesure de
son apprentissage en fonction de la probabilité de gain ou de perte selon certaines dispositions
du plateau de jeu. Le schéma fondamental consistant à rechercher des motifs qui conduisent à
la victoire ou à la défaite, puis à renforcer ceux qui fournissent des résultats positifs sous-tend
aujourd’hui l’ensemble du champ de l’apprentissage automatique et de l’intelligence artificielle.
Le concept de machines capables d’apprendre afin d’atteindre certains buts captive depuis bien
longtemps. Ce sont les grands-parents modernes de l’intelligence artificielle, Stuart Russel et
Peter Norvig, qui l’ont peut-être le mieux exprimé dans leur livre Artificial Intelligence: A Modern
Approach (Intelligence artificielle dans l’édition française) :
Comment est-il possible pour un cerveau si lent, si petit, qu’il soit biologique ou électronique, de
percevoir, comprendre, prédire et manipuler un monde bien plus vaste et plus complexe que lui-même ?

Cette citation fait allusion aux idées selon lesquelles les concepts d’apprentissage ont été inspirés
par des processus et des algorithmes découverts dans la nature. Pour replacer visuellement la
notion de deep learning dans son contexte, voyez la Figure 1.1, qui illustre notre conception
des relations entre intelligence artificielle, apprentissage automatique et apprentissage profond
(deep learning).
[image: ]
Figure 1.1 : Relation entre intelligence artificielle (IA) et deep learning.

Le champ de l’intelligence artificielle est vaste et est exploré depuis longtemps. Le deep learning
est un sous-ensemble de l’apprentissage automatique, qui est lui-même un des composants de
l’intelligence artificielle. Jetons maintenant un coup d’œil sur une autre des racines du deep learning : la biologie en tant que source d’inspiration des réseaux de neurones.
La biologie, une source d’inspiration
Les réseaux de neurones biologiques (les cerveaux) sont composés d’environ 86 milliards de
neurones, eux-mêmes connectés à de nombreux autres neurones.
[image: ]Nombre total de connexions dans un cerveau humain.

Des chercheurs évaluent à plus de 500 billions (millions de millions, ou milliers de
milliards) le nombre de connexions entre neurones dans le cerveau humain. Même
les réseaux de neurones artificiels les plus développés actuellement sont très éloignés
de ce nombre.

Du point de vue du processus d’information, un neurone biologique est une unité excitable qui
peut traiter et transmettre des informations via des signaux électriques et chimiques. Un neurone du cerveau biologique est considéré comme un composant principal de celui-ci, la moelle
épinière du système nerveux central, et comme le ganglion du système nerveux périphérique.
Comme nous le verrons plus loin dans ce chapitre, les réseaux de neurones artificiels sont beaucoup plus simples que cela.
[image: ]Il ne faut pas simplifier la comparaison entre le biologique et l’artificiel.

Les réseaux de neurones biologiques sont considérablement plus complexes (de plusieurs ordres de magnitude) que les versions artificielles de ces réseaux !

Les réseaux de neurones artificiels ont deux propriétés essentielles qui suivent l’idée générale sur
la manière dont fonctionne le cerveau. Tout d’abord, l’unité la plus basique du réseau de neurones est le neurone artificiel (ou nœud en raccourci). Les neurones artificiels prennent comme
modèle les neurones biologiques du cerveau, et comme eux ils sont stimulés par des entrées.
Ils passent certaines informations (mais pas toutes) à d’autres neurones artificiels, souvent avec
certaines transformations. En progressant tout au long de ce chapitre, nous découvrirons plus en
détail ce que sont ces transformations dans le contexte des réseaux de neurones.
En second lieu, de même que les neurones du cerveau peuvent être entraînés pour ne transmettre que les signaux qui sont utiles pour atteindre des buts plus larges, nous pouvons également entraîner les neurones d’un réseau artificiel pour qu’ils ne transmettent que les signaux
utiles. Là encore, nous explorerons cette notion plus en détail, et nous verrons comment les
réseaux de neurones artificiels sont capables de modéliser leurs contreparties biologiques en se
servant de données informatiques et de fonctions.
Du rôle de l’inspiration biologique dans la science informatique

Dans le domaine de la science informatique, l’inspiration biologique ne se limite pas aux
réseaux de neurones artificiels. Depuis une cinquantaine d’années, les chercheurs ont exploré
bien d’autres chemins dans la nature, comme :

• les fourmis ;

• les termites1 ;

• les abeilles ;

• les algorithmes génétiques.



Les colonies de fourmis, par exemple, constituent une sorte d’ordinateur décentralisé puissant,
dans lequel aucune fourmi ne peut représenter une faiblesse pour l’ensemble des membres.
Les fourmis changent constamment de mission afin de trouver les solutions optimales aux
problèmes à résoudre dans le cadre de ce que l’on appelle une famille de métaheuristiques
d’optimisation, ou algorithmes de fourmis (ou encore stigmergie). Les colonies de fourmis sont
capables d’effectuer des tâches d’entretien, de défense, de construction ou encore de recherche
de nourriture tout en conservant un nombre pratiquement optimal de travailleurs chargés de
chacune de ces tâches en fonction des besoins de la colonie, sans qu’aucune fourmi individuelle
ne coordonne directement le travail.

Le deep learning, c’est quoi ?
Donner une définition du deep learning est un vrai challenge, car ses formes ont un peu évolué au cours de la dernière décennie. Une formulation commode spécifie que le deep learning
concerne « les réseaux de neurones qui possèdent plus de deux couches ». Voilà qui rappelle en
fait plutôt les années 1980. Notre opinion est que les réseaux de neurones ont dû se transcender
d’un point de vue architectural par rapport aux anciens styles (en relation aussi avec l’explosion
des capacités de traitement des systèmes informatiques) avant de pouvoir montrer les résultats
spectaculaires obtenus ces dernières années. Voici quelques-unes des facettes de cette évolution
des réseaux de neurones :
• plus de neurones que dans les réseaux précédents ;

• des procédés plus complexes pour connecter les couches/neurones dans ces réseaux ;

• une explosion de la puissance des traitements informatiques ;

• l’extraction automatique des caractéristiques.


Dans le cadre de ce livre, nous définirons le deep learning en tant que réseaux de neurones
possédant un grand nombre de paramètres et de couches et construit selon l’une de ces quatre
architectures fondamentales :
• réseaux à apprentissage non supervisés ;

• réseaux de neurones convolutifs ;

• réseaux de neurones récurrents ;

• réseaux de neurones récursifs.


Il existe certaines variantes de ces architectures, par exemple un réseau de neurones hybride
entre convolution et récurrence. Pour le propos de ce livre, nous nous concentrerons sur les
quatre architectures listées ci-dessus.
L’extraction automatique des caractéristiques est aussi un des grands avantages apportés par
le deep learning par rapport aux algorithmes d’apprentissage automatique traditionnels. Par
extraction des caractéristiques, nous entendons le processus du réseau servant à décider quelles
caractéristiques d’un jeu de données peuvent être utilisées en tant qu’indicateurs afin d’étiqueter ces données de manière fiable. Historiquement, des praticiens de l’apprentissage automatique ont passé des mois, des années, et quelques fois même des décennies, de leur vie afin de
créer manuellement des jeux de caractéristiques exhaustifs pour la classification des données.
Au moment du big bang du deep learning, à partir de 2006, les algorithmes de pointe dans le
domaine de l’apprentissage automatique avaient déjà absorbé des décennies d’efforts humains
dédiés à l’accumulation de caractéristiques pertinentes permettant de classifier les données en
entrée. Le deep learning a surpassé ces algorithmes conventionnels en précision pour pratiquement n’importe quel type de données, avec des besoins tout à fait réduits en termes de réglages et
d’efforts humains. Les réseaux profonds peuvent aider les équipes de data scientists à économiser
leur transpiration, leur sang, leurs nerfs et leurs larmes pour se concentrer sur des tâches plus
significatives.
Descendre dans le terrier du lièvre
Dans l’histoire récente, le deep learning a pénétré les tréfonds de l’informatique en poussant la
plupart des techniques dans leurs derniers retranchements. Cela est dû en partie au fait qu’il a
non seulement apporté une exactitude jusqu’alors inégalée dans les modélisations de l’apprentissage automatique, mais aussi démontré l’impact de mécanismes génératifs qui fascinent même
des scientifiques non informaticiens. Un exemple de cet impact incroyable pourrait être l’apprentissage grâce à des réseaux profonds de techniques de peinture apprises à partir du travail
de peintres célèbres, et la génération de tableaux reprenant leurs styles particuliers à partir de
simples photographies. C’est ce qu’illustre la Figure 1.2.
Partant de là, nous commençons à entrer dans des tas de discussions philosophiques, du genre
« Est-ce que les machines peuvent être créatives ? », pour aboutir à « Au fait, c’est quoi la créativité ? ». Laissons ces délicates questions de côté pour que vous puissiez y réfléchir tranquillement
à tête reposée. L’apprentissage automatique a évolué au fil des années, tout à fait comme les saisons changent : les transitions sont subtiles, mais réelles, jusqu’à ce que vous vous réveilliez un
jour et que vous vous aperceviez qu’une machine est devenue championne à Questions pour un
champion, ou qu’elle bat un grand maître du jeu de Go.
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Figure 1.2 : Images stylisées créées par Gatys et consorts2.

Est-ce que les machines peuvent être intelligentes ? Aussi intelligentes que les êtres humains ? En
fait, c’est quoi l’intelligence artificielle, et quelle est potentiellement sa puissance ? Ces questions
méritent que l’on y réponde, ce qui ne sera pas complètement le cas dans ce livre. Notre but, ici,
consistera simplement à illustrer certaines parties de l’intelligence artificielle capables d’imprégner notre environnement actuel au travers des pratiques du deep learning.
[image: ]Intelligence artificielle, un pas plus loin.

Si vous voulez approfondir la réflexion sur l’intelligence artificielle, reportez-vous à
l’Annexe A de ce livre.

Poser les bonnes questions
Vous comprendrez mieux les bases de l’apprentissage automatique en posant dès le début les
bonnes questions. Voici ce que nous avons besoin de définir :
• Quelles sont les données d’entrée à partir desquelles nous voulons extraire des informations (un modèle) ?

• Quel type de modèle est le plus approprié pour ces données ?

• Quel type de réponse aimerions-nous obtenir pour de nouvelles données en partant de ce
modèle ?


Si nous sommes capables de répondre à ces trois questions, nous pourrons configurer un flux
de travail d’apprentissage automatique qui construira notre modèle et produira les réponses
souhaitées. Pour mieux déterminer ce flux de travail, il nous faut réviser certains concepts fondamentaux nécessaires à une bonne compréhension de l’apprentissage automatique. Par la suite,
nous y reviendrons pour voir comment tout cela s’emboîte dans le champ de l’apprentissage
automatique, puis nous utiliserons ces informations afin de mieux percevoir la manière dont
elles viennent prendre place aussi bien dans les réseaux de neurones que dans le deep learning.
Apprentissage automatique et mathématiques : une histoire d’algèbre linéaire
L’algèbre linéaire est le socle de l’apprentissage automatique et du deep learning. Elle nous fournit les bases mathématiques permettant de résoudre les équations que nous avons à utiliser pour
construire des modèles.
Regardons donc certains concepts clés de ce domaine, en commençant par une notion de base :
celle de scalaire.
Scalaires
En mathématiques, lorsque nous rencontrons le terme scalaire, cela signifie que nous parlons
d’éléments d’un vecteur. Un scalaire est un nombre réel et un élément d’un champ utilisé pour
définir un espace vectoriel.
En informatique, le terme scalaire est employé comme synonyme de variable. Il s’agit alors
d’un emplacement de stockage en mémoire couplé avec un nom symbolique. Cet emplacement
contient une certaine quantité d’informations appelée une valeur.
Vecteurs
Pour ce qui nous concerne ici, nous définirons un vecteur de la manière suivante :
Pour un entier positif n, un vecteur est un n-uplet, un ensemble ordonné ou un tableau de n
nombres, appelés éléments ou scalaires.

Ce que nous expliquons en fait, c’est que nous voulons créer une structure de données appelée
un vecteur via un processus dénommé vectorisation. Le nombre d’éléments du vecteur est appelé
son ordre (ou sa « longueur »). Les vecteurs peuvent également représenter des points dans un
espace à n dimensions. Dans ce sens, la distance euclidienne entre l’origine et le point que représente un vecteur nous donne la « longueur » de celui-ci.
Dans les textes mathématiques, on voit souvent des vecteurs écrits de la manière suivante :
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Ou encore :
x = ⇥x1, x2, x3, ..., xn⇤

Il existe de multiples méthodes différentes pour gérer le processus de vectorisation, et vous pouvez appliquer de nombreuses étapes de prétraitement, ce qui procure différents niveaux d’efficacité sur les modèles résultants. Nous reviendrons sur la question de la conversion de données
brutes en vecteurs plus loin dans ce chapitre, et nous traiterons ce sujet plus en détail dans le
Chapitre 5.
Matrices
De notre point de vue, une matrice est un groupe de vecteurs possédant tous la même dimension (ici, un certain nombre de colonnes). Une matrice est alors considérée comme étant un
tableau à deux dimensions, donc formé de lignes et de colonnes.
Si notre matrice a par exemple pour dimensions n × m, cela signifie qu’elle possède n lignes et
m colonnes. La Figure 1.3 illustre ce type de représentation avec une matrice 3 × 3. Les matrices
sont des structures fondamentales en algèbre linéaire et en apprentissage automatique, notion
que nous allons préciser dans ce chapitre.
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Figure 1.3 : Une matrice 3 x 3.

Tenseurs
Un tenseur est un tableau multidimensionnel au niveau le plus fondamental. C’est une structure
mathématique plus générale qu’un vecteur. Autrement dit, un vecteur est simplement une sous-classe des tenseurs.
Avec les tenseurs, les lignes s’étendent le long de l’axe y et les colonnes le long de l’axe x. Chaque
axe est une dimension, et les tenseurs ont des dimensions supplémentaires. Les tenseurs ont
également un rang. Un scalaire correspond au rang 0 et un vecteur au rang 1. De même, une
matrice a pour rang 2. On réserve alors le mot tenseur aux rangs 3 et au-delà.
Hyperplans
Un autre type d’objet important en algèbre linéaire est l’hyperplan. Dans le champ de la géométrie, un hyperplan est un sous-espace de dimension n-1 dans un espace de dimension finie n.
Par exemple, dans un espace à trois dimensions, les hyperplans posséderaient deux dimensions.
Dans un espace à deux dimensions, un hyperplan serait une droite vectorielle.
Un hyperplan est une construction mathématique qui divise un espace à n dimensions en « éléments » séparés, et qui est donc utile dans des applications telles que la classification. Optimiser
les paramètres d’un hyperplan est un concept central dans la modélisation linéaire, comme nous
le verrons plus en détail dans ce chapitre.
Opérations mathématiques utiles
Dans cette section, nous allons rapidement (re)voir quelques opérations d’algèbre linéaire courantes que vous devriez connaître.
Produit scalaire
Le produit scalaire (dot product) est une opération centrale en algèbre linéaire et on la rencontre
souvent en apprentissage automatique. Cette opération prend deux vecteurs de même longueur
et retourne un nombre unique. Pour cela, elle multiplie les valeurs correspondantes dans les
deux vecteurs et effectue la somme des produits obtenus. Sans trop entrer pour l’instant dans
des considérations mathématiques, il est cependant important de noter que le nombre résultant
encode un tas d’informations.
Pour commencer, le produit scalaire est une mesure de l’ordre de grandeur des éléments individuels qui composent chaque vecteur. Deux vecteurs avec des valeurs plutôt grandes peuvent
donner des résultats plutôt grands, et deux vecteurs avec des valeurs plutôt petites peuvent donner des résultats plutôt petits. Lorsque les valeurs relatives de ces vecteurs sont traitées avec
quelque chose que l’on appelle une normalisation, le produit scalaire est alors une mesure de la
similarité entre ces vecteurs. Cette notion mathématique du produit scalaire de deux vecteurs
normalisés est appelée similarité cosinus, ou encore mesure cosinus.
Produit élément par élément
Il s’agit en l’occurrence d’une autre opération courante en algèbre linéaire, et qui est en fait appelée produit de Hadamard (du nom du mathématicien français Jacques Hadamard). Cette opération prend deux vecteurs de même longueur et donne un vecteur ayant également la même
longueur, chaque valeur scalaire étant obtenue en multipliant les éléments correspondants dans
les vecteurs source.
Produit extérieur
Cette opération (outer product en anglais) est également appelée produit tensoriel. Nous prenons
chaque élément d’un vecteur colonne et nous le multiplions par tous les éléments d’un vecteur
ligne afin de créer une nouvelle ligne dans la matrice résultante.
Convertir des données en vecteurs
Dans le champ de travail de l’apprentissage automatique comme de la science des données en
général, nous avons besoin d’analyser tous les types de données. Un besoin fondamental consiste
à être capable de prendre chaque type de données et de le représenter sous forme de vecteur.
Dans l’apprentissage automatique, nous utilisons de nombreux types de données (comme du
texte, des séries temporelles, du son, des images ou encore des vidéos).
Dans ce cas, pourquoi ne pas injecter simplement les données brutes dans notre algorithme
d’apprentissage automatique et le laisser se débrouiller avec tout cela ? Le problème est que
l’apprentissage automatique est basé sur l’algèbre linéaire et la résolution de systèmes d’équations. Ces équations attendent en entrée des nombres en virgule flottante. Par conséquent, nous
devons trouver un moyen de convertir les données brutes en ensembles de valeurs en virgule
flottante. Nous relierons ces concepts dans la prochaine section où nous reviendrons sur la résolution de ce système d’équations. Dans l’immédiat, prenons comme exemple de données brutes
le célèbre jeu de données iris dont voici un extrait :
5.1,3.5,1.4,0.2,Iris-setosa
4.9,3.0,1.4,0.2,Iris-setosa
4.7,3.2,1.3,0.2,Iris-setosa
7.0,3.2,4.7,1.4,Iris-versicolor
6.4,3.2,4.5,1.5,Iris-versicolor
6.9,3.1,4.9,1.5,Iris-versicolor
5.5,2.3,4.0,1.3,Iris-versicolor
6.5,2.8,4.6,1.5,Iris-versicolor
6.3,3.3,6.0,2.5,Iris-virginica
5.8,2.7,5.1,1.9,Iris-virginica
7.1,3.0,5.9,2.1,Iris-virginica

Un autre exemple pourrait provenir d’un texte quelconque :
Go,Dogs. Go!
Go on skates
or go bybike.

Ces deux situations concernent des données de types différents, et donc nécessitent un certain
niveau de vectorisation pour se présenter dans une forme adaptée à l’apprentissage automatique.
À un certain stade, nous voulons que nos données d’entrée soient des matrices, mais nous pouvons en effectuer une conversion dans des représentations intermédiaires. Par exemple, les données d’entrée de notre algorithme d’apprentissage automatique pourraient ressembler à l’exemple
qui suit, soit un format de vecteur « creux » :
1.01:0.7500000000000001 2:0.41666666666666663 3:0.702127659574468 4:0.
  5652173913043479
2.01:0.6666666666666666 2:0.5 3:0.9148936170212765 4:0.6956521739130436
2.01:0.458333333333333262:0.3333333333333336 3:0.8085106382978723 4:0
  .7391304347826088
0.01:0.1666666666666665 2:1.0 3:0.021276595744680823
2.01:1.0 2:0.5833333333333334 3:0.9787234042553192 4:0.8260869565217392
1.01:0.3333333333333333 3:0.574468085106383 4:0.47826086956521746
1.01:0.7083333333333336 2:0.7500000000000002 3:0.6808510638297872 4:0
  .5652173913043479
1.01:0.916666666666667 2:0.6666666666666667 3:0.76595744680851074:0
.5652173913043479
0.01:0.083333333333333432:0.5833333333333334 3:0.021276595744680823
2.01:0.6666666666666666 2:0.8333333333333333 3:1.0 4:1.0
1.01:0.9583333333333335 2:0.7500000000000002 3:0.7234042553191494:0
  .5217391304347826
0.02:0.7500000000000002

Ce format peut rapidement être lu dans une matrice et un vecteur colonne pour les étiquettes (le
premier nombre de chaque ligne dans l’exemple précédent). Le reste des valeurs indexées dans
la ligne est inséré à la position voulue dans la matrice en tant que « caractéristiques » lors de
l’exécution afin de pouvoir être traité par les opérations d’algèbre linéaire au cours du processus
d’apprentissage automatique. Nous reviendrons plus en détail sur le processus de vectorisation
dans le Chapitre 8.
Voyons maintenant une question très courante : « Pourquoi est-ce que les algorithmes d’apprentissage automatique veulent que les données soient (typiquement) représentées en tant que
matrice (creuse) ? ». Pour mieux comprendre cela, faisons un rapide détour par des notions de
base sur la résolution des systèmes d’équations.
Résoudre des systèmes d’équations
Dans le monde de l’algèbre linéaire, nous sommes intéressés par la résolution de systèmes
d’équations linéaires de la forme :
Ax = b

Ici, A désigne une matrice formée à partir de notre jeu de vecteurs ligne en entrée, et où b est le
vecteur colonne des étiquettes correspondant à chaque vecteur de la matrice A. Si nous prenons
les trois premières lignes de la sortie sérialisée de l’exemple précédent, et si nous plaçons les
valeurs dans le format de l’algèbre linéaire, nous obtenons ceci :
	Colonne 1 
	Colonne 2 
	Colonne 3 
	Colonne 4 

	0,7500000000000001 
	0,41666666666666663 
	0,702127659574468 
	0,5652173913043479 

	0,6666666666666666 
	0,5 
	0,9148936170212765 
	0,6956521739130436 

	0,45833333333333326 
	0,3333333333333336 
	0,8085106382978723 
	0.,391304347826088 



Cette matrice de nombres correspondant à la variable A dans notre équation, et chaque valeur
indépendante ou valeur dans chaque ligne est considérée comme une caractéristique de nos
données d’entrée.
Qu’est-ce qu’une caractéristique ?

Pour l’apprentissage automatique, une caractéristique (feature en anglais) représente une valeur
de colonne quelconque dans la matrice A que nous utilisons en tant que variable indépendante.
Les caractéristiques peuvent être obtenues directement à partir des données source, mais, la
plupart du temps, nous devons faire appel à une certaine sorte de transformation de manière à
placer nos données d’entrée brutes dans un format plus approprié à la modélisation.

Prenons comme exemple le cas d’une colonne d’entrée comportant quatre étiquettes
de texte différentes dans les données source. Nous devons scanner toutes les données
passées en entrée, et indexer les étiquettes à utiliser. Il nous faut ensuite normaliser
ces valeurs (0, 1, 2, 3) entre 0,0 et 1,0 à partir de l’indice de chaque étiquette pour la
valeur de colonne de chaque ligne. Ces types de transformations aident grandement
l’apprentissage automatique à trouver de meilleures solutions pour les problèmes de
modélisation. Nous verrons plus de techniques de vectorisation dans le Chapitre 5.

Nous voulons trouver des coefficients pour chaque colonne d’une ligne donnée pour une fonction de prédiction nous donnant la sortie b, ou l’étiquette de chaque ligne. Les étiquettes des
vecteurs creux rencontrés un peu plus haut se présenteraient alors ainsi :
Étiquettes
1.0
2.0
2.0

Les coefficients mentionnés précédemment deviennent le vecteur colonne x (on parle aussi de
vecteur de paramètres). C’est ce qu’illustre la Figure 1.4.
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Figure 1.4 : Visualisation de l’équation Ax=b.

Ce système est dit être « cohérent » s’il existe un vecteur colonne x tel que la solution de cette
équation puisse directement être écrite sous la forme suivante :
x = A-1b

Il est important de distinguer cette expression de la méthode employée pour déterminer effectivement la solution. Elle ne fait en effet que représenter la solution elle-même. La variable A-1
est l’inverse de la matrice A, et elle est calculée via un processus logiquement appelé inversion
de matrice. Du fait que toutes les matrices ne sont pas inversibles, nous aimerions avoir une
méthode qui ne nécessite pas le passage par ce processus d’inversion. Une de ces méthodes est
appelée décomposition de matrice. Un exemple de décomposition de matrice dans la résolution
de systèmes d’équations linéaires consiste à faire appel à la décomposition LU (pour Lower, inférieure, et Upper, supérieure) sur la matrice A. Au-delà de la décomposition de matrice, jetons un
coup d’œil sur les méthodes générales servant à la résolution des systèmes d’équations linéaires.
Méthodes pour la résolution des systèmes d’équations linéaires
Il existe deux méthodes générales pour la résolution des systèmes d’équations linéaires. La première est dite « directe » car nous savons alors sur le plan algorithmique qu’il existe un nombre
fixé d’étapes de calcul. L’autre approche est une classe de méthodes dites itératives, dans lesquelles
nous pouvons dériver le vecteur de paramètres x d’une série d’approximations et d’un ensemble
de conditions terminales. Les méthodes directes sont particulièrement efficaces si nous pouvons
faire tenir toutes les données d’apprentissage (A et b) en mémoire sur un unique ordinateur.
Parmi les exemples les plus connus de ces méthodes de résolution des équations linéaires, il
convient de citer l’élimination de Gauss et les équations normales.
Méthodes itératives
La classe des méthodes itératives est notamment efficace lorsque nos données ne « tiennent »
pas dans la mémoire principale d’un seul ordinateur, et qu’une boucle sur les enregistrements
individuels stockés sur disque nous permet de modéliser un bien plus grand nombre de données. L’exemple canonique de ces méthodes que l’on rencontre le plus souvent en apprentissage
automatique est la descente du gradient stochastique (SGD en anglais), que nous aborderons plus
loin dans ce chapitre. Parmi les autres techniques reconnues, citons les méthodes du gradient
conjugué et les moindres carrés alternés (nous y reviendrons dans le Chapitre 3). Les méthodes
itératives ont également fait preuve de leur efficacité dans le cas où des jeux de données entiers
sont partagés sur des grappes (clusters) de machines, et où le vecteur de paramètres x est évalué
au niveau de l’ensemble des agents, puis actualisé pour chaque agent de modélisation local (nous
y reviendrons dans le Chapitre 9).
Méthodes itératives et algèbre linéaire
Au niveau mathématique, nous voulons être capables d’opérer sur nos jeux de données d’apprentissage à l’aide de ces algorithmes. Cela nous contraint donc à convertir les données brutes dont
nous disposons dans la matrice d’entrée A. Ce rapide passage en revue de l’algèbre linéaire nous
explique le « pourquoi » dans la délicate question de la vectorisation des données. Tout au long
de ce livre, nous donnerons des exemples de code mettant en pratique la conversion des données
d’entrée brutes en cette matrice A, ce qui illustrera le « comment ». Les techniques que nous utilisons pour vectoriser nos données affectent également les résultats du processus d’apprentissage.
Comme nous le verrons plus loin dans ce livre, la manière de gérer les données dans l’étape de
prétraitement avant vectorisation peut créer des modèles plus précis.
Derrière l’apprentissage automatique : une affaire de statistiques
Nous devons maintenant réviser les aspects mathématiques du domaine de la statistique afin
de pouvoir avancer dans ce chapitre. Pour cela, nous allons nous concentrer sur trois sujets
essentiels :
• Probabilités

• Distributions

• Vraisemblance


Il y a aussi quelques autres relations de base qu’il est utile de mettre en évidence dans les statistiques descriptives et les statistiques inférentielles. Les statistiques descriptives incluent les
notions suivantes :
• Histogrammes

• Boîtes à moustache (ou boxplots)

• Diagrammes de dispersion

• Moyennes

• Écart type

• Coefficient de corrélation


Cela contraste avec la manière dont les statistiques inférentielles offrent des techniques permettant d’effectuer des généralisations en partant d’échantillons limités pour aller à des populations
entières. En voici quelques exemples :
• Valeurs-p

• Intervalles de confiance


Les probabilités et les statistiques inférentielles suivent des voies inverses :
• Les probabilités raisonnent en allant de la population à l’échantillon (raisonnement
déductif).

• Les statistiques inférentielles raisonnent en allant de l’échantillon à la population.


Avant de pouvoir comprendre ce qu’un échantillon spécifique nous dit sur la population source,
nous devons également comprendre l’incertitude associée au fait de prendre un certain échantillon à partir d’une population donnée.
Au regard des statistiques générales, nous ne nous attarderons pas sur un sujet déjà traité en
profondeur dans bon nombre d’autres livres. Dans cette section, notre but n’est en aucun cas
de proposer un cours de statistiques. Il s’agit uniquement ici de fournir des références de base
pour pousser plus loin vos investigations en faisant appel à d’autres ressources. Cela étant posé,
commençons par définir les probabilités en statistiques.
Probabilités
Nous définissons la probabilité d’un événement E comme étant un nombre toujours compris
entre 0 et 1. Dans ce contexte, la valeur 0 indique que l’événement E n’a aucune « chance » de se
produire, tandis que la valeur 1 indique que cet événement va nécessairement se produire. Bien
souvent, cette probabilité est donnée sous la forme d’un nombre en virgule flottante, mais nous
pouvons également l’exprimer en tant que pourcentage, donc entre 0 et 100 pour cent. Il n’existe
pas de probabilités inférieures à 0 ou supérieures à 100 pour cent. Par exemple, une probabilité
égale à 0,35 pourrait également se noter « 35 pour cent ».
L’exemple historique de mesure de probabilité concerne l’observation du nombre de fois où une
pièce non trafiquée qui est lancée en l’air devrait retomber du côté pile ou du côté face (en
théorie, 0,5 pour chaque côté). Ce point de départ de la théorie des probabilités (en fait, plus
exactement, de la théorie des jeux) se situe en 1654, dans les travaux de Blaise Pascal puis de
Pierre de Fermat et de Christian Huygens, en réponse au problème dit des partis, posé par le
Chevalier de Méré.
La probabilité totale de l’espace de l’échantillon est toujours égale à 1, car cet espace représente
l’ensemble des résultats possibles pour un lancer donné. En effet, la pièce étant réputée être parfaitement équilibrée, les deux issues possibles pour un certain jet sont également réparties entre
pile et face, soit 0,5 pour chaque cas, soit effectivement 1 pour la probabilité totale de l’événement. Nous exprimons alors cette probabilité par la formule suivante :
P (E) = 0.5

Ce qui se lit :
La probabilité d’un événement E est de 0,5

Probabilité versus cote

Trop souvent, les personnes qui débutent en statistiques ou en apprentissage automatique
confondent deux notions : celle de probabilité et celle de cote, ou de rapport de cote. Essayons
donc de clarifier cela.

La probabilité d’un évènement E se définit ainsi :

P(E) = (Nombre de chances en faveur de E) / (Nombre total de chances)

Par exemple, la probabilité de tirer un as (il y en a quatre) dans un jeu de 52 cartes est la
suivante :

4/52 = 0,077

Inversement, le rapport de cote se définit par la formule suivante :

(Nombre de chances en faveur de E) / (Nombre de chances en défaveur de E)

Dans l’exemple ci-dessus, la cote vaudrait donc :

4 : (52 – 4) = 1/12 = 0.0833333...

La différence entre ces deux notions réside donc dans le choix du dénominateur, ce qui en fait
des concepts distincts en statistiques.

Les probabilités sont au cœur des réseaux de neurones et du deep learning du fait du rôle qu’elles
jouent dans l’extraction et la classification des caractéristiques, deux des principales fonctions
des réseaux de neurones profonds. Si vous avez besoin de vous plonger plus avant dans les statistiques, nous vous recommandons de vous reporter à un ouvrage spécialisé dans ce domaine.
La grande querelle des probabilistes : bayésiens contre fréquentistes

Il existe en statistiques deux approches très différentes appelées pour l’une bayésienne, et pour
l’autre fréquentiste. La différence de base entre ces approches est la manière dont on définit la
notion de probabilité.

Avec les fréquentistes, la probabilité n’a de sens que dans le contexte de la répétition d’une
mesure. Lorsque nous mesurons quelque chose, nous pouvons constater de légères variations
dues aux états dans lesquels se trouve à chaque fois le matériel que nous utilisons pour collecter
les données. Si nous effectuons une certaine mesure un grand nombre de fois, la fréquence
d’une valeur donnée indique la probabilité de mesurer cette valeur.

Avec l’approche bayésienne, nous étendons l’idée de probabilité pour couvrir les aspects liés à la
certitude sur telle ou telle indication. La probabilité nous donne donc une indication sur notre
connaissance de ce que sera le résultat de la mesure. Pour les bayésiens, notre connaissance sur
un certain événement est fondamentalement reliée à sa probabilité.

Les fréquentistes s’appuient sur de très, très nombreuses expérimentations avant de se prononcer
sur l’estimation d’une variable. D’un autre côté, les bayésiens se basent sur des « croyances »
(en termes mathématiques, des « distributions ») quant à la variable, et ils actualisent ces
« croyances » en fonction de l’arrivée de nouvelles informations.

Probabilités conditionnelles
Lorsque nous voulons connaître la probabilité d’un certain événement en fonction de la présence d’un autre événement qui s’est déjà produit, on parle alors de probabilité conditionnelle.
Cela s’exprime dans la littérature sous la forme :
P (E|F )

Où :
• E est l’événement pour lequel nous voulons déterminer une probabilité.

• F est l’événement qui s’est déjà produit.


Un exemple pourrait être de chercher à exprimer en quoi une personne dont le rythme cardiaque est bon a une moindre probabilité de décéder en soins intensifs lors d’un rendez-vous à
l’hôpital (l’acronyme USI signifiant ici Unité de Soins Intensifs) :
P(Décès en USI | Mauvais rythme cardiaque) > P(Décès en USI | Bon rythme cardiaque)
Le second événement, F, est parfois désigné comme étant la « condition ». Les probabilités
conditionnelles sont utiles dans l’apprentissage automatique et le deep learning, car nous avons
souvent besoin de nous intéresser à des situations dans lesquelles des multiples choses peuvent
se produire, et à la manière dont elles interagissent. Dans le cas de l’apprentissage automatique,
nous pourrions ainsi être conduits à faire appel à la formule P(E | F) dans un contexte d’entraînement d’un classifieur. Ici, E désignerait notre étiquette, F étant un nombre d’attributs de l’entité
pour laquelle nous voulons prédire E. Pour revenir à l’exemple précédent, le but pourrait être
de prédire un risque de mortalité (ici, E), en partant de mesures cardiaques effectuées dans des
unités de soins intensifs sur un grand nombre de patients (ici, F).
Théorème de Bayes

L’une des applications les plus courantes des probabilités conditionnelles est le théorème (ou
formule) de Bayes. Dans le champ médical, ce théorème est utilisé pour calculer la probabilité
qu’un patient présentant des tests positifs pour une maladie spécifique soit effectivement atteint
de cette maladie.

Nous définissons la formule de Bayes pour ces deux événements, appelés ici A et B, de la
manière suivante :

P (A|B) = [image: ]


Probabilité a posteriori
Dans les statistiques bayésiennes, nous appelons probabilité a posteriori de l’événement aléatoire
la probabilité conditionnelle que nous attribuons une fois la preuve recueillie. La distribution de
probabilité a posteriori est définie comme la distribution (ou loi) de probabilité d’une quantité
inconnue conditionnelle à la preuve recueillie à partir d’une expérimentation traitée comme
une variable aléatoire. Ce concept peut être vu en action avec les fonctions d’activation softmax
(nous allons y revenir plus tard), dans lesquelles les valeurs d’entrée brutes sont converties en
probabilités a posteriori.
Distributions
Une distribution probabiliste est une spécification de la structure stochastique d’une variable
aléatoire. En statistiques, nous dépendons de suppositions faites sur la manière dont les données
sont distribuées pour en déduire des inférences sur ces données. Nous voulons une formule qui
décrive notamment la fréquence des valeurs des observations dans la distribution, et permette
d’obtenir une représentation de ces valeurs. Une distribution bien connue est dite distribution
normale (ou encore distribution de Gauss, ou encore courbe en cloche). Nous souhaitons adapter
un jeu de données à une distribution car, si ce jeu de données est raisonnablement proche de la
distribution, alors nous pouvons faire des suppositions basées sur la distribution théorique dans
le cadre du traitement des données.
Nous classifions les distributions en deux groupes : continues ou discrètes. Une distribution discrète contient des données qui ne peuvent prendre que certaines valeurs. Dans une distribution
continue, les données peuvent prendre n’importe quelle valeur dans l’intervalle donné. Une distribution normale est un exemple de distribution continue. Comme exemple de distribution
discrète, on peut citer la distribution binomiale.
La distribution normale nous permet de supposer que des distributions de valeurs statistiques
(par exemple, des moyennes échantillonnées) sont distribuées normalement sous des conditions spécifiées. Ce type de distribution normale est aussi appelée distribution de Gauss, du
nom du mathématicien et physicien du 18e siècle Carl Friedrich Gauss (voir la Figure 1.5). Elle
se définit par sa moyenne et son écart type et présente généralement la même forme dans toutes
les variations.
[image: ]
Figure 1.5 : Exemples de distributions normales.

Citons d’autres types de distributions utiles en apprentissage automatique :
• distribution binomiale ;

• distribution inverse-gaussienne (ou gaussienne inverse) ;

• distribution log-normale.


La question de la distribution des données dans le jeu d’entraînement en apprentissage automatique est importante pour comprendre comment vectoriser ces données afin de les modéliser.
Le théorème central limite

Si la taille du jeu d’échantillons est suffisamment grande, la distribution de la moyenne de ces
échantillons donne approximativement une distribution normale. Cela reste vrai quelle que
soit la distribution de la population depuis laquelle les échantillons ont été collectés.

Partant de là, nous pouvons faire des inférences statistiques en effectuant des tests basés sur la
normalité approximée de la moyenne. Cela reste vrai indépendamment du fait de savoir si le
jeu de données provient d’une population qui est distribuée normalement.

Dans le domaine informatique, nous voyons cette notion utilisée lorsqu’un algorithme dessine
de manière répétitive des échantillons d’une taille spécifiée à partir d’une population non
normale. Lorsque nous représentons l’histogramme de la population ainsi échantillonnée en le
comparant avec une distribution normale, nous voyons cet effet en action.

Une distribution dite à longue traîne (comme les distributions de Zipf et de Pareto, ainsi que les
lois de puissance) est un scénario dans lequel une population présentant une fréquence élevée
est suivie d’une population avec une fréquence basse, qui diminue graduellement d’une manière
asymptotique. Ces distributions ont été découvertes par Benoit Mandelbrot au début des années
1950, puis popularisées par Chris Anderson.
Un exemple de ce type de distribution pourrait être représenté par un classement de ventes en
ligne, dans lesquelles quelques rares produits sont exceptionnellement populaires, tandis qu’un
grand nombre d’autres références ont des volumes de vente relativement faibles. Cette situation
de classement par popularité (« combien ont été vendus ? ») répond souvent à des lois de puissance. Dans cette perspective, nous pouvons les considérer comme des distributions à longue
traîne.
Nous pouvons voir de telles distributions se manifester dans de multiples domaines. Par
exemple :
Tremblements de terre
Les dommages s’aggravent avec l’intensité de la secousse, et donc celle-ci provoque un
décalage de la courbe.

Rendement des cultures
Il se produit parfois des événements qui modifient les rendements habituels, alors que
notre modèle aurait tendance à se concentrer sur la moyenne.

Prédiction de situations fatales à la suite d’un passage en soins intensifs
Des événements très éloignés de ce qui se passe dans une unité de soins intensifs peuvent
affecter les risques de mortalité.

Ces exemples sont adaptés au contexte de ce livre pour ce qui concerne des problèmes de classification, car la plupart des modèles statistiques dépendent de la construction d’inférences à
partir de nombreuses données. Si les événements les plus intéressants se produisent dans la
traîne (ou queue) de la distribution, et que ce type de phénomène ne soit pas représenté dans les
données du jeu d’entraînement, notre modèle pourrait se comporter de manière imprévisible.
Il est possible d’améliorer cela dans des modèles non linéaires, comme les réseaux de neurones.
Cette situation se rencontre dans des cas spécifiques, où même un praticien assez chevronné en
apprentissage automatique pourrait être étonné de constater qu’un modèle qui semble efficace
sur un jeu de données d’entraînement limité échoue à se généraliser avec une population de
données bien plus importante.
Les distributions à longue traîne traitent de la possibilité réelle de rencontrer des événements
correspondant à cinq fois l’écart type. Nous devons être conscients qu’il faut produire une représentation décente des événements dans nos données d’entraînement pour éviter des phénomènes de surapprentissage. Nous reviendrons plus en détail sur cette question en abordant le
problème du surapprentissage, puis dans le Chapitre 4.
Échantillons versus Population
Une population de données est définie comme étant formée de toutes les unités que nous voulons étudier ou modéliser dans notre expérimentation. Un exemple peut consister à prendre
comme population d’étude « tous les programmeurs Java en région parisienne ».
Un échantillon de données est un sous-ensemble d’une population dont on espère qu’il représente une distribution précise de cas donnés sans avoir à introduire un biais (c’est-à-dire en
faussant la distribution en fonction de la manière dont nous avons échantillonné la population).
Méthodes de rééchantillonnage
Le bootstrapping et la validation croisée sont deux méthodes courantes de rééchantillonnage
qui sont utiles en apprentissage automatique. Dans le cas du bootstrapping, on crée de manière
aléatoire des sous-échantillons à partir d’un jeu existant afin de produire un nouvel échantillon
offrant un équilibre entre le nombre d’éléments par classe. Cela est notamment utile si nous
voulons effectuer une modélisation à partir d’un jeu de données contenant des classes fortement
déséquilibrées.
La validation croisée est une méthode servant à estimer la qualité de la généralisation d’un
modèle à partir d’un jeu d’entraînement. Ici, nous divisons le jeu de données d’entraînement en
N parties, puis nous séparons celles-ci en groupes d’entraînement d’une part, et de test d’autre
part. Nous créons notre modèle à partir des données d’entraînement, et nous évaluons la manière
dont le modèle se généralise sur les données de test. Nous faisons tourner de multiples fois les
divisions de données entre ces deux groupes, jusqu’à ce que toutes les variations possibles aient
été testées. Il n’y a pas de « nombre d’or » qui fournirait un nombre de divisions idéal, mais les
chercheurs ont trouvé qu’une valeur de 10 donnait de bons résultats en pratique. Il est aussi
courant de voir une partie des données qui ont été laissées de côté servir de jeu de validation au
cours de l’apprentissage.
Biais de sélection
Le biais de sélection désigne une situation dans laquelle un certain échantillonnage ne fournit
pas un jeu de données représentatif de la population que nous voulons modéliser. C’est un risque
qu’il faut prendre en compte lors d’un rééchantillonnage afin de ne pas introduire dans nos
modèles un biais qui en diminuerait l’exactitude.
Vraisemblance
Dans le cas où un événement pourrait probablement se produire, mais sans pour cela faire explicitement référence à une probabilité numérique, on parle alors de vraisemblance, voire de chance.
Il peut par exemple s’agir d’un événement qui a une probabilité raisonnable de se produire, mais
sans que cela ne soit quantifiable. Il peut aussi y avoir des facteurs non encore observés qui
vont influencer l’événement. D’un autre côté, les mots vraisemblance et chance sont également
employés comme synonymes de probabilité.
Comment l’apprentissage automatique fonctionne-t-il ?
En abordant la question de la résolution des systèmes d’équations linéaires, nous avons présenté
les bases de la résolution de l’équation Ax = b. Fondamentalement, l’apprentissage automatique
est basé sur des techniques algorithmiques servant à minimiser l’erreur dans cette équation via
une procédure d’optimisation.
Avec l’optimisation, nous nous concentrons sur l’ajustement des valeurs du vecteur colonne x
(le vecteur de paramètres) jusqu’à ce que nous trouvions un bon ensemble de valeurs qui nous
donne un résultat aussi proche que possible des valeurs réelles. Chaque élément dans la matrice
des poids sera ajusté après calcul par la fonction de perte de l’erreur (basée sur le résultat réel,
comme indiqué précédemment, en tant que vecteur colonne b) produite par le réseau. Une
matrice d’erreur attribuant une certaine portion de la perte à chaque poids sera multipliée par
les poids eux-mêmes.
Nous reviendrons plus loin dans ce chapitre sur le sujet du SGD (ou descente du gradient stochastique) en tant qu’une des principales méthodes d’optimisation en apprentissage automatique,
et nous connecterons par la suite ces concepts avec d’autres algorithmes d’optimisation. Nous
traiterons également des notions de base sur les hyperparamètres, comme la régularisation et le
taux d’apprentissage.
Régression
La régression fait référence à des fonctions qui essaient de prédire une valeur de sortie réelle.
Ce type de fonction évalue la variable dépendante en connaissant la variable indépendante.
La classe de régression la plus courante est la régression linéaire, qui est basée sur les concepts
décrits précédemment à propos des systèmes de modélisation des équations linéaires. La régression linéaire tente de trouver une fonction qui décrit la relation entre x et y et, pour les valeurs
connues de x, prédit les valeurs de y qui s’avèrent exactes.
Configurer le modèle
La prédiction d’un modèle de régression linéaire est la combinaison linéaire de coefficients (provenant du vecteur de paramètres x) et de variables d’entrée (des caractéristiques fournies par le
vecteur en entrée). Nous pouvons modéliser cela en utilisant l’équation suivante :
y=a+Bx

où a est l’interception-y (ordonnée à l’origine), B désigne les caractéristiques en entrée, et x est
le vecteur de paramètres.
Cette équation se généralise de la manière suivante :
y = a + b0 * x0 + b1 * x1 + ... + bn * xn

Un exemple de problème que la régression linéaire peut résoudre consisterait à prédire combien
vous allez dépenser par mois en carburant en fonction de la longueur de vos trajets entre domicile et lieu de travail. Ici, ce que vous payez à la pompe est une fonction de la distance à parcourir.
Le coût du carburant est la variable dépendante, et la longueur du trajet la variable indépendante. Il est raisonnable de noter ces deux quantités, puis de définir une fonction, comme ceci :
coût = f (distance)

De cette manière, nous pouvons raisonnablement prédire nos dépenses en fonction du kilométrage, avec distance comme variable indépendante, et coût comme variable dépendante dans
notre modèle f.
Voici deux autres exemples d’application de la régression linéaire :
• prédire le poids en tant que fonction de la hauteur ;

• prédire le prix de vente d’une maison à partir de sa surface.


Visualiser une régression linéaire
Visuellement, nous pouvons représenter une régression linéaire en trouvant une ligne droite
aussi proche que possible des points de données dans un nuage de points. C’est ce qu’illustre la
Figure 1.6.
[image: ]
Figure 1.6 : Visualisation d’une régression linéaire.

L’ajustement (fitting) consiste à définir une fonction f(x) produisant des valeurs y aussi proches
que possible de celles qui sont mesurées ou qui proviennent du monde réel. La ligne produite
par y = f(x) est proche des coordonnées des points dans le nuage, autrement dit des paires de
variables dépendantes et indépendantes.
Relation avec le modèle de régression linéaire
Nous pouvons relier cette fonction avec l’équation précédente, Ax = b, où A correspond aux
caractéristiques (comme « poids » ou « surface ») pour tous les échantillons en entrée que nous
voulons modéliser. Chaque enregistrement en entrée est une ligne de la matrice A. Le vecteur
colonne b est le résultat obtenu pour tous les enregistrements présents dans la matrice A. En
utilisant une fonction d’erreur et une méthode d’optimisation (comme SGD), nous pouvons
trouver un ensemble de paramètres x tel que nous minimisons l’erreur pour toutes les prédictions par rapport aux résultats réels.
En utilisant SGD, nous obtenons trois composants à résoudre pour notre vecteur de paramètres
x:
Une hypothèse sur les données
Le produit intérieur du vecteur de paramètres x et des caractéristiques passées en
entrée.

Une fonction de coût
L’erreur (prédiction – réel) au carré de la prédiction.

Une fonction de mise à jour
La dérivée de la fonction de coût.

Si la régression linéaire concerne les lignes droites, l’ajustement de courbes non linéaires
concerne tout le reste, et plus notablement les courbes correspondant à des x d’exposant supérieur à 1 (c’est pourquoi on entend parfois l’apprentissage automatique décrit comme étant une
technique « d’ajustement de courbe »). Un ajustement absolu passerait par chaque point du
nuage. De façon assez ironique, cet ajustement absolu est généralement un très pauvre résultat,
car cela signifie que votre modèle a été entraîné trop parfaitement sur le jeu d’apprentissage,
et qu’il n’a donc pratiquement aucun pouvoir de prédiction au-delà des données qu’il a vues.
Autrement dit, il ne se généralise pas bien.
Classification
La classification est une forme de modélisation basée sur la délimitation de classes dans la sortie en partant d’un certain jeu de caractéristiques en entrée. Si la régression nous fournit une
réponse à la question « combien », la classification traite du problème « quelle sorte ». La variable
dépendante y est catégorielle plutôt que numérique.
La forme la plus basique de classification est un classifieur binaire qui produit une unique sortie
avec seulement deux étiquettes (deux classes, respectivement 0 et 1). Cette sortie peut également
être un réel en virgule flottante compris entre 0,0 et 1,0 afin d’indiquer une classification inférieure à une certitude absolue. Dans ce cas, nous devons déterminer un seuil (typiquement, 0,5)
servant à délimiter les deux classes. Ces classes sont ensuite généralement désignées pour l’une
par classe positive (par exemple, 1,0), et pour l’autre par classe négative (par exemple, 0,0). Nous
y reviendrons un peu plus loin à la section « Évaluer les modèles ».
Voici quelques exemples de classifications binaires :
• classifier si une personne a ou non une certaine maladie ;

• classifier un message en tant que spam ou non ;

• classifier une transaction comme étant ou non frauduleuse.


Au-delà de deux étiquettes, nous avons des modèles de classification comportant N étiquettes
pour lesquelles nous devons évaluer les éléments résultants, l’étiquette ayant le score le plus
élevé étant alors celle qui est retenue dans la sortie. Nous y reviendrons plus tard en discutant
des réseaux de neurones avec de multiples sorties par opposition aux réseaux de neurones avec
une sortie unique (cas de la classification binaire). Nous reviendrons également plus loin dans
ce chapitre sur la classification en abordant la régression logistique, avant de nous plonger dans
l’architecture des réseaux de neurones.
[image: ]Recommandation

La recommandation est le processus qui consiste à suggérer des éléments aux utilisateurs d’un système en fonction d’éléments similaires consultés par d’autres utilisateurs, ou consultés par des utilisateurs ayant un profil similaire. L’une des déclinaisons les plus connues des algorithmes de recommandation est appelée filtrage
collaboratif, rendue célèbre par Amazon.

Clustering
Le clustering est une technique d’apprentissage non supervisée qui implique l’utilisation de la
mesure d’une distance et un déplacement d’éléments similaires afin de les rapprocher. À la fin
du processus, les éléments regroupés le plus densément autour de n centroïdes sont considérés
comme étant classifiés dans ce groupe. L’algorithme des K-moyennes est l’une des variantes les
plus connues de clustering en apprentissage automatique.
Sous-apprentissage et surapprentissage
Comme nous l’avons mentionné plus tôt, l’optimisation des algorithmes essaie en premier lieu
de résoudre le problème du sous-apprentissage, c’est-à-dire celui d’une ligne fournissant une
mauvaise approximation des données, afin d’obtenir une nouvelle ligne offrant une meilleure
approximation de ces données. Une ligne droite coupant un nuage de points de forme incurvée
constituerait un bon exemple de sous-apprentissage, comme l’illustre la Figure 1.7.
Si la ligne s’ajuste trop bien aux données, nous avons le problème opposé, appelé surapprentissage. Résoudre le sous-apprentissage est la priorité, mais de gros efforts sont développés en
apprentissage automatique pour éviter de ne pas tomber dans le surapprentissage. Le surapprentissage correspond au fait d’avoir un faible taux d’erreurs sur les données du jeu d’entraînement,
avec en même temps une mauvaise généralisation sur la population totale des données qui nous
intéressent.
Une manière d’expliquer ce phénomène consiste à réfléchir aux distributions probables des données. Le jeu de données d’entraînement au travers duquel nous essayons de tracer une ligne est
juste un échantillon d’un jeu inconnu et bien plus vaste. Cette ligne devra s’ajuster aussi bien à
la population totale si nous voulons que notre modèle dispose d’un réel pouvoir de prédiction.
Nous devons par conséquent supposer que notre échantillon est en gros représentatif d’un jeu
de données plus important.
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Figure 1.7 : Sous-apprentissage et surapprentissage en apprentissage automatique.

Optimisation
Le processus mentionné plus haut consistant à ajuster des poids afin de produire des suppositions de plus en plus précises quant aux données est dit optimisation des paramètres. Vous pouvez vous représenter ce processus comme étant une méthode scientifique. Vous formulez une
hypothèse, vous la testez en conditions réelles, puis vous affinez ou remplacez cette hypothèse
autant de fois qu’il est nécessaire pour mieux décrire les événements du monde réel.
Chaque ensemble de poids représente une hypothèse spécifique sur ce que signifient les entrées,
ce qui a donc trait à la relation existant avec les significations contenues dans les étiquettes
correspondantes. Les poids représentent des conjectures sur les corrélations entre les entrées
du réseau et les étiquettes cibles qu’elles cherchent à deviner. Tous les poids possibles et leurs
combinaisons peuvent être décrits comme formant l’espace d’hypothèses de ce problème. Notre
tentative de formulation de la meilleure hypothèse est une manière d’effectuer une recherche
dans cet espace d’hypothèses, ce que nous effectuons en utilisant des algorithmes d’erreur et
d’optimisation. Plus nous avons de paramètres en entrée, et plus l’espace de recherche de notre
problème est vaste. Une bonne partie du travail d’apprentissage consiste à décider des paramètres à ignorer et de ceux qu’il faut prendre en compte.
[image: ]La frontière de décision et les hyperplans

Lorsque nous mentionnons une « frontière de décision », nous voulons parler d’un
hyperplan à n dimensions créé par le vecteur de paramètres dans une modélisation
linéaire.

L’ajustement des lignes aux données en jaugeant leur coût (autrement dit, leur distance par rapport aux points de données de la vérité de terrain) est au centre de l’apprentissage automatique.
La ligne devrait plus ou moins s’ajuster aux données, et cela en minimisant les distances agrégées
de tous les points de cette ligne. Vous minimisez la somme des différences entre un point x de la
ligne et le point cible y auquel il correspond. Dans un espace à trois dimensions, vous pourriez
imaginer un dénivelé entre collines et vallées, et vous représenter votre algorithme comme étant
un randonneur aveugle qui s’efforce de ressentir la pente. Un algorithme d’optimisation, comme
la descente de gradient, est ce qui informe le randonneur de la direction dans laquelle se trouve
la descente afin qu’il sache où se diriger.
Le but consiste à trouver les poids qui minimisent la différence entre les prédictions de votre
réseau (soit le produit scalaire de A et de x) et ce que votre jeu de test sait être vrai (b), comme
nous l’avons vu plus haut sur la Figure 1.4. Le vecteur des paramètres (x) ci-dessus est celui pour
lequel vous voulez trouver les poids. L’exactitude d’un réseau est une fonction de son entrée et de
ses paramètres, et la vitesse à laquelle il devient exact est une fonction de ses hyperparamètres.
[image: ]Hyperparamètres

En apprentissage automatique, nous avons d’un côté les paramètres du modèle, et
de l’autre les paramètres que nous devons ajuster pour que nos réseaux fonctionnent
mieux et plus vite. Ces derniers sont appelés des hyperparamètres, et ils concernent
le contrôle de la fonction d’optimisation ainsi que la sélection du modèle au cours de
l’entraînement avec notre algorithme d’apprentissage.

[image: ]Convergence

La convergence fait référence à un algorithme d’optimisation qui recherche pour
un vecteur de paramètres des valeurs qui donnent à notre algorithme la plus petite
erreur possible pour tous les exemples d’apprentissage. On dit que l’algorithme d’optimisation « converge » itérativement vers la solution après avoir essayé plusieurs
variations différentes des paramètres.

Il y a trois fonctions importantes dans le travail d’une procédure d’optimisation en apprentissage
automatique :
Paramètres
Transformation de l’entrée pour aider à déterminer les classifications inférées par le
réseau.

Fonction de perte
Jauge la qualité des classifications à chaque étape (minimisation des erreurs).

Fonction d’optimisation
Guide vers les points pour lesquels l’erreur est minimale.

Regardons maintenant de plus près une sous-classe de l’optimisation appelée optimisation
convexe.
Optimisation convexe
Dans l’optimisation convexe, les algorithmes d’apprentissage traitent des fonctions de coût
convexes. Si l’axe x représente un seul poids, et l’axe y ce coût, celui-ci descendra jusqu’à 0 en un
point de l’axe x, et augmentera de manière exponentielle de chaque côté car le poids s’éloigne de
son idéal dans deux directions.
La Figure 1.8 démontre que nous pouvons également inverser l’idée de fonction de coût.
[image: ]
Figure 1.8 : Visualisation de fonctions convexes.

Une autre méthode pour relier les paramètres aux données consiste à effectuer une estimation
du maximum de vraisemblance (MLE en anglais, ou EMV en français). Cet estimateur trace une
parabole dont les bords pointent vers le bas, la vraisemblance étant mesurée sur l’axe vertical,
et un paramètre sur l’axe horizontal. Chaque point de la parabole mesure la vraisemblance de
la donnée en partant d’un certain jeu de paramètres. L’objectif est d’opérer une itération sur les
paramètres possibles jusqu’à ce que l’estimateur trouve le jeu pour lequel la vraisemblance de la
donnée est maximale.
En un sens, le maximum de vraisemblance et le coût minimal sont les deux faces d’une même
pièce. Calculer la fonction de coût de deux poids contre l’erreur (ce qui nous place dans un
espace à trois dimensions) produira quelque chose qui ressemble à peu près à une feuille dont on
tiendrait les bords et dont le milieu se courberait de manière convexe – soit une fonction plutôt
en forme de bol. Les pentes de ces courbes convexes donnent à notre algorithme une indication
sur la direction à suivre lors de la prochaine étape de détermination du paramètre. C’est, dit
autrement, ce qui se passe dans l’algorithme d’optimisation dont nous allons maintenant discuter : la descente de gradient.
Descente de gradient
Dans la descente de gradient, vous pouvez imaginer la qualité des prédictions de notre réseau
(comme une fonction des valeurs poids/paramètre) sous la forme d’un paysage. Les collines
représentent des emplacements (des valeurs de paramètres ou des poids) dans lesquels l’erreur
de prédiction est forte. Inversement, les vallées correspondent à des erreurs moindres. Nous
choisissons dans ce paysage un point sur lequel nous voulons placer notre poids initial. Nous
pouvons ensuite sélectionner le poids initial en fonction de la connaissance que nous avons du
domaine concerné (si nous entraînons un réseau afin de classifier des espèces de fleurs, nous
savons que la longueur des pétales est importante, mais pas leur couleur). Ou bien, si nous laissons le réseau faire tout le travail, nous pourrions choisir les poids initiaux de manière aléatoire.
L’objectif consiste à faire descendre le poids vers une vallée (donc une zone de moindre erreur)
aussi vite que possible. Un algorithme d’optimisation comme la descente de gradient peut sentir
la pente de la montagne pour ce qui concerne chaque poids. Autrement dit, il connaît la direction de la pente descendante. La descente de gradient mesure la pente (le changement dans
l’erreur provoqué par une modification du poids) et elle fait descendre le poids d’une étape vers
la vallée. Pour cela, l’algorithme calcule une dérivée de la fonction de perte afin de produire le
gradient. À son tour, ce gradient fournit à l’algorithme la direction pour l’étape suivante, comme
l’illustre la Figure 1.9 :
La dérivée mesure la manière dont une fonction varie. Dans une optimisation convexe, nous
recherchons le point pour lequel la dérivée de la fonction est égale au zéro de la fonction. Ce
point est également appelé point stationnaire de la fonction, ou encore point minimum. Pour ce
qui nous intéresse ici, nous considérons l’optimisation d’une fonction comme étant la minimisation de celle-ci (en dehors de l’inversion de la fonction de coût).
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Figure 1.9 : Changements de poids vers le minimum global dans la descente de gradient.

Qu’est-ce qu’un gradient ?

Un gradient se définit comme étant la généralisation de la dérivée d’une fonction d’une
dimension en une fonction f ayant plusieurs dimensions, ou variables. Il est représenté comme
étant un vecteur de n dérivées partielles de la fonction f. Il est utile en optimisation, car il pointe
dans la direction du plus grand taux d’accroissement de la fonction pour laquelle l’amplitude
donne la pente du graphique dans cette direction.

La descente de gradient calcule la pente de la fonction de perte en prenant une dérivée, notion
courante en mathématiques et en physique. Dans le cas d’une fonction de perte à deux dimensions,
la dérivée représente simplement la tangente en un point quelconque de la parabole.

La trigonométrie nous apprend qu’une tangente est juste un rapport : le côté opposé (qui
mesure la variation verticale) sur le côté adjacent (qui mesure la variation horizontale) dans un
triangle rectangulaire.

Une définition d’une courbe est une ligne dont la pente change de manière constante. La pente
de chaque point de la courbe est représentée par la droite tangente en ce point. Du fait que les
pentes sont dérivées de deux points, comment exactement trouve-t-on la pente d’un point sur
une courbe ? Nous trouvons la dérivée en calculant la pente d’une ligne prise entre deux points
de la courbe séparés par une petite distance, puis nous réduisons cette distance jusqu’à ce qu’elle
approche de zéro. En termes de calculs, on appelle cela une limite.

Ce processus de mesure de la perte et de modification du poids par étape dans la direction donnant une erreur moindre est répété jusqu’à ce que le poids atteigne un point au-delà duquel le
résultat ne baisse plus. Ce processus s’arrête dans le creux de la vallée, donc au point qui fournit
l’exactitude la plus grande. Dans le cas de l’utilisation d’une fonction de perte convexe (typiquement, dans la modélisation linéaire), nous voyons une fonction de perte qui a seulement un
minimum global.
Vous pouvez vous représenter la modélisation linéaire en termes de trois composantes à résoudre
pour notre vecteur de paramètres x :
• Une hypothèse sur les données, par exemple : « l’équation que nous utilisons pour faire
une prédiction dans le modèle ».

• Une fonction de coût. C’est un autre nom pour la fonction de perte, par exemple : « la
somme des carrés des erreurs ».

• Une fonction de mise à jour. Nous prenons la dérivée de la fonction de perte.


Notre hypothèse est la combinaison des paramètres appris x et des valeurs de sortie (caractéristiques) qui nous donne une classification ou une régression. La fonction de coût nous indique
l’écart de la fonction de perte par rapport au minimum global, et nous utilisons la dérivée de la
fonction de perte comme fonction de mise à jour pour actualiser le vecteur de paramètres x.
Prendre la dérivée de la fonction de perte indique pour chaque paramètre de x le degré d’ajustement à appliquer pour se rapprocher du point 0 des courbes de perte. Nous reviendrons plus
précisément sur ces équations plus loin dans ce chapitre, lorsque nous montrerons comment
elles fonctionnent pour la régression linéaire comme pour la régression logistique (qui est une
classification).
Cependant, dans d’autres problèmes non linéaires, nous n’obtenons pas toujours une courbe de
perte aussi propre. La difficulté avec ces paysages hypothétiques non linéaires, c’est qu’il peut y
avoir plusieurs vallées, et donc que le mécanisme (la descente de gradient) appliqué pour faire
descendre le poids ne sait pas s’il a atteint en quelque sorte la vallée la plus basse ou simplement
le point le plus bas dans une vallée plus élevée. Le point le plus bas dans la vallée la plus basse est
appelé le minimum global, tandis que les points bas des vallées plus hautes sont des minimums
locaux. Si la descente de gradient atteint un minimum local, elle est effectivement piégée, ce
qui est un des inconvénients de l’algorithme. Nous reviendrons sur ce sujet dans le Chapitre 6 lorsque nous examinerons les hyperparamètres et le taux d’apprentissage.
Un second problème rencontré par la descente de gradient concerne le cas de caractéristiques
non normalisées, c’est-à-dire des caractéristiques qui peuvent être avec des échelles très différentes. Si vous avez par exemple une dimension mesurée en millions, et une autre en décimales,
la descente de gradient aura beaucoup de mal à trouver la pente la plus adaptée pour minimiser
l’erreur.
[image: ]À propos de la normalisation

Dans le Chapitre 8, nous étudierons de plus près des méthodes de normalisation
dans le contexte de la vectorisation, et nous verrons plusieurs manières de traiter ce
problème.

Descente de gradient stochastique
Dans la descente de gradient, nous calculons la perte globale pour tous les échantillons du jeu
d’entraînement avant de calculer ce gradient et d’actualiser le vecteur de paramètres. Avec la descente de gradient stochastique (ou SGD), nous calculons le gradient et la mise à jour du vecteur
de paramètres après chaque échantillon du jeu d’entraînement. Il a été montré que cela accélère
l’apprentissage et facilite la parallélisation des traitements.
Descente de gradient avec mini-lots
Une variante des algorithmes SGD consiste à utiliser plus d’un seul échantillon du jeu d’entraînement pour calculer le gradient, mais moins que la totalité de ce jeu. Cette variante est
dite avec, ou par, mini-lots. Il a été prouvé qu’elle peut être plus efficace que l’utilisation d’instances uniques. Appliquer un système de mini-lots à une descente de gradient stochastique
conduit également à une convergence plus lisse, car le gradient calculé à chaque étape utilise
plus d’exemples d’apprentissage.
Plus la taille du « mini-lot » augmente, et plus le gradient calculé se rapproche du « vrai » gradient de l’ensemble du jeu d’apprentissage. Cela permet d’améliorer l’efficacité du calcul. Si la
taille de notre mini-lot est trop petite (par exemple, un seul enregistrement), nous n’employons
pas les capacités de notre matériel, notamment des cœurs multiples des processeurs et des GPU,
aussi efficacement que nous le pourrions. En sens inverse, une taille trop importante du mini-lot
peut aussi se révéler inefficace, car il serait alors possible d’obtenir le même gradient avec moins
d’effort de traitement en faisant appel à une descente de gradient régulière (du moins dans certains cas).
Méthodes d’optimisation quasi-Newton
Les méthodes d’optimisation quasi-Newton sont des algorithmes itératifs qui servent à orienter
la direction de la recherche du minimum de la fonction de perte. Ce qui les distingue d’autres
méthodes d’optimisation est la manière dont elles choisissent la direction de la recherche. Ces
méthodes sont discutées dans d’autres chapitres de ce livre.
Jacobienne et hessienne

Une matrice jacobienne est une matrice m x n contenant les dérivées partielles de premier ordre
d’une fonction vectorielle.

Une matrice hessienne est la matrice carrée des dérivées partielles d’ordre deux d’une fonction.
Cette matrice décrit la courbure locale d’une fonction de plusieurs variables. On peut voir
la matrice hessienne servir dans des problèmes d’optimisation sur une large échelle utilisant
des méthodes type Newton, car ce sont les coefficients du terme quadratique d’une extension
locale de Taylor. En pratique, cette matrice peut être difficile à calculer. C’est pourquoi nous
avons tendance à voir appliquer à la place de cette matrice des algorithmes quasi-Newton. Un
exemple de cette classe d’algorithme d’optimisation quasi-Newton est appelée L-BFGS. Nous y
reviendrons plus en détail dans le Chapitre 2.

Nous ne reviendrons pas dans ce livre sur le sujet des matrices jacobiennes et hessiennes, mais
nous les mentionnons ici pour que vous gardiez ces noms présents à l’esprit si vous souhaitez
élargir votre champ de vision dans le domaine de l’apprentissage automatique.

Modèles génératifs et modèles discriminants
Nous pouvons générer différents types de sorties selon la nature du modèle configuré. Les deux
types principaux sont les modèles génératifs et les modèles discriminants. Les modèles génératifs
comprennent comment les données ont été créées de manière à générer un type de réponse
ou de sortie. Les modèles discriminants ne s’intéressent pas à la création des données, et ils
nous donnent simplement une classification ou une catégorie pour un signal d’entrée donné. Les
modèles discriminants se focalisent sur la précision de la modélisation de la frontière entre les
classes, ce qui peut conduire à une représentation plus nuancée de cette frontière qu’un modèle
génératif. Les modèles discriminants sont typiquement employés pour la classification dans l’apprentissage automatique.
Un modèle génératif apprend la distribution d’une probabilité conjointe p (x, y), tandis qu’un
modèle discriminant apprend la distribution d’une probabilité conditionnelle p(y|x). La distribution p(x|y) est la méthode naturelle pour prendre l’entrée x et produire une sortie (ou classification) y, d’où le nom de « modèle discriminant ». La distribution p(x, y) des modèles génératifs
sert à produire des sorties vraisemblables à partir d’une certaine entrée. Les modèles génératifs
sont généralement configurés en tant que modèles graphiques probabilistes qui capturent les
relations subtiles dans les données.
Régression logistique
La régression logistique est un type de classification bien connu en modélisation linéaire. Elle
fonctionne aussi bien pour les classifications binaires que dans le cas d’étiquettes multiples
sous la forme dite régression logistique multinomiale. La régression logistique est un modèle
de régression (techniquement parlant) dans lequel la variable dépendante est catégorielle (i.e.,
« classification »). Le modèle logistique binaire est utilisé pour estimer la probabilité d’une
réponse binaire basée sur un jeu d’une ou plusieurs variables d’entrée (variables indépendantes
ou « caractéristiques »). Cette sortie est la probabilité statistique d’une catégorie, étant donné
certains prédicteurs en entrée.
Comme dans le cas de la régression linéaire, nous pouvons exprimer un problème de modélisation avec une régression logistique sous la forme Ax = b, où A est la caractéristique (un
poids, une surface, etc.), pour tous les exemples en entrée que nous voulons modéliser. Chaque
enregistrement en entrée est une ligne de la matrice A, et le vecteur colonne b donne les sorties
produites à partir de ces enregistrements. En utilisant une fonction de coût et une méthode d’optimisation, nous pouvons trouver un ensemble de paramètres x tel que nous minimisons l’erreur
entre toutes les prédictions par rapport aux vrais résultats.
Là encore, nous allons utiliser SGD pour configurer ce problème d’optimisation et nous avons
trois composants à résoudre pour notre vecteur de paramètres x :
Une hypothèse sur les données
f (x) = [image: ]

Une fonction de coût :
« estimation du maximum de vraisemblance ».

Une fonction de mise à jour :
une dérivée de la fonction de coût.

Dans ce cas, l’entrée comprend des variables indépendantes (les colonnes en entrée, ou « caractéristiques »), alors que la sortie est constituée des variables dépendantes (disons, « les scores des
étiquettes »). Une manière simple de se représenter ce mécanisme est de se dire que la fonction
de régression logistique couple les valeurs d’entrée avec les poids pour déterminer si un résultat
en sortie est probable. Voyons de plus près cette fonction logistique.
La fonction logistique
En régression logistique, nous définissons la fonction logistique (« l’hypothèse ») de la manière
suivante :
f (x) = [image: ]

Cette fonction est utile dans la régression logistique, car elle prend une entrée quelconque, positive ou négative, et retourne une valeur comprise entre 0,0 et 1,0. Cela nous permet d’interpréter
cette sortie comme étant une probabilité. La Figure 1.10 montre un tracé de la fonction logistique.
[image: ]
Figure 1.10 : Tracé de la fonction logistique.

Cette fonction est aussi connue sous le nom de fonction log-sigmoïde continue avec un intervalle
de 0,0 à 1,0. Nous la retrouverons plus loin dans le Chapitre 2, à la section « Fonctions d’activation ».
Comprendre la sortie de la régression logistique
La régression logistique est souvent représentée par la lettre grecque sigma (σ), du fait que
la relation entre x et y dans un graphique en deux dimensions ressemble à une sorte de « s »
allongé, comme déformé dans une soufflerie, avec un maximum et un minimum approchant
asymptotiquement de 1 et de 0 respectivement.
Si y est une fonction de x, et que cette fonction soit de type sigmoïde ou logistique, plus la valeur
de x augmente, et plus nous nous rapprochons de 1/1, car e à la puissance d’un nombre négatif
infiniment grand tend vers zéro. Par contraste, plus la valeur de x décroît sous zéro, plus l’expression (1 + e-θx) grandit, ce qui réduit le quotient. Du fait que cette expression se trouve au
dénominateur, plus sa valeur augmente et plus le résultat de la division tend vers zéro.
Avec la régression logistique, f(x) représente la probabilité que y soit égal à 1 (soit vrai) étant
donné chaque entrée x. Si nous essayons par exemple d’estimer la probabilité qu’un e-mail
soit un spam, et que f(x) vaille finalement 0,6 (pour une certaine valeur de x), nous pourrions
paraphraser cela en disant que y a 60 pour cent de chances de valoir 1, ou que le message a 60
pour cent de chances d’être un spam. Si nous définissons l’apprentissage automatique comme
étant une méthode servant à inférer des résultats inconnus à partir d’entrées connues, alors le
vecteur de paramètres x dans un modèle de régression logistique détermine la force et la certitude de nos déductions.
[image: ]La transformation logit

La fonction logit est l’inverse de la fonction logistique (« la transformation logistique »).

Évaluer les modèles
L’évaluation des modèles est le processus servant à comprendre comment ils fournissent la classification correcte, puis à mesurer la valeur d’une prédiction dans un certain contexte. Parfois,
nous nous soucions seulement de la fréquence à laquelle un modèle fournit une prédiction correcte. D’autres fois, il est important que le modèle fournisse un certain type de prédiction correct
plus souvent que les autres. Dans cette section, nous allons aborder des sujets comme les faux
positifs, les négatifs inoffensifs, les classes déséquilibrées et les coûts inégaux pour les prédictions. Commençons par jeter un coup d’œil sur l’outil de base pour l’évaluation des modèles : la
matrice de confusion.
La matrice de confusion
La matrice (ou table) de confusion est un tableau dont les lignes et les colonnes représentent les
prédictions et les résultats réels (les étiquettes) pour un classifieur (voir la Figure 1.11). Nous
utilisons ce tableau pour mieux comprendre le fonctionnement du modèle ou du classifieur en
fonction de la réponse correcte au moment opportun.
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Figure 1.11 : La matrice de confusion.

Nous mesurons ces réponses en dénombrant les éléments suivants :
• Vrais positifs

— Prédiction positive

— Étiquette également positive



• Faux positifs

— Prédiction positive

— Étiquette négative



• Vrais négatifs

— Prédiction négative

— Étiquette également négative



• Faux négatifs

— Prédiction négative

— Étiquette positive




Dans les statistiques traditionnelles, un faux positif est également appelé « erreur de type 1 », et
un faux négatif « erreur de type 2 ». En suivant ces métriques, nous pouvons obtenir une analyse
plus détaillée des performances du modèle allant au-delà du pourcentage basique des prédictions qui se sont révélées correctes. Nous pouvons calculer différentes évaluations du modèle à
partir des combinaisons de quatre éléments de la matrice de confusion, comme par exemple :
Exactitude : 0.94
Précision :  0.8662
Rappel :     0.8955
Score F1 :   0.8806

L’exemple ci-dessus illustre quatre mesures courantes différentes servant à évaluer les modèles
en apprentissage automatique. Avant de les définir plus précisément, commençons par les bases
de l’évaluation de la sensibilité d’un modèle par rapport à sa spécificité.
Sensibilité et spécificité
La sensibilité et la spécificité sont deux mesures différentes dans un modèle de classification
binaire. Le taux de vrais positifs mesure avec quelle fréquence nous classifions un enregistrement en entrée comme étant positif, cette classification se révélant correcte. Ce taux est aussi
appelé sensibilité, ou rappel. Un exemple pourrait consister à classifier un patient comme vérifiant une condition de présence d’une maladie, et qui est réellement malade. La sensibilité évalue
la capacité du modèle à éviter les faux négatifs :
Sensibilité = VP / (VP + FN)

Si notre modèle consiste à classifier un patient comme ne vérifiant pas la condition et n’étant
pas non plus malade, alors il relève de la catégorie des vrais négatifs, ou spécificité. La spécificité
quantifie donc la capacité du modèle à éviter les faux positifs.
Spécificité = VN / (VN + FP)

Nous devons souvent évaluer le compromis entre sensibilité et spécificité. Un exemple serait
d’avoir un modèle qui détecte les maladies graves chez les patients avec un taux de réussite
important, en raison du coût élevé d’un diagnostic erroné sur un patient vraiment malade. Nous
considérons que ce modèle doit donc avoir une faible spécificité. Une maladie grave pourrait
constituer un danger pour la vie du patient et pour les autres personnes autour de lui, de sorte
que notre modèle devrait avoir une très forte sensibilité quant à cette situation et à ses implications. Dans un monde parfait, notre modèle serait 100 pour cent sensible (c’est-à-dire que tous
les malades sont détectés) et 100 pour cent spécifique (c’est-à-dire qu’une personne qui n’est pas
malade n’est jamais classée comme étant malade).
Exactitude
L’exactitude est le degré de proximité des mesures d’une quantité par rapport à la vraie valeur de
cette quantité.
Exactitude = (VP + VN) / (VP + FP + FN + VN)

L’exactitude peut être trompeuse sur la qualité du modèle lorsque les classes sont très déséquilibrées. Si nous classifions simplement tous les éléments comme appartenant à la classe la plus
grande, notre modèle obtiendra automatiquement un grand nombre de suppositions correctes,
et nous fournira donc un score d’exactitude élevé, alors que cette indication de valeur sera trompeuse pour une application réelle du modèle (par exemple, il ne prédira jamais la classe plus
petite, ou encore un événement rare).
Précision
Le degré selon lequel des mesures répétées dans des conditions identiques nous donnent les
mêmes résultats est appelé précision dans le contexte scientifique et statistique. On la désigne
également par l’expression valeur prédictive positive. Même si, dans le langage courant, les mots
exactitude et précision sont souvent employés de manière interchangeable, ces deux termes se
définissent différemment dans le cadre des méthodes scientifiques.
Précision = VP / (VP + FP)

Une mesure peut être exacte, mais pas précise, inexacte et pourtant précise, aucune des deux ou
les deux à la fois. Nous considérons qu’une mesure est valide si elle est à la fois exacte et précise.
Rappel
C’est un autre nom de la sensibilité. On l’appelle également taux de vrais positifs.
F1
En classification binaire, nous considérons le score F1 (également appelé F-score ou F-mesure)
comme étant une mesure de l’exactitude d’un modèle. Le score F1 est la moyenne harmonique
de la précision et du rappel (définis ci-dessus) afin de former une mesure unique à partir des
deux. La formule correspondante est la suivante :
F1 = 2VP / (2VP + FP + FN)

Les scores F1 sont compris entre 0,0 et 1,0, la valeur 0,0 correspondant au pire résultat (pas de
vrais positifs) et 1,0 à un score parfait (pas de faux, ni positifs ni négatifs). Le score F1 est généralement utilisé dans la recherche d’information pour voir dans quelle mesure un modèle récupère
des résultats pertinents. En apprentissage automatique, nous voyons le score F1 utilisé comme
score global pour le niveau de performance de notre modèle.
Interprétation des scores et contexte
Le contexte peut jouer un rôle dans la façon dont nous évaluons notre modèle, et dicter le choix
entre différents types de scores, comme décrit précédemment dans cette section. Le déséquilibre
entre les classes peut aussi jouer un rôle important dans le choix du score d’évaluation. Dans de
nombreux jeux de données, il est courant de constater que les classes ou le nombre d’étiquettes
ne sont pas bien équilibrés. Voici quelques domaines typiques dans lesquels nous pouvons rencontrer ce type de situation :
• prédiction d’un clic sur une page web ;

• prédiction du risque de mortalité dans une unité de soins intensifs ;

• détection de fraude.
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		Classe Dataset		Relation avec NDArray

		Utilisations courantes









		Créer des vecteurs d’entrée		Notions de base sur la création de vecteurs		Dimensionner le vecteur

		Définir les valeurs des caractéristiques

		Définir l’étiquette

		Sortie d’étiquette unique

		Sortie multiétiquette

		Régression









		Utiliser MLLibUtil		Convertir un INDArray en vecteur MLLib

		Convertir un vecteur MLLib en INDArray





		Faire des prédictions avec DL4J		Utiliser ensemble DL4J et ND4J		Différences entre vecteurs de sortie en fonction du type de couche de sortie		Couche de sortie logistique pour la classification binaire

		Couche de sortie softmax pour la classification multiétiquette

		Couche de sortie linéaire pour la régression





		Obtenir l’étiquette prédite depuis le tableau INDArray retourné













		ANNEXE F. Utiliser DataVec		Charger des données pour l’apprentissage automatique

		Charger des données CSV pour les perceptrons multicouches

		Charger des données d’image pour les réseaux de neurones convolutifs

		Charger des données séquentielles pour les réseaux de neurones récurrents

		Transformer des données avec DataVec (alias data wrangling)		Transformations DataVec : concepts clés

		Transformations DataVec : un exemple









		ANNEXE G. Travailler avec DL4J depuis la source		Vérifier si Git est installé

		Cloner les projets GitHub DL4J clés

		Télécharger la source via un fichier Zip

		Utiliser Maven pour construire le code source





		ANNEXE H. Configurer des projets DL4J		Créer un nouveau projet DL4J		Java

		Travailler avec Maven		Un fichier POM (Project Object Model) minimal		Quelques explications sur les fichiers POM









		IDE		Démarrer rapidement un projet DL4J en utilisant IntelliJ









		Configurer d’autres fichiers POMMaven		ND4J et Maven









		ANNEXE I. Configuration de GPU pour les projets DL4J		Passer des backends aux GPU		Choisir un GPU

		Systèmes à GPU multiples et entraînement





		CUDA sur différentes plateformes

		Surveiller les performances des GPU		Interface de gestion du système NVIDIA









		ANNEXE J. Résoudre les problèmes d’installation de DL4J		Erreurs de mémoire lors de l’installation à partir de la source

		Anciennes versions de Maven

		Maven et variables PATH

		Mauvaises versions du JDK

		C++ et autres outils de développement

		Windows et les chemins d’accès include

		Surveiller les GPU

		Utiliser JVisualVM

		Travailler avec Clojure

		OSX et support des nombres en virgule flottante

		Bogue Fork/Join dans Java 7

		Précautions		Autres référentiels locaux

		Vérifier les dépendances de Maven

		Réinstaller les dépendances

		Si tout le reste échoue





		Différentes plateformes		OSX

		Windows		Configurer Visual Studio

		Travailler avec Windows sur les plateformes 64 bits





		Linux		Ubuntu		Centos
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