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Pour Alina, le plus charmant vecteur de bruit que je connaisse.


Avant-propos
Ce livre commence à faire partie de ma vie. Lorsque j’en ai trouvé un exemplaire dans mon salon,
j’ai demandé à mon fils comment il l’avait obtenu. Il m’a répondu, un peu déconcerté : « Mais,
quand tu me l’as donné ! » En parcourant ensemble les différentes sections, j’en suis venu à considérer Deep Learning génératif comme le Gray’s Anatomy1 de l’IA générative.
L’auteur dissèque l’anatomie de l’IA générative avec une clarté incroyable et une autorité rassurante. Il offre un panorama remarquable d’un domaine en pleine évolution, étayé par des
exemples pratiques, des récits captivants et des références si actuelles que l’on a l’impression que
l’histoire se déroule sous nos yeux.
Tout au long de ses déconstructions, l’auteur maintient un sentiment d’émerveillement et d’excitation face au potentiel de l’IA générative (ceci est particulièrement évident dans le dénouement
captivant du livre). Après avoir mis la technologie à nu, il nous rappelle que nous sommes à
l’aube d’une nouvelle ère de l’intelligence, une ère dans laquelle l’IA générative tend un miroir
à notre langage, à notre art, à notre créativité, reflétant non seulement ce que nous avons créé,
mais aussi ce que nous pourrions créer, ce que nous pouvons créer, avec pour seule limite, notre
propre imagination.
Le thème central des modèles génératifs dans l’intelligence artificielle résonne profondément
en moi, car je vois exactement les mêmes thèmes émerger dans les sciences naturelles, à savoir
une vision de nous-mêmes en tant que modèles génératifs du monde dans lequel nous vivons. Je
pense que la prochaine édition de ce livre traitera de la confluence de l’intelligence artificielle et
de l’intelligence naturelle. D’ici là, je conserverai cette édition à côté de mon exemplaire de Gray’s
Anatomy et d’autres trésors dans ma bibliothèque.
Karl Friston,
membre de la Royal Society et professeur de neurosciences,
University College de Londres


1 Manuel anglais d’anatomie humaine du xixe siècle faisant office de référence en la matière.


Préface
Ce que je ne peux pas créer, je ne le comprends pas.

– Richard Feynman



L’IA générative est l’une des technologies les plus révolutionnaires de notre époque, car elle transforme la façon dont nous interagissons avec les machines. Son potentiel à révolutionner notre
façon de vivre, de travailler et de jouer est le sujet d’innombrables conversations, débats et prédictions. Mais que se passerait-il si cette puissante technologie avait un potentiel encore plus grand ?
Et si les possibilités de l’IA générative surpassaient notre imagination actuelle ? L’avenir de l’IA
générative pourrait alors être encore plus passionnant et dépasser toutes nos espérances…
Depuis notre plus jeune âge, nous avons cherché à réaliser des créations originales et magnifiques. Pour les premiers hommes, cela a pris la forme de peintures rupestres représentant des
animaux sauvages et des motifs abstraits, créés à l’aide de pigments déposés soigneusement et
méthodiquement sur la roche. L’ère romantique nous a apporté la maîtrise des symphonies de
Tchaïkovski, avec leur capacité à inspirer des sentiments de triomphe et de tragédie par le biais
d’ondes sonores, tissées pour former de belles mélodies et harmonies. Et récemment, nous nous
sommes précipités dans les librairies à minuit pour acheter des histoires à propos d’un sorcier
imaginaire, parce que la combinaison de lettres crée un récit qui nous incite à dévorer les pages
du livre afin de découvrir ce qui arrive à notre héros.
Il n’est donc pas surprenant que l’humanité ait commencé à se poser la question ultime de la
créativité : pouvons-nous créer quelque chose qui ait lui-même le pouvoir de créer ?
C’est à cette question que l’IA générative entend répondre. Grâce aux progrès récents de la
méthodologie et de la technologie, nous sommes désormais en mesure de créer des machines
capables de peindre des œuvres d’art originales dans un style donné, d’écrire des blocs de texte
cohérents avec une structure à long terme, de composer de la musique agréable à écouter et
d’élaborer des stratégies gagnantes pour des jeux complexes en générant des scénarios futurs
imaginaires. Ce n’est que le début d’une révolution générative qui ne nous laissera pas d’autre
choix que de trouver des réponses à certaines des plus grandes questions sur les mécanismes de
la créativité et, en fin de compte, sur ce que cela signifie qu’être humain.
En bref, il n’y a jamais eu de meilleur moment pour s’initier à l’IA générative !
Objectifs et approche
Ce livre ne suppose aucune connaissance préalable de l’IA générative. Nous élaborons tous les
concepts clés en partant de zéro, de manière intuitive et pédagogique, et vous ne devez donc pas
vous inquiéter si vous n’avez aucune expérience en la matière. Vous êtes au bon endroit pour
apprendre l’IA générative !
Plutôt que de couvrir uniquement les techniques actuellement en vogue, cet ouvrage constitue
un guide complet de la modélisation générative qui embrasse un large éventail de familles de
modèles. Il n’existe pas de technique qui soit objectivement meilleure ou pire qu’une autre ; en
fait, de nombreux modèles de pointe mélangent aujourd’hui des idées issues du large spectre
d’approches de la modélisation générative. C’est pourquoi il est important de se tenir au courant
des développements dans tous les domaines de l’IA générative, plutôt que de se concentrer sur
un type de technique particulier. Une chose est certaine : le domaine de l’IA générative évolue
rapidement et on ne sait jamais d’où viendra la prochaine idée révolutionnaire !
Dans cette optique, mon approche consistera à vous montrer comment entraîner vos propres
modèles génératifs sur vos propres données, plutôt que de vous appuyer sur des modèles prêts
à l’emploi qui ont déjà été entraînés. Bien qu’il existe aujourd’hui de nombreux modèles génératifs open source de grande qualité qui peuvent être téléchargés et exécutés en quelques lignes
de code, l’objectif de ce livre est d’approfondir leur architecture et leur conception à partir des
premiers principes, afin que vous puissiez acquérir une compréhension complète de leur fonctionnement et que vous puissiez coder des exemples de chaque technique à partir de zéro à l’aide
de Python et de Keras.
En résumé, ce livre peut être considéré comme un panorama actuel de l’IA générative qui couvre
à la fois la théorie et les applications pratiques, y compris des exemples fonctionnels complets
des modèles clés. Nous parcourrons le code de chaque modèle étape par étape, avec des indications claires qui montrent comment le code met en œuvre la théorie qui sous-tend chaque technique. Ce livre peut être lu d’un bout à l’autre ou utilisé comme un ouvrage de référence dans
lequel vous pouvez vous plonger. J’espère surtout que vous le trouverez utile et agréable à lire !
[image: ]Tout au long de cet ouvrage, vous trouverez de courtes histoires allégoriques qui vous
aideront à expliquer les mécanismes de certains des modèles que nous construirons.
Je pense que l’une des meilleures façons d’enseigner une nouvelle théorie abstraite
est de la convertir d’abord en quelque chose qui n’est pas aussi abstrait, comme une
histoire, avant de plonger dans l’explication technique. L’histoire et l’explication du
modèle sont simplement la même mécanique expliquée dans deux domaines différents ; vous pourrez donc trouver utile de vous reporter à l’histoire métaphorique
tout en apprenant les détails techniques de chaque modèle !

Prérequis
Ce livre part du principe que vous avez déjà codé en Python. Si vous ne connaissez pas Python,
le meilleur moyen pour commencer votre apprentissage est de consulter le site LearnPython
(https://learnpython.org/). Il existe de nombreuses ressources gratuites en ligne qui vous permettront d’acquérir suffisamment de connaissances en Python pour travailler avec les exemples
de ce livre.
En outre, comme certains des modèles sont décrits à l’aide d’une notation mathématique, il sera
utile d’avoir une solide compréhension de l’algèbre linéaire (par exemple, la multiplication des
matrices) et de la théorie générale des probabilités. Le livre Mathematics for Machine Learning
(Cambridge University Press, https://mml-book.com) de Deisenroth, Faisal et Soon Ong est une
ressource utile, disponible gratuitement.
Le livre ne suppose aucune connaissance préalable de la modélisation générative (nous examinerons les concepts clés dans le Chapitre 1) ni de TensorFlow et Keras (ces bibliothèques seront
présentées au Chapitre 2).
Plan de l’ouvrage
Ce livre est divisé en trois parties.
La Partie 1 est une introduction générale à la modélisation générative et au deep learning, dans
laquelle nous explorons les concepts fondamentaux qui sous-tendent toutes les techniques présentées dans les parties suivantes du livre :
• Dans le Chapitre 1, « Modélisation générative », nous définissons cette notion et examinons un exemple simple pour comprendre certains des concepts clés qui sont importants
pour tous les modèles génératifs. Nous présentons également la classification des familles
de modèles génératifs que nous explorerons dans la Partie 2.

• Dans le Chapitre 2, « Deep learning », nous commençons notre exploration de l’apprentissage profond2 et des réseaux de neurones en construisant notre premier exemple de
perceptron multicouche (que l’on désigne par le sigle anglais MLP pour multilayer perceptron) à l’aide de Keras. Nous l’adaptons ensuite pour y inclure des couches convolutives et d’autres améliorations, afin d’observer la différence de performance.


La Partie 2 passe en revue les six techniques clés que nous utiliserons pour construire des
modèles génératifs, avec des exemples pratiques pour chacune d’entre elles :
• Dans le Chapitre 3, « Autoencodeurs variationnels », nous étudions le concept d’autoencodeur variationnel (que l’on désigne par le sigle anglais VAE, pour variational autoencoder) et voyons comment il peut être employé pour générer des images et des morphings
de visages dans l’espace latent du modèle.

• Dans le Chapitre 4, nous explorons les réseaux antagonistes génératifs (que l’on désigne
par l’acronyme anglais GAN, pour generative adversarial network) pour la génération
d’images, y compris les GAN convolutifs profonds, les GAN conditionnels et les améliorations telles que le GAN de Wasserstein qui rend le processus d’apprentissage plus stable.

• Dans le Chapitre 5, « Modèles autorégressifs », nous commençons par une introduction
aux réseaux de neurones récurrents tels que les réseaux LSTM (sigle anglais pour long
short-term memory, mot à mot, mémoire longue à court terme) pour la génération de
textes et PixelCNN pour la génération d’images.

• Dans le Chapitre 6, « Modèles de flux de normalisation », nous explorons de manière
intuitive la théorie en nous appuyant sur un exemple pratique de construction d’un
modèle RealNVP pour générer des images.

• Dans le Chapitre 7, « Modèles basés sur l’énergie », nous couvrons des méthodes importantes telles que l’entraînement à l’aide de la divergence contrastive et l’échantillonnage
grâce à la dynamique de Langevin.

• Dans le Chapitre 8, « Modèles de diffusion », nous élaborons un guide pratique de la
construction de modèles de diffusion, qui sont à la base de nombreux modèles actuels de
génération d’images tels que DALL.E 2 et Stable Diffusion.


Enfin, dans la Partie 3, nous nous appuyons sur ces connaissances pour explorer le fonctionnement interne de modèles de pointe pour la génération d’images, l’écriture, la composition
musicale et l’apprentissage par renforcement basé sur un modèle :
• Dans le Chapitre 9, « Transformeurs », nous explorons la lignée et les détails techniques
des modèles StyleGAN, ainsi que d’autres GAN de pointe pour la génération d’images tels
que VQ-GAN.

• Dans le Chapitre 10, « GAN avancés », nous examinons l’architecture du modèle Transformer, en élaborant notamment un guide pratique pour construire votre propre version
de GPT pour la génération de texte.

• Dans le Chapitre 11, « Génération de musique », nous fournissons un guide pour travailler avec des données musicales et appliquer des techniques telles que les transformeurs et
MuseGAN.

• Dans le Chapitre 12, « Modèles du monde », nous étudions la manière dont les modèles
génératifs peuvent être utilisés dans le contexte de l’apprentissage par renforcement, avec
l’application de modèles du monde et de méthodes basées sur le modèle Transformer.

• Dans le Chapitre 13, « Modèles multimodaux », nous expliquons le fonctionnement
interne de quatre modèles multimodaux de pointe qui intègrent plus d’un type de données, notamment DALL.E 2, Imagen et Stable Diffusion pour la génération de texte à
partir d’images, et Flamingo, un modèle de langage visuel.


• Dans le Chapitre 14, qui est la conclusion de cet ouvrage, nous récapitulons les principales étapes de l’histoire actuelle de l’IA générative et envisageons la manière dont cette
science va révolutionner notre vie quotidienne dans les années à venir.


Changements dans la deuxième édition
Je remercie tous ceux qui ont lu la première édition3 de ce livre ; je suis vraiment très heureux
qu’un grand nombre de lecteurs aient trouvé cet ouvrage utile et rédigé des commentaires sur
les choses qu’ils aimeraient voir dans la deuxième édition. Le domaine du deep learning profond génératif a progressé de manière significative depuis la publication de la première édition
en 2019, de sorte qu’en plus de rafraîchir le contenu existant, j’ai ajouté plusieurs nouveaux chapitres afin de décrire l’état actuel de l’art.
Voici un résumé des principales mises à jour :
• Le Chapitre 1 comprend désormais une section sur les différentes familles de modèles
génératifs et une classification de leurs relations.

• Le Chapitre 2 contient des diagrammes améliorés et des explications plus détaillées des
concepts clés.

• Le Chapitre 3 a été mis à jour avec un nouvel exemple commenté.

• Le Chapitre 4 comprend désormais une explication des architectures GAN conditionnelles.

• Le Chapitre 5 inclut à présent une section sur les modèles autorégressifs pour les images
(par exemple, PixelCNN).

• Le Chapitre 6 est un chapitre entièrement nouveau, qui décrit le modèle RealNVP.

• Le Chapitre 7 est également un nouveau chapitre, qui se concentre sur des techniques
telles que la dynamique de Langevin et la divergence contrastive.

• Le Chapitre 8 est un nouveau chapitre sur le débruitage des modèles de diffusion qui est
mis en œuvre dans de nombreuses applications de pointe.

• Le Chapitre 9 est une réécriture de la conclusion de la première édition, avec un renforcement sur les architectures des différents modèles StyleGAN et une nouvelle section sur
VQ-GAN.

• Le Chapitre 10 est un nouveau chapitre qui explore en détail l’architecture du modèle
Transformer.

• Le Chapitre 11 inclut des architectures Transformer modernes, qui remplacent les
modèles LSTM de la première édition.


• Le Chapitre 12 comprend des diagrammes et des descriptions mis à jour, ainsi qu’une
section sur la manière dont cette approche façonne aujourd’hui les techniques de pointe
de l’apprentissage par renforcement.

• Le Chapitre 13 est un nouveau chapitre qui explique en détail le fonctionnement de
modèles étonnants tels que DALL.E 2, Imagen, Stable Diffusion et Flamingo.

• Le Chapitre 14 est mis à jour pour refléter les progrès exceptionnels réalisés dans ce
domaine depuis la première édition et donner une vision plus complète et plus détaillée
de la direction que prendra l’IA générative à l’avenir.

• Toutes les coquilles signalées dans la première édition ont été corrigées (pour autant que
je sache…).

• Des objectifs au début de chaque chapitre ont été ajoutés, afin que vous puissiez voir les
sujets clés couverts dans un chapitre avant de commencer à le lire.

• Certains récits allégoriques ont été réécrits pour être plus concis et plus clairs. Je suis
heureux que tant de lecteurs aient reconnu que ces métaphores les avaient aidés à mieux
comprendre les concepts clés.

• La cohérence des titres et des sous-titres de chaque chapitre a été améliorée de manière
à identifier clairement quelles parties du chapitre sont consacrées aux explications et
quelles parties concernent la construction de vos propres modèles.


Autres ressources
Je recommande vivement les ouvrages suivants comme introduction générale à l’apprentissage
automatique et au deep learning :
• Deep Learning avec Keras et TensorFlow : Mise en œuvre et cas concrets (3e édition) par
Aurélien Géron (Dunod) ;

• Machine Learning avec Scikit-Learn : Mise en œuvre et cas concrets (3e édition) par
Aurélien Géron (Dunod) ;

• L’Apprentissage profond avec Python par Francois Chollet (Machinelearning.fr).


La plupart des articles référencés dans ce livre proviennent du site arXiv (https://arxiv.org), une
archive gratuite d’articles de recherche scientifique. Il est désormais courant que les auteurs
publient des articles sur arXiv avant qu’ils ne soient entièrement évalués par les pairs. L’examen
des soumissions récentes est un excellent moyen de se tenir au courant des développements les
plus récents dans le domaine.
Je recommande également vivement le site Web Papers with Code (https://paperswithcode.com),
où vous pouvez trouver les derniers résultats à la pointe de la science dans le domaine de l’apprentissage automatique (machine learning), ainsi que des liens vers les articles et les dépôts
GitHub officiels. Il s’agit d’une excellente ressource pour quiconque souhaite comprendre rapidement quelles sont les techniques qui obtiennent actuellement les meilleurs résultats, et ce site
m’a aidé à sélectionner les techniques étudiées dans ce livre.
Conventions utilisées dans ce livre
Les conventions typographiques suivantes sont utilisées dans cet ouvrage :
Italique
Utilisé pour indiquer les nouveaux termes, les URL, les adresses électroniques, les noms de
fichiers et de répertoires, et les extensions de fichiers.

Police à espacement fixe
Utilisée pour les commandes et les listings de programmes, ainsi qu’à l’intérieur des paragraphes pour faire référence à des éléments de programme tels que les noms de variables
ou de fonctions.

Police à espacement fixe en italique
Indique le texte qui doit être remplacé par des valeurs fournies par l’utilisateur ou par des
valeurs déterminées par le contexte.

[image: ]Cet élément indique un conseil ou une suggestion.

[image: ]Cet élément présente une note générale.

[image: ]Cet élément indique un avertissement ou une mise en garde.

Exemples de code
Les exemples de code de ce livre se trouvent dans un dépôt GitHub (https://github.com/davidADSP/Generative_Deep_Learning_2nd_Edition). J’ai délibérément veillé à ce qu’aucun des
modèles ne nécessite des quantités prohibitives de ressources de calcul pour s’entraîner, afin
que vous puissiez commencer à entraîner vos propres modèles sans avoir à consacrer beaucoup
de temps ou d’argent à du matériel coûteux. Le dépôt contient un guide complet sur la façon
de démarrer avec Docker et de mettre en place des ressources cloud avec des GPU sur Google
Cloud si nécessaire.
Les changements suivants ont été apportés à la base de code depuis la première édition :
• Tous les exemples peuvent désormais être exécutés à partir d’un seul notebook, au lieu
d’importer du code à partir de modules de la base de code. Cela permet d’exécuter
chaque exemple cellule par cellule et d’approfondir la façon dont chaque modèle est
construit, pièce par pièce.

• Les sections de chaque notebook sont maintenant harmonisées entre les exemples.

• De nombreux exemples de ce livre utilisent désormais des extraits de code provenant de
l’incroyable dépôt open source Keras (https://oreil.ly/1UTwa), ceci afin d’éviter de créer
un référentiel open source complètement détaché des exemples d’IA générative Keras,
alors qu’il existe déjà d’excellentes implémentations disponibles sur le site Web de Keras.
J’ai ajouté des références et des liens vers les auteurs originaux du code que j’ai utilisé à
partir du site Web de Keras tout au long de ce livre et dans le dépôt.

• J’ai ajouté de nouvelles sources de données et amélioré le processus de collecte de données par rapport à la première édition ; il existe désormais un script qui peut être facilement exécuté pour collecter des données à partir des sources requises afin d’entraîner les
exemples du livre, en utilisant des outils tels que l’API Kaggle (https://oreil.ly/8ibPw).


L’éditeur de la version originale de ce livre propose une page Web où sont répertoriés les errata,
les exemples et toute information complémentaire. Vous pouvez accéder à cette page à l’adresse
suivante : https://www.oreilly.com/library/view/generative-deep-learning/9781098134174/.
Figures du livre
Dans la version imprimée de cet ouvrage, les figures sont en niveaux de gris et il est par conséquent difficile pour le lecteur de distinguer les différentes couleurs de certaines images. Cela
peut poser des problèmes de compréhension du texte, notamment quand l’auteur fait référence
explicitement aux couleurs d’une image. Dans ces conditions, nous avons mis en ligne les figures
en couleur de l’ouvrage afin que les lecteurs puissent s’y référer facilement et pour lever ainsi
toute ambiguïté. Quand cela nous paraît nécessaire, nous mentionnons la possibilité de consulter la figure en couleur dans la légende de l’image.
Les figures en couleur sont disponibles sur le Web des éditions First Interactive, sur la page
consacrée à cet ouvrage.
Note du traducteur
En français, la terminologie de l’intelligence artificielle s’inspire très fortement de l’anglais, et le
titre de cet ouvrage en est une parfaite illustration, même si nous traduisons parfois deep learning par « apprentissage profond ». L’immense majorité des sigles et acronymes employés en IA
sont d’ailleurs des abréviations anglaises, et on écrira GAN pour évoquer des réseaux antagonistes génératifs et non RAG. (Une liste des principaux sigles figure en annexe de cet ouvrage.)
Nous nous sommes principalement fondés sur l’usage en vigueur chez les spécialistes du deep
learning pour décider de traduire le vocabulaire spécialisé, et nous avons, par exemple, renoncé
à traduire embedding, dropout ou bien encore epoch. Quand la traduction en français d’un terme
technique n’est pas franchement attestée ou pose problème, une note vient éclairer le contexte.
Afin d’être le plus précis possible dans les termes que nous employons en français, nous indiquons souvent en italique et entre parenthèses le terme original anglais. Nous espérons que nos
choix terminologiques faciliteront la lecture de ce livre.
Remerciements
Il y a beaucoup de personnes que je voudrais remercier pour m’avoir aidé à écrire ce livre.
Tout d’abord, j’aimerais remercier tous ceux qui ont pris le temps de réviser techniquement le
livre, en particulier Vishwesh Ravi Shrimali, Lipi Deepaakshi Patnaik, Luba Elliot et Lorna Barclay. Merci également à Samir Bico pour son aide dans la révision et le test de la base de code qui
accompagne ce livre. Votre contribution a été inestimable.
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1PARTIE 1 Introduction au deep learning génératif
La Partie 1 est une introduction générale à la modélisation générative et à l’apprentissage profond, car ce sont les deux domaines que nous devons comprendre pour commencer à utiliser le
deep learning génératif.
Dans le Chapitre 1, nous allons définir la modélisation générative et nous examinerons un
exemple simple que nous pouvons utiliser pour comprendre certains des concepts clés qui sont
importants pour tous les modèles génératifs. Nous présenterons également la classification des
familles de modèles génératifs que nous explorerons dans la Partie 2 de ce livre.
Le Chapitre 2 fournit un guide des outils et techniques de deep learning dont nous aurons
besoin pour commencer à créer des modèles génératifs plus complexes. En particulier, nous
construirons notre premier exemple de réseau de neurones profond (un MLP, c’est-à-dire un
perceptron multicouche), à l’aide de Keras. Nous l’adapterons ensuite pour y inclure des couches
convolutives et d’autres améliorations, afin d’observer la différence de performance.
À la fin de cette partie, vous aurez une bonne compréhension des concepts de base qui sous-tendent toutes les techniques présentées dans les parties ultérieures du livre.

CHAPITRE 1 Modélisation générative
Objectifs du chapitre :

• Apprendre les différences principales entre les modèles génératifs et discriminants.

• Comprendre les propriétés souhaitables d’un modèle génératif à travers un exemple
simple.

• Découvrir les concepts probabilistes fondamentaux qui sous-tendent les modèles
génératifs.

• Explorer les différentes familles de modèles génératifs.

• Cloner la base de code qui accompagne ce livre, afin que vous puissiez commencer à
construire des modèles génératifs.



Ce chapitre est une introduction générale à la modélisation générative.
Nous commencerons en douceur par une introduction théorique à la modélisation générative
et nous verrons comment elle est le pendant naturel de la modélisation discriminante, qui est
plus largement étudiée. Nous établirons ensuite un cadre théorique décrivant les propriétés souhaitables d’un bon modèle génératif. Nous présenterons également les concepts probabilistes de
base qu’il est important de connaître, afin d’apprécier pleinement la manière dont les différentes
approches abordent le défi de la modélisation générative.
Cela nous conduira naturellement à l’avant-dernière section, qui présente les six grandes familles
de modèles génératifs dominants aujourd’hui. La dernière section explique comment démarrer
avec la base de code qui accompagne ce livre.
Qu’est-ce que la modélisation générative ?
La modélisation générative peut être définie simplement dans les termes suivants :
La modélisation générative est une branche de l’apprentissage automatique qui implique
l’entraînement d’un modèle afin de produire de nouvelles données semblables à un
ensemble de données fourni.

Qu’est-ce que cela signifie en pratique ? Supposons que nous disposions d’un ensemble de données contenant des photos de chevaux. Nous pouvons entraîner un modèle génératif sur cet
ensemble de données pour capturer les règles qui régissent les relations complexes entre les
pixels dans les images de chevaux. Nous pouvons ensuite échantillonner ce modèle afin de créer
de nouvelles images réalistes de chevaux qui n’existaient pas dans l’ensemble de données d’origine. Ce processus est illustré à la Figure 1.1.
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Figure 1.1 : Modèle génératif entraîné à générer des photos réalistes de chevaux.

Pour créer un modèle génératif, nous avons besoin d’un ensemble de données composé de nombreux exemples de l’entité que nous essayons de générer. C’est ce qu’on appelle les données d’apprentissage, et l’une de ces données est appelée observation.
Chaque observation se compose de nombreuses caractéristiques. Pour un problème de génération d’images, les caractéristiques sont généralement les valeurs individuelles des pixels ; pour
un problème de génération de texte, les caractéristiques peuvent être des mots individuels ou des
groupes de lettres. Notre objectif est de construire un modèle capable de générer de nouveaux
ensembles de caractéristiques qui donnent l’impression d’avoir été créés à l’aide des mêmes
règles que les données d’origine. D’un point de vue conceptuel, il s’agit d’une tâche incroyablement difficile pour la génération d’images, compte tenu du grand nombre de façons dont les
valeurs individuelles des pixels peuvent être attribuées et du nombre relativement minime de ces
arrangements qui constituent une image de l’entité que nous essayons de générer.
Un modèle génératif doit également être probabiliste plutôt que déterministe, car nous voulons
être en mesure d’échantillonner de nombreuses variations différentes de la sortie, plutôt que
d’obtenir la même sortie à chaque fois. Si notre modèle se limite à un calcul fixe, tel que la valeur
moyenne de chaque pixel de l’ensemble des données d’apprentissage, il n’est pas génératif. Un
modèle génératif doit inclure une composante aléatoire qui influence les échantillons individuels générés par le modèle.
En d’autres termes, nous pouvons imaginer qu’il existe une distribution probabiliste inconnue
qui explique pourquoi certaines images sont susceptibles d’être trouvées dans l’ensemble des
données d’apprentissage et d’autres non. Notre tâche consiste à élaborer un modèle qui imite
cette distribution aussi fidèlement que possible, puis à l’échantillonner pour générer de nouvelles observations distinctes qui donnent l’impression qu’elles auraient pu être incluses dans
l’ensemble des données d’apprentissage d’origine.
Modélisation générative ou discriminante
Afin de comprendre réellement ce que la modélisation générative vise à atteindre et pourquoi
elle est importante, il est utile de la comparer à son homologue, la modélisation discriminante.
Si vous avez étudié l’apprentissage automatique, la plupart des problèmes auxquels vous avez
été confrontés étaient probablement de nature discriminante. Pour comprendre la différence,
prenons un exemple.
Supposons que nous disposions d’un ensemble de tableaux, certains peints par Van Gogh et
d’autres par d’autres artistes. Avec suffisamment de données, nous pourrions entraîner un
modèle discriminant pour prédire si un tableau donné a été peint par Van Gogh. Notre modèle
apprendrait que certaines couleurs, formes et textures sont plus susceptibles d’indiquer qu’un
tableau a été peint par le maître hollandais, et pour les tableaux présentant ces caractéristiques,
le modèle augmenterait sa prédiction en conséquence. La Figure 1.2 illustre le processus de
modélisation discriminante ; notez en quoi il diffère du processus de modélisation générative
présenté à la Figure 1.1.
Lors de la modélisation discriminante, chaque observation des données d’apprentissage est
étiquetée. Pour un problème de classification binaire tel que notre discriminateur d’artistes, les
peintures de Van Gogh sont étiquetées avec la valeur 1 et les autres peintures sont étiquetées
avec la valeur 0. Notre modèle apprend alors à faire la distinction entre ces deux groupes et
indique la probabilité qu’une nouvelle observation soit étiquetée avec la valeur 1, c’est-à-dire
qu’elle ait été peinte par Van Gogh.
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Figure 1.2 : Modèle discriminant entraîné à prédire si une image donnée a été peinte par
Van Gogh.

En revanche, la modélisation générative ne nécessite pas que l’ensemble de données soit étiqueté,
car elle se préoccupe de générer des images entièrement nouvelles, plutôt que d’essayer de prédire l’étiquette d’une image donnée.
Définissons ces types de modélisation de manière formelle, en utilisant la notation mathématique :
La modélisation discriminante estime p (y|x).

En d’autres termes, la modélisation discriminante vise à modéliser la probabilité d’une étiquette
y compte tenu d’une observation x.

La modélisation générative estime p(x).

En d’autres termes, la modélisation générative vise à modéliser la probabilité d’observer une
observation x. L’échantillonnage de cette distribution permet de générer de nouvelles observations.

[image: ]Modèles génératifs conditionnels

Vous noterez que nous pouvons également construire un modèle génératif pour
modéliser la probabilité conditionnelle p (x|y), c’est-à-dire la probabilité de voir une
observation x avec une étiquette spécifique y. Par exemple, si notre ensemble de
données contient différents types de fruits, nous pouvons demander à notre modèle
génératif de générer spécifiquement l’image d’une pomme.

Il est important de noter que même si nous étions en mesure de construire un modèle discriminant parfait pour identifier les peintures de Van Gogh, il n’aurait toujours aucune idée de la
manière de créer une peinture qui ressemble à une peinture de Van Gogh. Il ne peut produire
que des probabilités par rapport à des images existantes, car c’est ce à quoi il a été entraîné.
Nous devrions plutôt entraîner un modèle génératif et échantillonner à partir de ce modèle
pour générer des images qui ont de fortes chances d’appartenir à l’ensemble original des données
d’apprentissage.
L’essor de la modélisation générative
Jusqu’à récemment, la modélisation discriminante a été l’élément moteur qui a permis la plupart
des progrès réalisés dans le domaine de l’apprentissage automatique. En effet, pour tout problème de discrimination, le problème de modélisation générative correspondant est habituellement beaucoup plus difficile à résoudre. Par exemple, il est beaucoup plus facile d’entraîner un
modèle pour prédire si une peinture est de Van Gogh que d’entraîner un modèle pour générer à
partir de zéro une peinture dans le style de Van Gogh. De la même manière, il est beaucoup plus
facile d’entraîner un modèle à prédire si une page de texte a été écrite par Charles Dickens que
d’élaborer un modèle pour générer un ensemble de paragraphes dans le style de Dickens. Jusqu’à
récemment, la plupart des défis génératifs étaient tout simplement hors de portée et beaucoup
doutaient que l’on puisse les relever. La créativité était considérée comme une capacité purement
humaine avec laquelle l’IA ne pouvait rivaliser.
Cependant, au fur et à mesure que les technologies d’apprentissage automatique ont évolué,
cette hypothèse s’est progressivement affaiblie. Au cours des dix dernières années, bon nombre
des avancées les plus intéressantes dans ce domaine ont été réalisées grâce à de nouvelles applications de l’apprentissage automatique à des tâches de modélisation générative. Par exemple, la
Figure 1.3 illustre les progrès considérables qui ont déjà été réalisés dans la génération d’images
de visages depuis 2014.
Outre le fait qu’elle est plus facile à aborder, la modélisation discriminante a toujours été plus
facilement applicable aux problèmes pratiques de l’industrie que la modélisation générative. Par
exemple, un médecin peut bénéficier d’un modèle qui prédit si une image rétinienne donnée
présente des signes de glaucome, mais ne bénéficierait pas nécessairement d’un modèle capable
de générer de nouvelles images du fond de l’œil.
Toutefois, cette situation commence à changer, avec la prolifération d’entreprises proposant des
services génératifs qui ciblent des problèmes métiers spécifiques. Par exemple, il est désormais
possible d’accéder à des API qui génèrent des articles de blog originaux sur un sujet particulier, produisent une variété d’images de votre produit dans le contexte que vous souhaitez, ou
écrivent du contenu pour les médias sociaux et des textes publicitaires qui correspondent à votre
marque et à votre message cible. L’IA générative a également des applications évidentes dans des
secteurs tels que la conception de jeux et le cinéma, où des modèles entraînés à produire des
vidéos et de la musique commencent à apporter une valeur ajoutée.
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Figure 1.3 : La génération de visages à l’aide de la modélisation générative s’est considérablement
améliorée au cours de la dernière décennie (adapté de Brundage et al., 2018)4.

Modélisation générative et IA
Outre les utilisations pratiques de la modélisation générative (dont beaucoup restent à découvrir), il existe trois raisons plus profondes pour lesquelles la modélisation générative peut être
considérée comme la clé permettant de débloquer une forme d’intelligence artificielle beaucoup
plus sophistiquée, qui va au-delà de ce que la modélisation discriminante seule peut réaliser.
Tout d’abord, d’un point de vue purement théorique, nous ne devrions pas limiter notre apprentissage automatique à la simple catégorisation des données. Par souci d’exhaustivité, nous
devrions également nous préoccuper de l’entraînement de modèles qui permettent une meilleure compréhension de la distribution des données, au-delà de toute étiquette particulière. Il
s’agit sans aucun doute d’un problème plus difficile à résoudre, en raison de la dimensionnalité
élevée de l’espace des résultats possibles et du nombre relativement faible de créations que nous
classerions comme appartenant à l’ensemble de données. Cependant, comme nous le verrons,
un grand nombre des techniques qui ont conduit au développement de la modélisation discriminante, comme le deep learning, peuvent également être utilisées par les modèles génératifs.
Deuxièmement, comme nous le verrons dans le Chapitre 12, la modélisation générative est
désormais employée pour faire progresser d’autres domaines de l’IA, tels que l’apprentissage par
renforcement (l’étude des agents d’apprentissage pour optimiser un objectif dans un environnement par essais et erreurs). Supposons que nous voulions entraîner un robot à marcher sur un
terrain donné. Une approche traditionnelle consisterait à réaliser de nombreuses expériences
au cours desquelles l’agent essaierait différentes stratégies sur le terrain, ou sur une simulation
informatique du terrain. Au fil du temps, l’agent apprendrait quelles stratégies sont plus efficaces
que d’autres et s’améliorerait donc progressivement. Le problème de cette approche est qu’elle
est assez peu flexible, car elle est entraînée à optimiser la stratégie pour une tâche particulière.
Une autre approche, qui a récemment gagné du terrain, consiste à former l’agent à apprendre
un modèle du monde de l’environnement à l’aide d’un modèle génératif, indépendamment de
toute tâche particulière. L’agent peut s’adapter rapidement à de nouvelles tâches en testant des
stratégies dans son propre modèle plutôt que dans l’environnement réel, ce qui est souvent plus
efficace d’un point de vue informatique et ne nécessite pas de réapprentissage à partir de zéro
pour chaque nouvelle tâche.
Enfin, si nous voulons vraiment dire que nous avons construit une machine qui a acquis une
forme d’intelligence comparable à celle de l’homme, la modélisation générative doit certainement faire partie de la solution. L’un des meilleurs exemples de modèle génératif dans le monde
naturel est la personne qui lit ce livre. Prenez le temps de réfléchir à l’incroyable modèle génératif que vous êtes. Vous pouvez fermer les yeux et imaginer à quoi ressemblerait un éléphant
sous tous les angles possibles. Vous pouvez imaginer un certain nombre de fins différentes et
plausibles à votre série télé préférée, et vous pouvez planifier votre semaine en imaginant différents scénarios et en prenant des mesures en conséquence. La théorie neuroscientifique actuelle
suggère que notre perception de la réalité n’est pas un modèle discriminant très complexe fonctionnant sur nos entrées sensorielles pour produire des prédictions de ce que nous vivons, mais
plutôt un modèle génératif qui est entraîné dès la naissance à produire des simulations de notre
environnement qui correspondent exactement à l’avenir. Certaines théories suggèrent même
que le résultat de ce modèle génératif est ce que nous percevons directement comme la réalité. Il est clair qu’une compréhension approfondie de la manière dont nous pouvons construire
des machines capables d’acquérir cette capacité sera essentielle pour continuer à comprendre le
fonctionnement du cerveau et de l’intelligence artificielle en général.
Notre premier modèle génératif
C’est dans cet esprit que nous allons commencer notre voyage dans le monde passionnant de la
modélisation générative. Pour commencer, nous examinerons un exemple de modèle génératif
et introduirons certaines des idées qui nous aideront à travailler sur les architectures plus complexes que nous rencontrerons plus tard dans le livre.
Hello World !
Commençons par jouer à un jeu de modélisation générative qui n’a que deux dimensions. J’ai
choisi une règle qui a été utilisée pour générer l’ensemble de points X de la Figure 1.4. Appelons
cette règle pdata. Le challenge consiste à choisir un autre point x = (x1, x2) dans l’espace qui
semble avoir été généré par la même règle.
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Figure 1.4 : Ensemble de points en deux dimensions, généré par une règle inconnue pdata.

Quel endroit avez-vous choisi ? Vous avez probablement utilisé votre connaissance des points de
données existants pour construire un modèle mental, pmodel, de l’endroit de l’espace où le point a
le plus de chances d’être trouvé. À cet égard, pmodel est une estimation de pdata. Vous avez peut-être décidé que pmodel devait ressembler à la Figure 1.5, une boîte rectangulaire dans laquelle on
peut trouver des points, et une zone à l’extérieur de la boîte dans laquelle il n’y a aucune chance
de trouver des points.
Pour générer une nouvelle observation, il suffit de choisir un point au hasard dans la boîte ou,
plus formellement, d’échantillonner à partir de la distribution pmodel. Félicitations, vous venez
de construire votre premier modèle génératif ! Vous avez utilisé les données d’apprentissage (les
points noirs) pour construire un modèle (la région orange) que vous pouvez facilement échantillonner pour générer d’autres points qui semblent appartenir au jeu de données d’apprentissage.
Formalisons maintenant cette réflexion dans un cadre théorique qui peut nous aider à comprendre ce que la modélisation générative tente de réaliser.
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Figure 1.5 : La boîte orange, pmodel, est une estimation de la véritable distribution génératrice de
données, pdata (voir l’image en couleur en ligne).

Cadre théorique de modélisation générative
Nous pouvons exprimer nos motivations et nos objectifs pour la construction d’un modèle
génératif dans le cadre théorique suivant.
Cadre théorique de modélisation générative

• Nous disposons d’un ensemble d’observations X.

• Nous supposons que les observations ont été générées selon une distribution inconnue,
pdata.

• Nous voulons construire un modèle génératif pmodel qui imite pdata. Si nous atteignons cet objectif, nous pouvons échantillonner à partir de pmodel pour générer des
observations qui semblent avoir été tirées de pdata.

• Par conséquent, les propriétés souhaitables de pmodel sont les suivantes :



Précision

Si pmodel est élevé pour une observation générée, il doit sembler avoir été tiré de pdata. Si
pmodel est faible pour une observation générée, il ne doit pas donner l’impression d’avoir
été tiré de pdata.

Génération

Il devrait être possible d’échantillonner facilement une nouvelle observation à partir de
pmodel.

Représentation

Il devrait être possible de comprendre comment les différentes caractéristiques de haut
niveau des données sont représentées par pmodel.

Révélons maintenant la véritable distribution génératrice de données, pdata, et voyons comment
le cadre théorique s’applique à cet exemple. Comme nous pouvons le voir à la Figure 6.1, la règle
de génération des données est simplement une distribution uniforme sur la masse terrestre de la
planète, sans aucune chance de trouver un point dans la mer.
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Figure 1.6 : La boîte orange, pmodel, est une estimation de la véritable distribution génératrice de
données, pdata (la zone grise ; voir l’image en couleur en ligne).

Il est clair que notre modèle, pmodel, est une simplification excessive de pdata. Nous pouvons inspecter les points A, B et C pour comprendre les succès et les échecs de notre modèle en termes
de précision de l’imitation de pdata :
• Le point A est une observation générée par notre modèle, mais qui ne semble pas avoir
été générée par pdata, car il se trouve au milieu de la mer.

• Le point B n’aurait jamais pu être généré par pmodel, car il se situe en dehors de la boîte
orange. Par conséquent, notre modèle présente des lacunes dans sa capacité à produire
des observations sur l’ensemble des possibilités.

• Le point C est une observation qui peut être générée par pmodel et également par pdata.


Malgré ses défauts, le modèle est facile à échantillonner, car il s’agit simplement d’une distribution uniforme sur la boîte orange. Nous pouvons facilement choisir un point au hasard à l’intérieur de cette boîte, afin d’y prélever un échantillon.
Nous pouvons également affirmer que notre modèle est une représentation simple de la distribution complexe sous-jacente qui appréhende certaines des caractéristiques de haut niveau
sous-jacentes. La véritable distribution est séparée en zones avec beaucoup de masse terrestre
(continents) et en zones sans masse terrestre (mer). Il s’agit d’une caractéristique de haut niveau
qui s’applique également à notre modèle, sauf que nous avons un seul grand continent au lieu
d’en avoir plusieurs.
Cet exemple a illustré les concepts fondamentaux de la modélisation générative. Les problèmes
auxquels nous serons confrontés dans ce livre seront beaucoup plus complexes et comporteront
de nombreuses dimensions, mais le cadre théorique sous-jacent à travers lequel nous aborderons le problème sera identique.
Apprentissage par représentation
Il convient d’approfondir ce que nous entendons par l’apprentissage d’une représentation des
données comportant de nombreuses dimensions, car c’est un sujet qui reviendra tout au long de
cet ouvrage.
Supposons que vous souhaitiez décrire votre apparence à quelqu’un qui vous cherche dans une
foule de personnes et qui ne sait pas à quoi vous ressemblez. Vous ne commenceriez pas par
indiquer la couleur du pixel 1 d’une photo vous représentant, puis du pixel 2, puis du pixel 3,
etc. Au lieu de cela, vous feriez l’hypothèse raisonnable que la personne a une idée générale de
ce à quoi ressemble un être humain lambda, puis vous amenderiez cette représentation avec des
caractéristiques qui décrivent des groupes de pixels, telles que j’ai les cheveux très blonds ou je
porte des lunettes. Avec un maximum d’une dizaine de ces affirmations, la personne serait en
mesure de retranscrire la description en pixels afin de générer une image de vous dans sa tête.
L’image ne serait pas parfaite, mais elle serait suffisamment proche de votre apparence réelle
pour qu’elle puisse vous trouver parmi des centaines d’autres personnes, même si elle ne vous a
jamais vu auparavant.
C’est l’idée centrale de l’apprentissage par représentation. Au lieu d’essayer de modéliser directement l’espace d’échantillonnage comportant de nombreuses dimensions, nous décrivons chaque
observation du jeu de données d’apprentissage à l’aide d’un espace latent de dimension inférieure,
puis nous apprenons une fonction de mise en correspondance (mapping) qui peut prendre un
point dans l’espace latent et le mettre en correspondance avec un point dans le domaine d’origine. En d’autres termes, chaque point de l’espace latent est une représentation d’une observation
comportant de nombreuses dimensions.
Qu’est-ce que cela signifie en pratique ? Supposons que nous disposions d’un jeu de données
d’apprentissage composé d’images en niveaux de gris de boîtes de biscuits (Figure 1.7).
[image: ]

Figure 1.7 : Jeu de données composé de boîtes de biscuits.

Pour nous, il est évident qu’il existe deux caractéristiques qui peuvent représenter de manière
unique chacune de ces boîtes : leur hauteur et leur largeur. En d’autres termes, nous pouvons
convertir chaque image d’une boîte en un point dans un espace latent qui n’a que deux dimensions, même si le jeu de données d’apprentissage qui contient des images est fourni dans un
espace de pixels comprenant de nombreuses dimensions. Cela signifie notamment que nous
pouvons également produire des images de boîtes de biscuits qui n’existent pas dans le jeu de
données d’apprentissage, en appliquant une fonction de mapping appropriée f à un nouveau
point dans l’espace latent, comme le montre la Figure 1.8.
Se rendre compte que l’ensemble de données original peut être décrit par l’espace latent plus
simple n’est pas si facile pour une machine, car elle doit d’abord établir que la hauteur et la largeur sont les deux dimensions de l’espace latent qui décrivent le mieux cet ensemble de données,
puis apprendre la fonction de mapping f qui peut prendre un point dans cet espace et le mettre
en correspondance avec une image de boîte de biscuits en niveaux de gris. L’apprentissage automatique (et plus particulièrement le deep learning) permet d’entraîner des machines capables de
trouver ces relations complexes sans aide humaine.
L’un des avantages des modèles d’entraînement qui utilisent un espace latent est que nous pouvons effectuer des opérations qui affectent les propriétés de haut niveau de l’image en manipulant son vecteur de représentation dans l’espace latent qui est plus facile à gérer. Par exemple, il
n’est pas évident d’ajuster l’ombrage de chaque pixel pour rendre l’image d’une boîte de biscuits
plus haute. Toutefois, dans l’espace latent, il suffit d’augmenter la dimension latente de la hauteur,
puis d’appliquer la fonction de mapping pour revenir au domaine de l’image. Nous en verrons
un exemple explicite dans le chapitre suivant, appliqué non pas à des boîtes de biscuits, mais à
des visages.
[image: ]

Figure 1.8 : L’espace latent en 2D des boîtes de biscuits et la fonction f qui met en correspondance
un point de l’espace latent avec le domaine de l’image originale.

Le concept d’encodage du jeu de données d’apprentissage dans un espace latent afin de pouvoir
échantillonner à partir de celui-ci et décoder le point dans le domaine d’origine est commun à de
nombreuses techniques de modélisation générative, comme nous le verrons dans les chapitres
suivants de cet ouvrage. D’un point de vue mathématique, les techniques de codage-décodage
tentent de transformer la variété hautement non linéaire sur laquelle se trouvent les données
(par exemple, dans l’espace des pixels) en un espace latent plus simple à partir duquel il est possible d’échantillonner, de sorte qu’il est probable que tout point de l’espace latent soit la représentation d’une image bien formée, comme le montre la Figure 1.9.
[image: ]

Figure 1.9 : La variété des chiens dans l’espace des pixels comprenant de nombreuses dimensions
est cartographiée dans un espace latent plus simple à partir duquel on peut échantillonner.

Bases de la théorie des probabilités
Nous avons déjà vu que la modélisation générative est étroitement liée à la modélisation statistique des distributions de probabilités. Il est donc logique d’introduire quelques concepts probabilistes et statistiques de base qui seront utilisés tout au long de cet ouvrage pour expliquer le
contexte théorique de chaque modèle.
Si vous n’avez jamais étudié les probabilités ou les statistiques, ne vous inquiétez pas. Pour
construire de nombreux modèles de deep learning que nous verrons plus loin dans ce livre, il
n’est pas essentiel d’avoir une compréhension approfondie de la théorie statistique. Cependant,
pour apprécier pleinement la tâche à laquelle nous essayons de nous atteler, cela vaut la peine
d’essayer d’acquérir une bonne compréhension des bases de la théorie probabiliste. Vous disposerez ainsi des fondements nécessaires pour comprendre les différentes familles de modèles
génératifs qui seront présentées plus loin dans ce chapitre.
Dans un premier temps, nous définirons cinq termes clés, en reliant chacun d’entre eux à notre
exemple précédent de modèle génératif qui modélise la carte du monde en deux dimensions :
Espace d’échantillonnage
L’espace d’échantillonnage est l’ensemble complet de toutes les valeurs qu’une observation x
peut prendre.

[image: ]Dans notre exemple précédent, l’espace d’échantillonnage est constitué de tous les
points de latitude et de longitude x = (x1 ; x2)sur la carte du monde. Par exemple,
x = (40,7306 ; – 73,9352) est un point de l’espace d’échantillonnage (New York) qui
appartient à la véritable distribution génératrice de données. x= (11,3493 ; 142,1996)
est un point de l’espace d’échantillonnage qui n’appartient pas à la véritable distribution génératrice de données (il s’agit d’un point situé dans la mer).

Fonction de densité de probabilité
Une fonction de densité de probabilité (ou simplement fonction de densité) est une fonction p(x)
qui associe un point x dans l’espace d’échantillonnage à un nombre compris entre 0 et 1. L’intégrale de la fonction de densité sur tous les points de l’espace d’échantillonnage doit être
égale à 1, de sorte qu’il s’agit d’une distribution de probabilité bien définie.

[image: ]Dans l’exemple de la carte du monde (Figure 1.6 que l’on peut visualiser en couleur
en ligne), la fonction de densité de notre modèle génératif est égale à 0 à l’extérieur de
la boîte orange et constante à l’intérieur de la boîte, de sorte que l’intégrale de la fonction de densité sur l’ensemble de l’espace d’échantillonnage est égale à 1.

Alors qu’il n’existe qu’une seule véritable fonction de densité pdata(x) supposée avoir généré
le jeu de données observables, il existe une infinité de fonctions de densité pmodel(x) que
nous pouvons utiliser pour estimer pdata(x).

Modélisation paramétrique
La modélisation paramétrique est une technique que nous pouvons utiliser pour structurer
notre approche de la recherche d’un pmodel(x) approprié. Un modèle paramétrique est une
famille de fonctions de densité ptheta(x) qui peut être décrite à l’aide d’un nombre fini de
paramètres, θ.

[image: ]Si nous supposons que notre famille de modèles est une distribution uniforme, l’ensemble de toutes les boîtes possibles que l’on peut dessiner est un exemple de modèle
paramétrique. Dans ce cas, il y a quatre paramètres : les coordonnées des coins inférieur gauche (θ1, θ2) et supérieur droit (θ3, θ4) de la boîte.

Ainsi, chaque fonction de densité pθ(x) dans ce modèle paramétrique (c’est-à-dire chaque boîte) peut être représentée de manière unique par quatre nombres,
θ = (θ1, θ2, θ3, θ4).

Probabilité
La probabilité L(θ|x) d’un ensemble de paramètres θ est une fonction qui mesure la plausibilité de θ, étant donné un certain point observé x. Elle est définie de la manière suivante :

[image: ]

En d’autres termes, la probabilité de θ compte tenu d’un point observé x est définie comme
étant la valeur de la fonction de densité paramétrée par θ, au point x. Si nous disposons
d’un ensemble de données x d’observations indépendantes, nous pouvons écrire :

[image: ]

[image: ]Dans l’exemple de la carte du monde (Figure 1.6 que l’on peut visualiser en couleur
en ligne), une boîte orange qui ne couvrirait que la moitié gauche de la carte aurait
une probabilité de 0. Il est impossible qu’elle ait généré le jeu de données, car nous
avons observé des points dans la moitié droite de la carte. La boîte orange a une probabilité positive, car la fonction de densité est positive pour tous les points de données dans le cadre de ce modèle.

Étant donné que le produit d’un grand nombre de termes compris entre 0 et 1 peut être
difficile à calculer, nous utilisons souvent la probabilité log ℓ à la place :

[image: ]

Il existe des raisons statistiques pour lesquelles la probabilité est définie de cette manière,
mais nous pouvons également constater que cette définition a un sens intuitif. La probabilité d’un ensemble de paramètres θ est définie comme la probabilité de voir les données si
la véritable distribution générant les données était le modèle paramétré par θ.

[image: ]Notez que la probabilité est une fonction des paramètres, et non pas des données.
Elle ne doit pas être interprétée comme la probabilité qu’un ensemble de paramètres
donné soit correct ; en d’autres termes, il ne s’agit pas d’une distribution de probabilité sur l’espace des paramètres (c’est-à-dire qu’elle ne s’additionne pas/ne s’intègre pas
à 1, en ce qui concerne les paramètres).

Il est intuitif que l’objectif de la modélisation paramétrique soit de trouver la valeur optimale [image: ] de l’ensemble de paramètres qui maximise la probabilité d’observer l’ensemble de
données X.

Estimation de la probabilité maximale
L’estimation de la probabilité maximale est la technique qui permet d’estimer [image: ] c’est-à-dire
l’ensemble des paramètres θ d’une fonction de densité pθ(x) qui est la plus susceptible d’expliquer certaines données observées X. Plus formellement :

[image: ]

[image: ] est également appelé estimation de la probabilité maximale (que l’on abrège en anglais par
MLE pour maximum likelihood estimate).

[image: ]Dans l’exemple de la carte du monde, la MLE est le plus petit rectangle qui contient
encore tous les points du jeu de données d’apprentissage.

Les réseaux de neurones minimisent généralement une fonction de perte, de sorte que nous
pouvons parler de manière équivalente de la recherche de l’ensemble des paramètres qui
minimisent la probabilité log négative :

[image: ]


La modélisation générative peut être considérée comme une forme d’estimation de la probabilité
maximale, où les paramètres θ sont les poids des réseaux de neurones contenus dans le modèle.
Nous essayons de trouver les valeurs de ces paramètres qui maximisent la probabilité d’observer
les données fournies (ou, de manière équivalente, qui minimisent la probabilité log négative).
Toutefois, pour les problèmes comportant de nombreuses dimensions, il n’est généralement
pas possible de calculer directement pθ(x) (il s’agit d’un problème insoluble). Comme nous
le verrons dans la section suivante, les différentes familles de modèles génératifs adoptent des
approches différentes pour résoudre ce problème.
Classification des modèles génératifs
Bien que tous les types de modèles génératifs visent en fin de compte à résoudre la même tâche,
ils adoptent tous des approches légèrement différentes pour modéliser la fonction de densité
pθ(x). D’une manière générale, il existe trois approches possibles :
• modéliser explicitement la fonction de densité, mais contraindre le modèle d’une manière
ou d’une autre, de sorte que la fonction de densité soit calculable ;


• modéliser explicitement une approximation réaliste de la fonction de densité ;

• modéliser implicitement la fonction de densité, par le biais d’un processus stochastique
qui génère directement des données.


Ces approches sont présentées sous forme de classification, à côté des six familles de modèles
génératifs que nous explorerons dans cet ouvrage. Notez que ces familles ne s’excluent pas
mutuellement (il existe de nombreux exemples de modèles qui sont des hybrides entre deux
types d’approches différents). Vous devez considérer les familles comme des approches générales différentes de la modélisation générative, plutôt que comme des architectures de modèles
explicites.
[image: ]

Figure 1.10 : Classification des approches de modélisation générative.

La première distinction que l’on peut faire concerne la fonction de densité de probabilité p(x) :
elle peut être modélisée de manière explicite ou de manière implicite.
Les modèles de densité implicite ne visent pas du tout à estimer la densité de probabilité, mais se
concentrent uniquement sur la production d’un processus stochastique qui génère directement
des données. L’exemple le plus connu de modèle génératif implicite est le réseau antagoniste
génératif (GAN). Nous pouvons encore diviser les modèles de densité explicites en deux catégories : ceux qui optimisent directement la fonction de densité (modèles calculables) et ceux qui
n’optimisent qu’une approximation de cette fonction.
Les modèles calculables imposent des contraintes à l’architecture du modèle, de sorte que la fonction de densité ait une forme qui la rende facile à calculer. Par exemple, les modèles autorégressifs
imposent un ordre aux caractéristiques d’entrée, de sorte que la sortie puisse être générée de
manière séquentielle, c’est-à-dire mot par mot ou pixel par pixel. Les modèles de flux de normalisation appliquent une série de fonctions inversables et calculables à une distribution simple, afin
de générer des distributions plus complexes.
Les modèles de densité approximative comprennent les autoencodeurs variationnels, qui introduisent une variable latente et optimisent une approximation de la fonction de densité jointe.
Les modèles basés sur l’énergie utilisent également des méthodes approximatives, mais par le
biais de l’échantillonnage de la chaîne de Markov, plutôt que par des méthodes variationnelles.
Les modèles de diffusion approchent la fonction de densité en entraînant un modèle à débruiter
progressivement une image donnée qui a été précédemment corrompue.
Le deep learning est le fil conducteur de tous les types de familles de modèles génératifs. Presque
tous les modèles génératifs sophistiqués reposent sur un réseau de neurones profond, car ils
peuvent être entraînés en partant de zéro afin d’apprendre les relations complexes qui régissent
la structure des données, plutôt que de devoir être codés en dur avec des informations a priori.
Nous explorerons le deep learning au prochain chapitre, avec des exemples pratiques sur la
façon de commencer à créer vos propres réseaux de neurones profonds.
Base de code du livre
La dernière section de ce chapitre vous permettra de commencer à construire des modèles génératifs de deep learning en présentant la base de code qui accompagne cet ouvrage.
[image: ]De nombreux exemples de ce livre sont adaptés à partir des excellentes implémentations open source disponibles sur le site Web de Keras (https://oreil.ly/1UTwa). Je
vous recommande vivement de consulter cette ressource, car de nouveaux modèles et
exemples sont constamment ajoutés.

Clonage du dépôt
Pour commencer, vous devrez d’abord cloner le dépôt Git. Git est un système de contrôle de
version open source qui permet de copier le code localement afin que vous puissiez exécuter les
notebooks sur votre propre machine ou dans un environnement basé sur le cloud. Vous avez
peut-être déjà installé ce système, mais si ce n’est pas le cas, suivez les instructions correspondant
à votre système d’exploitation (https://oreil.ly/tFOdN).
Pour cloner le dépôt de ce livre, naviguez jusqu’au dossier où vous souhaitez stocker les fichiers
et saisissez la commande suivante dans votre terminal :
git clone https://github.com/davidADSP/Generative_Deep_Learning_2nd_Edition.git

Vous devriez maintenant être en mesure de voir les fichiers dans un dossier sur votre machine.
Utilisation de Docker
La base de code de ce livre est destinée à être utilisée avec Docker, une technologie de conteneurisation gratuite qui rend le démarrage d’une nouvelle base de code extrêmement facile, quel
que soit votre système d’exploitation ou votre architecture. Si vous n’avez jamais utilisé Docker,
ne vous inquiétez pas : vous trouverez une description de la marche à suivre dans le fichier
README du référentiel du livre.
Exécution sur un GPU
Si vous n’avez pas accès à votre propre GPU, ce n’est pas non plus un problème ! Tous les exemples
de ce livre peuvent réaliser leur entraînement sur un CPU, mais cela prendra plus de temps que
si vous utilisez une machine dotée d’un GPU. Le fichier README contient également une section sur la mise en place d’un environnement Google Cloud qui donne accès à un GPU sur la
base d’un paiement à l’utilisation.
En résumé
Ce chapitre a présenté le domaine de la modélisation générative, une branche importante de
l’apprentissage automatique qui complète la modélisation discriminante qui est plus largement
étudiée. Nous avons expliqué comment la modélisation générative est actuellement l’un des
domaines les plus actifs et les plus passionnants de la recherche en IA, avec de nombreuses
avancées récentes tant au niveau de la théorie que des applications.
Nous avons commencé par un exemple simple et nous avons vu comment la modélisation générative se concentre en fin de compte sur la modélisation de la distribution sous-jacente des
données. Cela présente de nombreux défis complexes et intéressants, que nous avons résumés
dans un cadre théorique permettant de comprendre les propriétés souhaitables de tout modèle
génératif.
Nous avons ensuite passé en revue les concepts probabilistes clés qui aideront à comprendre
pleinement les fondements théoriques de chaque approche de la modélisation générative et
nous avons présenté les six différentes familles de modèles génératifs que nous explorerons dans
ce livre. Nous avons également vu comment démarrer avec la base de code de cet ouvrage, en
clonant le dépôt.
Dans le prochain chapitre, nous allons entamer l’exploration du deep learning et nous verrons
comment utiliser Keras pour construire des modèles capables de réaliser des tâches de modélisation discriminante. Cela nous donnera les bases nécessaires pour aborder les problèmes d’apprentissage profond génératif dans les chapitres suivants.


4 Miles Brundage et al., « The Malicious Use of Artificial Intelligence : Forecasting, Prevention, and Mitigation », 20 février 2018,
https://www.eff.org/files/2018/02/20/malicious_ai_report_final.pdf.


CHAPITRE 2 Deep learning
Objectifs du chapitre :

• Découvrir les différents types de données non structurées qui peuvent être modélisées à l’aide du deep learning.

• Définir un réseau de neurones profond et comprendre comment il peut être utilisé
pour modéliser des ensembles de données complexes.

• Construire un perceptron multicouche pour prédire le contenu d’une image.

• Améliorer les performances du modèle en utilisant des couches convolutives, des
couches de dropout et des couches de normalisation par lots.



Commençons par une définition de base du deep learning :
Le deep learning ou apprentissage profond est une classe d’algorithmes d’apprentissage automatique qui utilise plusieurs couches superposées d’unités de traitement pour
apprendre des représentations de haut niveau à partir de données non structurées.

Pour comprendre pleinement le deep learning, nous devons approfondir cette définition. Tout
d’abord, nous examinerons les différents types de données non structurées que l’apprentissage
profond peut employer pour ses modélisations, puis nous nous plongerons dans les mécanismes
de construction empilant plusieurs couches d’unités de traitement afin de résoudre les tâches
de classification. Nous jetterons ainsi les bases des chapitres suivants, dans lesquels nous nous
concentrerons sur le deep learning pour les tâches génératives.
Données pour le deep learning
De nombreux types d’algorithmes d’apprentissage automatique nécessitent en entrée des
données structurées et sous forme de tableau, organisées en colonnes de caractéristiques qui
décrivent chaque observation. Par exemple, l’âge, le revenu et le nombre de visites d’un site
Web au cours du dernier mois sont autant de caractéristiques qui peuvent aider à prédire si la
personne s’abonnera à un service en ligne particulier au cours du mois suivant. Nous pourrions
utiliser un tableau structuré de ces caractéristiques pour entraîner un modèle de régression
logistique, de forêt aléatoire ou XGBoost afin de prédire la variable de réponse binaire : la personne s’est-elle abonnée (1) ou non (0) ? Ici, chaque caractéristique individuelle contient une
mine d’informations sur l’observation, et le modèle apprendrait comment ces caractéristiques
interagissent pour influencer la réponse.
Les données non structurées désignent toutes les données qui ne sont pas naturellement organisées en colonnes de caractéristiques, telles que les images, les données audio et les textes. Il
existe bien sûr une structure spatiale pour une image, une structure temporelle pour un enregistrement ou un extrait de texte, et une structure à la fois spatiale et temporelle pour des données
vidéo, mais comme les données n’arrivent pas sous forme de colonnes de caractéristiques, elles
sont considérées comme non structurées, comme cela est illustré à la Figure 2.1.
[image: ]

Figure 2.1 : Différence entre données structurées et non structurées.

Lorsque nos données ne sont pas structurées, les pixels, les fréquences ou les caractères individuels ne recèlent pratiquement aucune information. Par exemple, savoir que le pixel 234 d’une
image a une teinte marron n’aide pas vraiment à identifier si l’image représente une maison ou
un chien, et savoir que le caractère 24 d’une phrase est un e n’aide pas à prédire si le texte parle
de football ou du personnel pénitentiaire.
Les pixels ou les caractères ne sont en fait que les variations de la toile dans lesquelles sont intégrées des informations de plus haut niveau, telles que l’image d’une cheminée ou le mot gardien.
Si la cheminée de l’image est placée de l’autre côté de la maison, l’image contiendra toujours une
cheminée, mais cette information sera désormais véhiculée par des pixels complètement différents. Si le mot gardien apparaît un peu plus tôt ou un peu plus tard dans le texte, le texte parlera
toujours de football, mais des positions de caractères différentes fourniront cette information.
La granularité des données combinée au degré élevé de dépendance spatiale détruit le concept
du pixel ou du caractère en tant que caractéristique informative à part entière.
C’est la raison pour laquelle, si nous entraînons des modèles de régression logistique, de forêt
aléatoire ou XGBoost sur des valeurs brutes de pixels, le modèle entraîné sera souvent peu performant pour toutes les tâches de classification, sauf les plus simples. Ces modèles reposent sur
le fait que les caractéristiques d’entrée sont informatives et ne dépendent pas de l’espace. Un
modèle d’apprentissage profond, en revanche, peut apprendre à construire lui-même des caractéristiques informatives de haut niveau, directement à partir de données non structurées.
L’apprentissage profond peut être appliqué à des données structurées, mais sa véritable puissance, en particulier en ce qui concerne la modélisation générative, vient de sa capacité à travailler avec des données non structurées. Le plus souvent, nous voulons générer des données
non structurées telles que de nouvelles images ou des textes originaux. C’est pourquoi le deep
learning a eu un tel impact dans le domaine de la modélisation générative.
Réseaux de neurones profonds
La majorité des systèmes de deep learning sont des réseaux de neurones artificiels (que l’on
nomme plus simplement réseaux de neurones) avec plusieurs couches cachées superposées. C’est
pourquoi l’apprentissage profond est aujourd’hui presque devenu synonyme de réseaux de neurones profonds. Cependant, tout système qui utilise de nombreuses couches pour apprendre des
représentations de haut niveau des données d’entrée est également une forme de deep learning
(par exemple, les réseaux de croyance profonds, abrégés en anglais en DBN, pour deep belief
network).
Commençons par définir exactement ce que nous entendons par réseau de neurones, puis
voyons comment on peut les employer pour apprendre des caractéristiques de haut niveau à
partir de données non structurées.
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