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INTRODUCTION
Ce livre vous présente les bases de l’apprentissage automatique à travers TensorFlow. TensorFlow
est la nouvelle bibliothèque logicielle de Google pour l’apprentissage profond (autrement dit, le
deep learning). Elle permet aux ingénieurs de concevoir et de déployer des architectures de deep
learning sophistiquées. Vous apprendrez dans ce livre comment utiliser TensorFlow pour créer
des systèmes capables de détecter des objets dans des images, de comprendre du texte humain et
de prédire les propriétés de médicaments potentiels. De plus, vous gagnerez une compréhension
intuitive du potentiel qu’offre TensorFlow en tant que système permettant d’effectuer des calculs
tensoriels, et vous apprendrez à l’utiliser pour réaliser des tâches débordant du domaine traditionnel de l’apprentissage automatique.
Fait important, TensorFlow pour le Deep Learning est l’un des premiers livres consacré au « deep
learning » qui soit écrit pour les praticiens. Il explicite des concepts fondamentaux à travers
des exemples pratiques, et il construit une compréhension des fondements de l’apprentissage
automatique à partir de la réalité de terrain. Le public cible de ce livre est d’abord celui des développeurs, qui sont à l’aise avec la conception de systèmes logiciels, mais pas nécessairement avec
la création de systèmes d’apprentissage. Parfois, nous utilisons une algèbre linéaire de base et
une certaine dose de calculs, mais nous examinerons tous les fondamentaux nécessaires. Nous
pensons également que notre livre sera utile pour les scientifiques et autres professionnels qui
sont à l’aise avec la construction de scripts, mais pas nécessairement avec la conception d’algorithmes d’apprentissage.
Conventions utilisées dans ce livre
Dans ce livre, nous utiliserons les conventions typographiques suivantes :
Italique
Indique un terme nouveau, ou nom de fichier ou encore une extension.

Largeur constante
Cette typographie est utilisée dans les listings de programmes, ainsi que dans tout ce
qui peut, dans un paragraphe, faire référence à un nom de variable ou de fonction, à des
bases ou des types de données, des variables d’environnement, des instructions ou encore
des mots-clés. Elle est également utilisée pour les noms de modules et de packages, ainsi
que pour la sortie des commandes.

[image: ]Cet élément signale une astuce ou une suggestion.

[image: ]Cet élément signale une note d’ordre général.

[image: ]Cette icône attire l’attention sur un avertissement ou un problème potentiel.

Utiliser les exemples de code
Des éléments additionnels (exemples de code, exercices, etc.) peuvent être téléchargés à l’adresse :
https://github.com/matroid/dlwithtf

Ce livre est conçu pour vous aider dans votre travail. En général, si un exemple de code est
proposé avec ce livre, vous pouvez l’utiliser dans vos programmes et votre documentation. Vous
n’avez pas besoin de nous contacter pour obtenir une autorisation, sauf si vous reproduisez une
partie importante du code. Par exemple, l’écriture d’un programme qui utilise plusieurs blocs de
code de ce livre ne nécessite pas d’autorisation. Si vous avez besoin de citer ce livre, faites-le dans
les règles, c’est-à-dire en spécifiant le titre, l’auteur, l’éditeur et le numéro ISBN. Ce n’est pas une
contrainte, mais une marque de politesse et de respect.

CHAPITRE 1 Introduction au deep learning
L’apprentissage profond, le deep learning donc, a révolutionné les industries technologiques. La
traduction automatique moderne, les moteurs de recherche et les assistants informatiques sont
tous alimentés par un apprentissage profond. Cette tendance ne va faire que se poursuivre, alors
que le deep learning étend sa toile à la robotique, aux produits pharmaceutiques, à l’énergie et à
tous les autres domaines de la technologie contemporaine. Il devient donc rapidement essentiel
pour le professionnel du logiciel d’aujourd’hui de développer une connaissance pratique des
principes du deep learning, autrement dit de l’apprentissage profond.
Dans ce chapitre, nous allons vous présenter l’histoire de l’apprentissage profond, ainsi que l’impact plus général du deep learning sur les communautés impliquées dans les domaines de la
recherche ou du commerce. Nous aborderons ensuite quelques-unes des applications les plus
célèbres du deep learning. Cela inclura à la fois des architectures d’apprentissage automatique
de premier plan ainsi que des primitives fondamentales du deep learning. Nous terminerons en
donnant un bref aperçu de l’orientation du deep learning au cours des prochaines années avant
de nous plonger dans TensorFlow dans les prochains chapitres.
Le jour où l’apprentissage automatique a dévoré l’informatique
Jusqu’à ces derniers temps, les ingénieurs spécialisés dans le domaine du logiciel allaient à l’école
pour apprendre un certain nombre d’algorithmes de base (recherches graphiques, tris, requêtes
sur des bases de données, etc.). Après l’école, ces ingénieurs allaient dans le monde réel pour
appliquer ces algorithmes à des systèmes pour lesquels ils avaient été formés. Par conséquent,
la majeure partie de l’économie numérique actuelle repose sur des chaînes complexes d’algorithmes de base laborieusement assemblés par des générations d’ingénieurs. Mais la plupart
de ces systèmes ne sont pas capables de s’adapter. Toutes les configurations et reconfigurations
doivent être effectuées par des ingénieurs hautement qualifiés, ce qui rend ces systèmes fragiles,
cassants.
L’apprentissage automatique promet de changer le champ du développement logiciel en permettant aux systèmes de s’adapter dynamiquement. Les systèmes d’apprentissage automatique
déployés sont capables d’apprendre les comportements voulus à partir de bases de données
d’échantillons. En outre, de tels systèmes peuvent être recyclés régulièrement au fur et à mesure
que de nouvelles données apparaissent. Des systèmes logiciels très sophistiqués, dopés par l’apprentissage automatique, sont capables de modifier leur comportement de manière radicale sans
apporter de grands changements à leur code (juste à leurs données d’apprentissage). Cette tendance est susceptible de s’accélérer à mesure que les outils d’apprentissage automatique et de
déploiement deviennent de plus en plus faciles à mettre en œuvre.
Avec l’évolution du comportement des systèmes logiciels, le rôle des ingénieurs logiciels va également changer. D’une certaine manière, cette transformation sera analogue à celle qui a suivi le
développement des langages de programmation. Les premiers ordinateurs étaient programmés
de façon laborieuse. Au début, il y avait des réseaux de câbles qui étaient connectés et interconnectés. Ensuite, les cartes perforées ont été utilisées pour permettre la création de nouveaux
programmes sans apporter de modifications matérielles aux ordinateurs. Après l’ère de la carte
perforée, les premiers langages d’assemblage ont été créés. Ensuite sont arrivés des langages de
plus haut niveau comme Fortran ou Lisp. Les couches successives de développement ont créé
des langages de très haut niveau, tels que Python, avec des écosystèmes complexes d’algorithmes
précodés. Une bonne partie de l’informatique moderne repose même sur du code autogénéré.
Les développeurs d’applications modernes utilisent des outils tels qu’Android Studio pour générer automatiquement une grande partie du code qu’ils souhaitent produire. Chaque vague successive de simplification a élargi la portée de l’informatique en abaissant les barrières à l’entrée.
L’apprentissage automatique promet de réduire encore plus les barrières. Les programmeurs
seront bientôt capables de changer le comportement des systèmes uniquement en modifiant
les données d’apprentissage, éventuellement sans écrire une seule ligne de code. Du côté des
utilisateurs, les systèmes basés sur le langage parlé et la compréhension du langage naturel tels
qu’Alexa, Siri ou Google Assistant permettront aux non-programmeurs d’effectuer des calculs
complexes. En outre, les systèmes alimentés via l’apprentissage automatique sont susceptibles de
devenir plus robustes face aux erreurs. La capacité à recycler les modèles va signifier que la part
du codebase (disons pour simplifier l’ensemble du code source) pourra diminuer tandis que celle
de la maintenabilité augmentera. En bref, l’apprentissage automatique est susceptible d’ébranler
complètement le rôle des ingénieurs logiciels.
Les programmeurs d’aujourd’hui vont devoir comprendre comment les systèmes d’apprentissage
automatique apprennent, et ils devront aussi comprendre les classes d’erreurs qui se produisent
dans les systèmes d’apprentissage automatique courants. En outre, il leur faudra également comprendre ce que sont les modèles de conception qui sous-tendent les systèmes d’apprentissage
automatique (et qui sont très différents dans le style et dans la forme des modèles de conception
logicielle classique). Ils auront de surcroît besoin de connaître suffisamment de calcul tensoriel pour comprendre pourquoi une architecture profonde sophistiquée peut mal se comporter
pendant l’apprentissage. Dire que la compréhension de l’apprentissage automatique (sur le plan
théorique et pratique) deviendra une compétence fondamentale que chaque informaticien et
ingénieur logiciel aura à acquérir pour la prochaine décennie n’est pas un euphémisme.
Dans la suite de ce chapitre, nous allons faire un tour d’horizon des bases du deep learning
(l’apprentissage profond) moderne. Le reste de ce livre approfondira tous les sujets abordés ici.
Les primitives du deep learning
La plupart des architectures profondes sont construites en combinant et recombinant un
ensemble limité de primitives architecturales. Ces primitives, généralement appelées couches
de réseau de neurones (ou plus simplement couches), sont les éléments de base des réseaux
profonds. Dans le reste de ce livre, nous allons proposer des présentations en profondeur de
ces couches. Cependant, dans cette section, nous donnerons simplement un bref aperçu des
modules qui se retrouvent dans la plupart des réseaux profonds. Cette section n’est pas destinée
à fournir une introduction complète à ces notions. Notre objectif, ici, est de fournir une vue
d’ensemble rapide des blocs de construction employés dans les architectures profondes sophistiquées pour aiguiser votre appétit. Tout l’art du deep learning consiste à combiner et à recombiner de tels modules, et nous voulons juste vous montrer l’alphabet de la langue pour vous aider
à vous lancer sur la voie de l’expertise en deep learning.
Couche entièrement connectée
Un réseau entièrement connecté transforme une liste d’entrées en une liste de sorties. La transformation est dite entièrement connectée car toute valeur d’entrée peut affecter n’importe quelle
valeur de sortie. Ces couches vont avoir beaucoup de paramètres d’apprentissage, même pour
des entrées relativement petites, mais elles ont le gros avantage de ne pas présupposer de structure dans les entrées. Ce concept est illustré sur la Figure 1.1.
[image: ]
Figure 1.1 : Une couche entièrement connectée. Les flèches entrantes représentent les entrées,
tandis que les flèches sortantes représentent les sorties. L’épaisseur des lignes d’interconnexion
représente l’ordre de grandeur des poids appris. La couche entièrement connectée transforme les
entrées en sorties via la règle apprise.

Couche de convolution
Un réseau convolutif suppose une structure spatiale spéciale en entrée. En particulier, il suppose
que les entrées qui sont proches l’une de l’autre dans l’espace sont sémantiquement liées. Cette
hypothèse fait en particulier sens pour les images, car les pixels proches les uns des autres sont
probablement liés d’un point de vue sémantique. C’est pourquoi les couches de convolution ont
trouvé un large champ d’application dans les architectures profondes dédiées au traitement des
images. Ce concept est illustré sur la Figure 1.2.
Tout comme les couches entièrement connectées transforment des listes en listes, les couches
de convolution transforment des images en images. Par conséquent, les couches de convolution
peuvent être utilisées pour effectuer des transformations d’image complexes, telles que l’application de filtres artistiques dans les applications de photographie.
[image: ]
Figure 1.2 : Une couche de convolution. La forme de gauche représente les données d’entrée, tandis
que la forme de droite représente la sortie. Dans ce cas particulier, l’entrée prend la forme (32,
32, 3). Autrement dit, il s’agit d’une image de 32 pixels par 32 pixels avec trois canaux de couleur
RVB. La zone en surbrillance au centre de l’entrée (à gauche) est un « champ récepteur local »,
c’est-à-dire un groupe d’entrées qui sont traitées ensemble pour créer la région en surbrillance dans
la sortie (à droite).

Couches des réseaux de neurones récurrents
Les couches des réseaux de neurones récurrents (ou RNN, pour Recurrent Neuronal Network
en anglais) sont des primitives qui permettent aux réseaux de neurones d’apprendre à partir de
séquences d’entrées. Ce type de couche suppose que l’entrée évolue d’une étape à une autre en
suivant une certaine règle de mise à jour qui peut être apprise à partir des données. Cette règle
de mise à jour présente une prédiction de l’état suivant dans la séquence, et ce en se basant sur
tous les états antérieurs. La Figure 1.3 illustre ce concept.
Dans un RNN, une couche peut apprendre cette règle de mise à jour à partir des données.
C’est pourquoi les RNN sont très utiles pour des tâches telles que la modélisation du langage,
domaine dans lequel les ingénieurs cherchent à construire des systèmes capables de prédire le
prochain mot que les utilisateurs taperont à partir de l’historique des saisies.
[image: ]
Figure 1.3 : Un réseau de neurones récurrents (RNN). Les entrées sont injectées dans le réseau en
bas, et les sorties sont extraites en haut. W représente la transformation apprise (partagée à toutes
les étapes temporelles). Le réseau est représenté conceptuellement sur la gauche de la figure, et est
déplié sur la droite pour montrer comment les entrées sont traitées dans différentes périodes.

Cellules dans les réseaux LSTM
En théorie, les couches RNN présentées dans la section précédente sont capables d’apprendre
des règles arbitraires pour la mise à jour des séquences temporelles. En pratique, cependant, de
telles couches sont incapables d’apprendre des influences provenant d’un passé lointain. De telles
influences lointaines sont pourtant cruciales pour une modélisation efficace d’un langage. En effet,
la signification d’une phrase complexe peut dépendre de la relation entre des mots éloignés. La
cellule dite de mémoire court et long terme (LSTM, pour Long Short-Term Memory en anglais)) est
une modification de la couche RNN qui permet à des signaux provenant d’un passé plus lointain
de se frayer un chemin jusqu’au présent. Une cellule LSTM est illustrée sur la Figure 1.4.
[image: ]
Figure 1.4 : Une cellule de mémoire court et long terme (LSTM). En interne, la cellule LSTM
dispose d’un ensemble d’opérations spécialement conçues qui atteignent une grande partie de la
puissance d’apprentissage du RNN standard tout en préservant les influences du passé. Notez que
l’illustration représente une variante de cellule LSTM parmi d’autres.

Architectures de réseaux profonds
Il y a eu des centaines de différents modèles de deep learning combinant les primitives présentées dans la section précédente. Certaines de ces architectures ont été historiquement importantes. D’autres ont été les premières présentations de concepts novateurs qui ont influencé les
perceptions de ce que le deep learning pouvait réaliser.
Dans cette section, nous présentons une sélection de différentes architectures de deep learning
qui ont fortement influencé la communauté des chercheurs. Nous voulons souligner que c’est
une histoire par épisodes qui ne cherche en aucun cas à être exhaustive. Il y a sans aucun doute
des modèles importants dans la littérature qui ne sont pas présentés ici.
LeNet
L’architecture LeNet est sans doute la première architecture convolutive « profonde ». Introduite
en 1988, elle a été utilisée pour la reconnaissance optique de caractères (OCR) pour les documents. Bien que ce réseau de neurones ait accompli sa tâche admirablement, le coût de calcul
de LeNet était prohibitif pour le matériel informatique disponible à cette époque, ce qui fait que
ce concept a langui dans une (relative) obscurité pendant quelques décennies après sa création.
Cette architecture est illustrée sur la Figure 1.5.
[image: ]
Figure 1.5 : L’architecture LeNet pour le traitement d’images. Introduit en 1988, c’était sans doute
le premier modèle convolutif profond pour le traitement d’images.

AlexNet
Le challenge ILSVRC (ImageNet Large Scale Visual Recognition Challenge, soit littéralement Défi
de reconnaissance visuelle à grande échelle) a été organisé pour la première fois en 2010 afin
de tester les progrès réalisés dans les systèmes de reconnaissance visuelle. Les organisateurs ont
utilisé Amazon Mechanical Turk, une plate-forme de connexion en ligne, pour cataloguer une
grande collection d’images avec des listes associées d’objets présents dans ces images. L’utilisation de Mechanical Turk a permis d’obtenir une collection de données significativement plus
grande que celles qui avaient pu être rassemblées précédemment.
Les deux premières années du défi, les projets gagnants concernaient des systèmes d’apprentissage automatique « traditionnels », reposant sur des fonctionnalités telles que HOG et SIFT
(des méthodes d’extraction des caractéristiques visuelles, disons « manuelles »). En 2012, l’architecture AlexNet, basée sur une modification de LeNet et fonctionnant sur de puissantes unités
de traitement graphique (GPU) est arrivée et a dominé le challenge avec des taux d’erreur deux
fois moins élevés que ceux des concurrents les plus proches. Cette victoire a considérablement
galvanisé la tendance (déjà naissante) vers des architectures de deep learning dans la vision par
ordinateur. L’architecture AlexNet est illustrée sur la Figure 1.6.
[image: ]
Figure 1.6 : L’architecture AlexNet pour le traitement d’image. Cette architecture a été le grand
gagnant du challenge ILSVRC 2012, et a galvanisé le regain d’intérêt pour les architectures
convolutives.

ResNet
Depuis 2012, les architectures convolutives ont constamment remporté le challenge ILSVRC
(de même que de nombreux autres défis concernant la vision par ordinateur). Chaque année,
l’architecture gagnante s’est développée en profondeur comme en complexité. L’architecture
ResNet, lauréate du challenge ILSVRC 2015, s’est particulièrement distinguée. Les architectures
ResNet s’étendent jusqu’à une profondeur de 130 couches, contrairement à l’architecture AlexNet qui était limitée à 8 couches.
Historiquement, l’apprentissage était difficile avec les réseaux très profonds. Lorsque les réseaux
se développent aussi profondément, ils se heurtent au problème dit de disparition des gradients.
Les signaux sont atténués à mesure qu’ils progressent dans le réseau, ce qui entraîne un affaiblissement de l’apprentissage. Cette atténuation peut être expliquée mathématiquement, mais l’effet
en est que chaque couche supplémentaire réduit de façon multiplicative la force du signal, ce qui
conduit à des valeurs plafonds quant à la profondeur effective des réseaux.
ResNet a introduit une innovation contrôlant cette atténuation : la connexion de saut (ou encore
de contournement). Ces connexions permettent à une partie du signal des couches les plus profondes de passer inaperçue, ce qui autorise des réseaux significativement plus profonds à être
entraînés efficacement. La connexion de saut de ResNet est illustrée sur la Figure 1.7.
[image: ]
Figure 1.7 : La cellule ResNet. La connexion de saut, sur le côté droit, permet à une version non
modifiée de l’entrée de passer à travers la cellule. Cette modification permet l’apprentissage efficace
d’architectures convolutives très profondes.

Modèle de sous-titrage neuronal
Les praticiens étant devenus plus à l’aise avec l’utilisation des primitives du deep learning, ils
ont expérimenté le mélange et l’appariement de ces primitives pour créer des systèmes d’ordre
supérieur capables d’exécuter des tâches plus complexes que la détection d’objets élémentaires.
Les systèmes de sous-titrage neuronal génèrent automatiquement des légendes pour le contenu
des images. Ils le font en combinant un réseau convolutif, qui extrait des informations à partir
d’images, avec une couche LSTM qui génère une phrase descriptive pour l’image. L’ensemble
du système est entraîné end-to-end (de bout en bout). C’est-à-dire que le réseau convolutif et le
réseau LSTM sont entraînés ensemble pour atteindre l’objectif souhaité, autrement dit générer
des phrases décrivant les images fournies.
Cet entraînement end-to-end est l’une des principales innovations alimentant les systèmes
modernes de deep learning, car il diminue le besoin d’effectuer un prétraitement complexe sur
les intrants. Les modèles de sous-titrage d’images qui n’utilisent pas le deep learning devraient
faire appel à des méthodes complexes de représentation des images telles que SIFT, mais sans
possibilité d’opérer un entraînement simultané.
Un modèle de sous-titrage neuronal est illustré sur la Figure 1.8.
[image: ]
Figure 1.8 : Une architecture de sous-titrage neuronal. Les caractéristiques pertinentes de l’image
d’entrée sont extraites en utilisant un réseau convolutif. Un réseau récurrent est ensuite employé
pour générer une phrase descriptive.

Traduction automatique neuronale de Google
Le système de traduction automatique neuronale de Google (Google-NMT, pour Google Neural Machine Translation en anglais) utilise le paradigme de l’entraînement end-to-end pour
construire un système de traduction de production, qui transmet les phrases de la langue source
directement à la langue cible. Le système Google-NMT s’appuie sur un bloc de construction fondamental de LSTM, qu’il empile une douzaine de fois et entraîne sur un jeu de données extrêmement vaste de phrases déjà traduites. L’architecture finale a permis une percée décisive dans
le domaine de la traduction automatique en réduisant l’écart entre les traductions humaines et
les traductions automatiques d’un ordre pouvant aller jusqu’à 60 %. L’architecture Google-NMT
est illustrée sur la Figure 1.9.
Modèles one-shot
L’apprentissage one-shot (ponctuel) est peut-être la nouvelle idée la plus intéressante dans l’apprentissage automatique et/ou profond. La plupart des techniques de deep learning nécessitent
généralement de très grandes quantités de données pour apprendre un comportement significatif à partir de celles-ci. L’architecture AlexNet, par exemple, a utilisé le vaste jeu de données ILSVRC pour entraîner un détecteur d’objets visuels. Cependant, de nombreux travaux
en sciences cognitives ont montré que les humains peuvent apprendre des concepts complexes
simplement à partir de quelques exemples. Prenons le cas d’un bébé qui voit des girafes pour
la première fois. Une seule visite au zoo pourrait lui permettre d’apprendre à reconnaître par la
suite toutes les girafes qu’il aura l’occasion de voir.
[image: ]
Figure 1.9 : Le système de traduction automatique neuronale de Google utilise une architecture
récurrente profonde pour traiter la phrase passée en entrée, et une seconde architecture récurrente
profonde pour générer en sortie la phrase traduite.

Les progrès récents dans le domaine du deep learning ont commencé à inventer des architectures
capables de prouesses similaires dans l’apprentissage. Partant de seulement quelques exemples
d’un concept (mais avec de nombreuses sources d’informations secondaires), de tels systèmes
peuvent apprendre à faire des prédictions significatives avec très peu de points de données. Un
article récent (par un des auteurs de ce livre) a utilisé cette idée pour démontrer que des architectures one-shot peuvent apprendre même dans des contextes hors de portée des bébés, par
exemple dans la découverte de médicaments. Une architecture one-shot pour la découverte de
médicaments est illustrée sur la Figure 1.10.
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Figure 1.10 : L’architecture one-shot utilise un type de réseau convolutif pour transformer chaque
molécule en un vecteur. Le vecteur pour l’oxyde de styrène est comparé aux vecteurs du jeu de
données expérimental. L’étiquette du point de donnée le plus similaire (l’acide tosylique) est
imputée à la requête.

AlphaGo
Le go est un ancien jeu de plateau, largement répandu en Asie. Programmer le jeu de go sur ordinateur a été un défi majeur pour l’informatique depuis la fin des années 1960. Les techniques qui
ont permis au programme d’échecs Deep Blue de battre le grand maître Garry Kasparov en 1997
ne sont pas adaptées au jeu de go. Une partie du problème est que le go a un plateau beaucoup
plus grand que celui des échecs, puisque sa taille est de 19 x 19 cases contre 8 x 8 cases pour
les échecs. Du fait que beaucoup plus de mouvements sont possibles à chaque coup, l’arbre des
coups possibles se développe beaucoup plus rapidement au jeu de go, ce qui rend les techniques
du style « force brute » insuffisantes pour être efficaces avec nos ordinateurs contemporains. La
Figure 1.11 illustre un plateau de go.
[image: ]
Figure 1.11 : Illustration d’un plateau de go. Les joueurs placent alternativement des pièces (ou
pierres) blanches et noires sur une grille de 19 x 19 cases.

Le programme de go de niveau maître a finalement été réalisé par AlphaGo, créé par la filiale
de Google DeepMind. AlphaGo s’est montré capable de vaincre Lee Sedol, l’un des champions
les plus forts du monde, dans un match en cinq parties. Certaines des idées clés mises en œuvre
dans AlphaGo incluent l’utilisation d’un double réseau profond (valeur et politique). Le réseau
de valeur fournit une estimation de la valeur d’une position sur le plateau. Contrairement aux
échecs, il est très difficile de deviner si les blancs ou les noirs vont gagner la partie de go à partir
de l’état du plateau. Le réseau de valeur résout ce problème en apprenant à faire cette prédiction
à partir des résultats du jeu. La notion de politique, d’un autre côté, aide à estimer le meilleur
mouvement à effectuer compte tenu de l’état actuel du plateau. La combinaison de ces deux
techniques et de la méthode Monte-Carlo de recherche arborescente (une méthode de recherche
classique) a aidé à surmonter le vaste facteur de ramification dans les jeux de go. L’architecture
AlphaGo de base est illustrée sur la Figure 1.12.
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Figure 1.12 : A) Synthèse de la représentation de l’architecture d’AlphaGo. Initialement, un réseau
de politique servant à sélectionner les mouvements est entraîné sur un jeu de données provenant
de parties jouées par des experts. Cette politique est ensuite affinée par le self-play (la simulation
de parties). « AR » indique un apprentissage par renforcement, « AS » désignant un apprentissage
supervisé. B) Les réseaux de politique d’exploration et de valeur opèrent sur des représentations du
plateau de jeu.

Réseaux antagonistes génératifs
Les réseaux antagonistes génératifs (ou GAN, pour Generative adversarial networks en anglais)
sont un nouveau type de réseau profond qui utilise deux réseaux de neurones concurrents, le
générateur et l’adversaire (aussi appelé discriminateur), qui se battent les uns contre les autres. Le
générateur essaie de tirer des échantillons depuis une distribution d’entraînement (par exemple,
il essaie de générer des images réalistes d’oiseaux). Le discriminateur travaille à différencier les
échantillons prélevés à partir du générateur des vrais échantillons de données : un oiseau particulier est-il une image réelle ou a-t-il été créé par un générateur ? Cet entraînement « antagoniste » pour les GAN semble capable de générer des échantillons d’images considérablement
plus fidèles que les autres techniques, et peut être utile pour entraîner des discriminateurs efficaces à partir de jeux de données limités. Une architecture GAN est illustrée sur la Figure 1.13.
[image: ]
Figure 1.13 : Une représentation conceptuelle d’un réseau antagoniste génératif (GAN).

Les GAN se sont avérés capables de générer des images très réalistes et vont probablement alimenter la prochaine génération d’outils informatiques graphiques. Les échantillons produits par
ces systèmes approchent maintenant du photoréalisme (voyez par exemple l’adresse https://bit.ly/2I2hmdF). Cependant, de multiples problématiques théoriques et pratiques restent à
approfondir avec ces systèmes, et de nombreuses recherches sont encore indispensables.
Machines de Turing neuronales
La plupart des systèmes de deep learning présentés jusqu’ici ont appris des fonctions complexes,
mais avec des champs d’application limités, comme la détection d’objets, le sous-titrage d’images,
la traduction automatique ou le jeu de go. Mais pourrions-nous être capables de créer des architectures profondes qui apprennent des concepts algorithmiques bien plus généraux, tels que le
tri, l’addition ou la multiplication ?
La NTM (Neural Turing Machine) est une première tentative de création d’une architecture de
deep learning capable d’apprendre des algorithmes arbitraires. Cette architecture ajoute une
couche de mémoire externe à un système de type LSTM, pour permettre à l’architecture profonde
d’utiliser l’espace de travail afin de calculer des fonctions plus sophistiquées. À l’heure actuelle,
les architectures de type NTM sont encore assez limitées et uniquement capables d’apprendre
des algorithmes simples. Néanmoins, ces méthodes restent un domaine de recherche actif, et les
avancées futures pourraient transformer ces premières démonstrations en outils d’apprentissage
pratiques. L’architecture NTM est illustrée (conceptuellement) sur la Figure 1.14.
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Figure 1.14 : Une représentation conceptuelle d’une machine de Turing neuronale. Elle ajoute une
banque de mémoire externe à laquelle l’architecture profonde accède en lecture et en écriture.

Deep learning et programmation
Les chercheurs ont implémenté pendant de nombreuses années des cadres de programmation
logiciels pour faciliter la construction d’architectures de réseaux de neurones (de deep learning).
Jusqu’à ces derniers temps, ces systèmes étaient principalement orientés vers des usages spécifiques, et utilisés uniquement par des équipes universitaires. Ce manque de logiciels normalisés,
de qualité industrielle, rendait difficile pour des non-experts de faire appel à des réseaux neuronaux de manière intensive.
Cette situation a radicalement changé au cours des dernières années. Google a implémenté le
système DistBelief en 2012, et l’a utilisé pour construire et déployer de nombreuses architectures
de deep learning plus simples. L’avènement de DistBelief, et des systèmes similaires tels que
Caffe, Theano, Torch, Keras, MxNet, etc. ont largement stimulé leur adoption par l’industrie.
TensorFlow s’appuie sur cette riche histoire intellectuelle, et s’appuie sur certains de ces packages
(en particulier Theano) pour ce qui concerne ses principes de conception. TensorFlow (comme
Theano) utilise notamment le concept de tenseurs, à l’instar des systèmes de deep learning sous-jacents. Cette focalisation sur les tenseurs distingue TensorFlow (et d’autres) de systèmes tels
que DistBelief ou Caffe, qui n’offrent pas la même souplesse pour la construction de modèles
sophistiqués.
Le reste de ce livre va se concentrer sur TensorFlow, mais la compréhension des principes sous-jacents devrait vous permettre d’appliquer les leçons apprises sans trop de difficultés à des cadres
de programmation de deep learning alternatifs.
Limitations de TensorFlow
L’une des principales faiblesses actuelles de TensorFlow est que la construction d’une nouvelle
architecture de deep learning est relativement lente (de l’ordre d’un nombre non négligeable de
secondes pour initialiser une architecture). Par conséquent, il n’est pas pratique avec TensorFlow
de construire certaines architectures profondes sophistiquées qui changent leur structure de
manière dynamique. Un exemple de ce genre d’architecture est la construction TreeLSTM, qui
utilise des arbres syntaxiques afin d’analyser des phrases en anglais pour effectuer des tâches
nécessitant une compréhension du langage naturel. Chaque phrase a un arbre d’analyse différent, et donc nécessite une architecture également légèrement différente. La Figure 1.15 illustre
l’architecture TreeLSTM.
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Figure 1.15 : Une représentation conceptuelle d’une architecture TreeLSTM. La forme de l’arbre est
différente pour chaque point de données en entrée, et il faut donc construire un graphe de calcul
différent pour chaque échantillon.

Bien que de tels modèles puissent être implémentés dans TensorFlow, cela réclame une grande
ingéniosité en raison des limitations de l’API actuelle de TensorFlow. De nouveaux frameworks
de programmation tels que Chainer, DyNet et PyTorch promettent de supprimer ces barrières
en rendant la construction de nouvelles architectures suffisamment légère pour que des modèles
comme TreeLSTM puissent être construits facilement. Heureusement, les développeurs de TensorFlow travaillent déjà sur des extensions de l’API de base (telles que TensorFlow Eager) qui
simplifieront la construction d’architectures dynamiques.
L’une des principales idées à retenir est que les progrès dans le domaine du deep learning sont
rapides, et que le nouveau système d’aujourd’hui peut être demain rangé au rayon des vieilleries.
Cependant, les principes fondamentaux du calcul tensoriel sous-jacent remontent à plusieurs
siècles, et ils seront toujours très utiles aux lecteurs, quels que soient les changements futurs
dans les modèles de programmation. Ce livre met l’accent sur l’utilisation de TensorFlow en tant
qu’outil permettant de développer une connaissance intuitive du calcul tensoriel sous-jacent.
En résumé
Dans ce chapitre, nous avons expliqué pourquoi le deep learning est un sujet d’une importance
critique pour l’ingénieur logiciel d’aujourd’hui, et nous avons fait un tour d’horizon afin d’observer un certain nombre d’architectures profondes. Dans le prochain chapitre, nous allons
commencer à explorer TensorFlow, l’outil de programmation développé dans les laboratoires de
Google, dédié à la construction et à l’entraînement d’architectures profondes. Dans les chapitres
suivants, nous nous plongerons dans un certain nombre d’exemples pratiques de mise en œuvre
d’architectures de deep learning.
L’apprentissage automatique (et le deep learning en particulier), comme c’est souvent le cas en
informatique appliquée, est une discipline très empirique. Il est réellement possible de comprendre le deep learning uniquement via une grande expérience pratique. Pour cette raison,
nous avons inclus un certain nombre d’études de cas approfondies dans le reste de ce livre. Nous
vous encourageons à vous plonger dans ces exemples et à vous salir les mains en expérimentant
vos propres idées à l’aide de TensorFlow. Comprendre les algorithmes d’une manière uniquement théorique est toujours insuffisant !

CHAPITRE 2 Introduction aux primitives de TensorFlow
Ce chapitre vous présente les aspects fondamentaux de TensorFlow. En particulier, vous apprendrez comment effectuer un calcul de base avec TensorFlow. Une grande partie de ce chapitre
sera consacrée à l’introduction de la notion de tenseurs, et à la manière dont ceux-ci sont représentés et manipulés dans TensorFlow. Cette discussion nécessitera un bref aperçu de certains
des concepts qui sous-tendent les mathématiques tensorielles. En particulier, nous allons passer
brièvement en revue les bases de l’algèbre linéaire et montrer comment effectuer des opérations
simples avec TensorFlow.
Une fois ces notions mathématiques passées en revue, nous ferons suivre par une discussion sur
les différences entre les styles de programmation déclaratifs et impératifs. Contrairement à de
nombreux langages de programmation, TensorFlow est largement déclaratif. Appeler une opération ajoute une description du calcul correspondant à un « graphe de calcul » de TensorFlow.
En particulier, le code TensorFlow « décrit » les calculs mais ne les exécute pas réellement. Pour
exécuter le code TensorFlow, les utilisateurs doivent créer des objets tf.Session. Nous présenterons le concept de sessions, et nous décrirons comment les utilisateurs effectuent des calculs
avec elles dans TensorFlow.
Nous terminerons ce chapitre en discutant de la notion de variables. Dans TensorFlow, les
variables contiennent des tenseurs et permettent d’opérer des modifications de manière dynamique. Nous montrerons ici comment créer des variables et mettre à jour leurs valeurs via TensorFlow.
Introduction aux tenseurs
Les tenseurs sont des constructions mathématiques fondamentales dans des domaines tels que
la physique et l’ingénierie. Historiquement, cependant, les tenseurs ont fait moins d’incursions
dans l’informatique, qui a traditionnellement été plus associée à des mathématiques discrètes et
à la logique. Cela a commencé à changer de manière significative avec l’avènement de l’apprentissage automatique qui se base sur les mathématiques vectorielles, continues. L’apprentissage
automatique moderne est fondé sur la manipulation et le calcul des tenseurs.
Scalaires, vecteurs et matrices
Pour commencer, nous donnerons quelques exemples simples de tenseurs que vous connaissez peut-être déjà. L’exemple le plus simple de tenseur est un scalaire, soit une unique valeur
constante prise parmi les nombres réels (rappelons que les nombres réels sont des nombres décimaux positifs ou négatifs ayant une précision arbitraire). Mathématiquement, nous désignons
les nombres réels par R. De manière plus formelle, nous appelons scalaire un tenseur d’ordre 0.
[image: ]Tenseurs et champs

Les lecteurs férus de mathématiques protesteront en arguant qu’il est tout à fait
possible de définir des tenseurs basés sur des nombres complexes, ou même sur des
nombres binaires. Plus généralement, il suffit que ces nombres proviennent d’un
champ : une collection mathématique de nombres où 0, l, addition, multiplication,
soustraction et division sont définis. Les champs courants comprennent les nombres
réels R, les nombres rationnels Q, les nombres complexes C et les champs finis tels
que Z2. Pour simplifier, nous supposerons pour l’essentiel que nous utilisons des tenseurs réels, mais leur substituer des valeurs provenant d’autres champs serait tout à
fait correct.

Si les scalaires sont des tenseurs d’ordre 0, comment définir un tenseur d’ordre 1 ? Formellement
parlant, un tenseur d’ordre 1 est un vecteur, soit une liste de nombres réels. Traditionnellement,
les vecteurs sont écrits soit sous forme de colonne, comme dans :
[image: ]

ou en ligne, comme dans :
(a b)

En termes de notation, la collection de tous les vecteurs colonne de longueur 2 est notée R2x1
tandis que l’ensemble de tous les vecteurs ligne de longueur 2 est noté R1x2. En termes plus
informatiques, on pourrait dire que la forme d’un vecteur colonne est (2, l), alors que la forme
d’un vecteur ligne est (l, 2). Si nous ne souhaitons pas spécifier si un vecteur est en ligne ou en
colonne, on peut dire qu’il provient de l’ensemble R2 et qu’il a la forme (2). Cette notion de forme
tensorielle est assez importante pour comprendre les calculs avec TensorFlow, et nous y reviendrons plus tard dans ce chapitre.
L’une des applications les plus simples des vecteurs est la représentation des coordonnées dans
le monde réel. Supposons que nous choisissions un point d’origine (disons la position où vous
vous trouvez actuellement). Partant de là, n’importe quelle position dans le monde peut être
représentée par trois valeurs de déplacement à partir de votre position actuelle (déplacement
gauche-droite, déplacement avant-arrière, déplacement haut-bas). Ainsi, l’ensemble des vecteurs (l’espace vectoriel) R3 peut représenter n’importe quelle position dans notre monde.
Prenons un exemple différent. Supposons qu’un chat est décrit par sa taille, son poids et sa
couleur. Par la suite, un chat dans un jeu vidéo pourra être représenté en tant que vecteur dans
l’espace R3 :
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Ce type de représentation est souvent appelé une featurization, soit une caractérisation (c’est-à-dire une représentation d’une entité du monde réel en tant que vecteur, ou plus généralement
en tant que tenseur). Presque tous les algorithmes d’apprentissage automatique opèrent sur des
vecteurs ou des tenseurs. Ainsi le processus de featurization est une partie critique de n’importe
quel pipeline d’apprentissage automatique. Souvent, ce processus peut d’ailleurs être la partie la
plus sophistiquée d’un système d’apprentissage automatique. Supposons par exemple que nous
ayons une molécule de benzène, comme l’illustre la Figure 2.1.
[image: ]
Figure 2.1 : Une représentation d’une molécule de benzène.

Comment pouvons-nous transformer cette molécule en un vecteur approprié pour une requête
vers un système d’apprentissage automatique ? Il existe un certain nombre de solutions potentielles à ce problème, la plupart exploitant l’idée de marquer la présence de sous-fragments de la
molécule. La présence ou l’absence de sous-fragments particuliers est spécifiée par la définition
d’indices dans un vecteur binaire (dans {0, 1}n) respectivement avec les valeurs 1 ou 0. Ce processus est illustré sur la Figure 2.2.
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Figure 2.2 : Les sous-fragments de la molécule à caractériser sont sélectionnés (ceux contenant
OH). Ces fragments sont transformés en indices dans un vecteur de longueur fixée. Les positions
correspondantes sont définies avec la valeur 1, toutes les autres se voyant affecter 0.

Notez que ce processus semble (et est) assez complexe. En fait, l’un des aspects les plus difficiles
de la construction d’un système d’apprentissage automatique est de décider comment transformer les données en question dans un format tensoriel. Pour certains types de données, cette
transformation est évidente. Dans d’autres cas (comme les molécules), cette transformation
peut être assez subtile. Pour le praticien de l’apprentissage automatique, il n’est généralement pas
nécessaire d’inventer une nouvelle méthode, car la littérature spécialisée en offre de multiples
modèles. Par contre, il sera souvent nécessaire de lire des documents publiés par des chercheurs
pour comprendre quelles sont les meilleures pratiques à mettre en œuvre pour transformer un
nouveau flux de données.
Maintenant que nous avons établi que les tenseurs d’ordre 0 sont des scalaires (R) et que les tenseurs d’ordre 1 sont des vecteurs (Rn), qu’est-ce qu’un tenseur d’ordre 2 ? Traditionnellement, un
tenseur d’ordre 2 est appelé une matrice :
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Cette matrice a deux lignes et deux colonnes. L’ensemble de toutes ces matrices est appelé R2x2.
Pour reprendre notre notion de forme tensorielle évoquée plus haut, la forme de cette matrice
est (2, 2). Les matrices sont traditionnellement utilisées pour représenter les transformations
des vecteurs. Par exemple, l’action de rotation d’un vecteur dans le plan d’un angle α peut être
exécutée via la matrice :
[image: ]

Pour le voir, remarquez que le vecteur unitaire x (l, 0) est transformé par la multiplication matricielle dans le vecteur (cos (Ð), sin (Ð)). (Nous reviendrons plus en détail sur la multiplication matricielle plus loin dans ce chapitre, mais nous nous contentons pour le moment d’afficher
simplement le résultat).
[image: ]

Cette transformation peut également être visualisée graphiquement. La Figure 2.3 illustre comment une rotation du vecteur unitaire d’origine donne le vecteur final.
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