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  Avant-propos 
 Un ouvrage traduit... grâce à l'apprentissage profond !
 La traduction française de l'ouvrage   Deep Learning   que vous tenez entre vos mains,
 originellement paru en anglais fin 2016 aux éditions MIT Press, a une histoire étonnante.
 Pourquoi l'avoir traduit, tout d'abord ? Ce livre se révèle fondamental pour éclairer
 de nombreux lecteurs au paradigme informatique et mathématique de l'apprentissage
 profond (ou   deep learning), qui constitue aujourd'hui l'un des ingrédients fondamentaux
 des intelligences artificielles (IA) dites statistiques ou connexionnistes. Il offre un éclairage
 bienvenu sur les concepts et méthodes de ces systèmes algorithmiques, au moment où
 les questions sociétales, culturelles, économiques et épistémologiques se font de plus en
 plus pressantes sur la transparence, l'intelligibilité et la puissance prédictive des IA. Son
 caractère pédagogique en fait un ouvrage de référence pour les étudiants, professeurs,
 ingénieurs, chercheurs de tout domaine, pour lesquels les techniques de capture de la
 connaissance et d'exploitation de données d'inflation croissante (paradigme Big Data)
 deviennent des nécessités scientifiques. C'est particulièrement le cas en France, pays épris
 de tradition mathématique, et dans de nombreux pays et nations francophones accueil-
lant des laboratoires de pointe en intelligence artificielle (tel le Québec, où travaillent
 aujourd'hui deux des trois auteurs de ce livre).
 Quantmetry, en tant qu'entreprise en quête de compétences élevées dans le domaine
 de l'apprentissage profond, est devenu un acteur important de l'intelligence artificielle
  xi 
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 en France et au-delà. La traduction de cet ouvrage répond à son ambition de faciliter la
 transmission des connaissances les plus avancées sur le sujet, de participer à la formation
 des ingénieurs et chercheurs de demain – et non pas seulement des statisticiens et   data
 scientists   – et d'initier ainsi la naissance d'une véritable communauté autour des enjeux
 scientifiques, techniques et sociétaux posés par les algorithmes de traitement de données.
 Par sa singularité, la langue française nous aide à penser les sciences différemment, et la
 traduction de cet ouvrage constitue également une tribune pour défendre la francophonie
 dans l'enseignement des disciplines scientifiques.
 Rapidement, il nous est venu l'idée de bénéficier des derniers outils de traduction au-
tomatique pour accélérer le travail. Ou plus précisément, de pré-traduction – la traduction
 finale continuant à être menée par des humains, et dans le cas présent, des chercheurs,
 statisticiens et informaticiens spécialistes de l'apprentissage, externes et internes. Par
 mise en abîme, nous souhaitions pouvoir utiliser des outils performants fondés sur des
 algorithmes d'apprentissage profond. Nous avons donc proposé à
  Deepl 
  GmbH 
 , start-up 
 allemande ayant développé ce qui, début 2018, nous est apparu comme le meilleur traduc-
teur mondial fondé sur de l'apprentissage profond, de s'associer à nous pour construire
 un outil adapté à la traduction d'un texte scientifique, rédigé au format LateX. L'idée
 les amusa aussi, et nous nous sommes donc lancés dans l'aventure. Profitons donc de cet
 avant-propos pour remercier chaleureusement Jaroslaw Kutylowski, directeur technique
 (CTO) de DeepL GmbH, pour cette collaboration fructueuse. Nous n'aurions également
 pu aboutir sans le travail précieux de l'un de nos traducteurs externes, Fabien Navarro,
 qui a énormément contribué à la construction de cet outil.
 Cet ouvrage est, à notre connaissance, le premier au monde à être intégralement traduit
 automatiquement par des outils d'apprentissage profond, y compris les équations et les
 commentaires des figures. Il s'agit aussi du premier ouvrage traitant de   deep learning   à
 être traduit par du   deep learning. Nous estimons à 80% le temps gagné par l'usage de la
 traduction automatique, et nous prévoyons que prochainement, des codes dédiés soient
 mis à la disposition de toute la communauté scientifique pour réitérer cette action sur
  d'autres ouvrages. 
 Notre souhait, bien sûr, est que le lecteur ne distingue pas, dans ce qui suit, la
 langue automatique de la langue écrite, et que l'ensemble reste le plus fidèle possible
 à l'expression de ses auteurs, que nous remercions pour leur intérêt et leur soutien
 dans cette entreprise un peu folle. Il est possible, bien sûr, que certaines petites co-
quilles ou maladresses nous aient échappées, et nous vous proposons de nous écrire à
  l'adresse 
  lapprentissage-profond@quantmetry.com 
 pour nous faire part de vos remar-
ques éventuelles, qui nous permettrons d'améliorer une prochaine version de ce livre. Et si
 vous souhaitez correspondre avec nous, n'hésitez pas à utiliser cette même adresse.
  xii 
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 Figure 1 : Couverture originale de l'ouvrage   Deep Learning, paru en 2016 chez MIT Press. L'image
 originale est une photographie de l'Azalea Walk, à Central Park (NYC), transformée par Daniel
 Ambrosi (série “Dreamscapes") en utilisant l'outil de transfert de style   open source   DeepDream
 Generator de Google, lui-même modifié par Joseph Smarr (Google) et Chris Lamb (NVIDIA).
 Figure 2 : Une photographie d'un certain monument de Paris, prise par notre collègue Adèle
 Guillet un beau jour de mai 2018.
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 Toutes les compétences de notre entreprise ont été mises à contribution pour réaliser
 le meilleur travail de traduction possible. Le traitement du texte, donc, mais aussi celui
 de l'image ; en témoigne notre choix de couverture, faisant écho à celle du livre original
 (Figure 1). Grâce à un concours interne, nous avons sélectionné une photo typique de
 Paris (Figure 2), et nous l'avons quelque peu “transformée", en opérant allègrement des
 transferts de style   via   différents outils   open source, tels DeepDream Generator (Google)
 ou un outil proposé par Justin C. Johnson et implémenté sous Torch
 1
 . Vous avez donc
 échappé à de nombreuses tentatives (Figure 3) !
 Achevons ce court avant-propos par ces quelques mots : que toutes les personnes ayant
 contribué de près ou de loin à cette traduction et à sa diffusion soient vivement remerciées,
 tels nos chers traducteurs externes, chercheurs et enseignants universitaires et tous les
 membres de Quantmetry. Merci beaucoup à Francis Bach de nous avoir fait l'honneur de
 préfacer cette traduction française.
 Figure 3 : Quelques essais inspirés de transfert de style, par notre collègue Sophie Monnier. Nous
 remercions notamment Henri Matisse, Paul Cézanne, Claude Monet et Vincent Van Gogh pour
  leur aimable contribution. 
 1
  https://github.com/jcjohnson/neural-style 
  xiv 




[image: ]
  AVANT-PROPOS 
 Que soient plus spécialement remerciées, au sein de notre entreprise, les personnes
 suivantes, sans qui cet ouvrage n'aurait pu être produit dans les délais : notre pionnier-
promoteur Alexandre Stora, notre responsable communication et maquettiste de choc
 Justine Deshais, nos magiciens de l'image Sophie Monnier et Luis Blanche, notre pho-
tographe Adèle Guillet et nos relecteurs / traducteurs Jehan Augustin-Latour, Walid
 Dabachine, Omar Essaid, Samy Djazoubi, Adèle Guillet (bis), Guillaume Hochard, Char-
lotte Ledoux, Aurélia Nègre, Hugo Stalla-Bourdillon et Pablo Valverde. Sans oublier
 les contributions ponctuelles de Gaultier Le Meur et quelques remarques importantes
 d'Antoine Isnardy. Merci enfin à notre coéditeur Florent Massot, qui n'a pas hésité un
 instant avant de nous accompagner, et à sa collègue Laura Biberson dont le soutien lors
 des dernières semaines a été crucial.
 Nous espérons que la lecture de cet ouvrage vous passionnera, qu'il vous permettra
 de vous former à l'apprentissage profond, et que vous n'hésiterez pas à nous écrire si
 jamais vous souhaitez apporter un témoignage de son utilisation. Nous faisons finalement
 le voeu que sa diffusion en français puisse permettre au plus grand nombre de participer à
 l'aventure de l'apprentissage profond et de l'intelligence artificielle.
  Jérémy Harroch 
  Nicolas Bousquet 
  Fondateur et CEO 
  Directeur Scientifique 
  Quantmetry 
  Quantmetry 
  xv 








[image: ]
  Préface 
 Les données numériques et les algorithmes les traitant sont omniprésents dans les domaines
 scientifiques, industriels et personnels. Ces données sont de tous types (textes, images,
 sons, vidéos, historiques de navigation internet, capteurs divers, etc.) et sont de plus en
  plus massives. 
 Ces données requièrent des traitements de plus en plus complexes qui vont au-delà de
 leurs indexations ou de calculs de statistiques simples, comme reconnaître des objets ou
 des personnes dans une image, ou traduire un texte d'une langue à une autre. Pour toutes
 ces tâches dites d'intelligence artificielle, qui semblaient trop difficiles pour une machine
 il y a quelques années, des progrès considérables ont permis d'aboutir à des algorithmes
 dont la performance permet une utilisation par le plus grand nombre.
 L'intelligence artificielle regroupe beaucoup de domaines scientifiques, mais un de ceux
 dont les progrès sont les plus visibles, est le   machine learning   (apprentissage automatique
 ou   apprentissage statistique   en français), dont le but est de faire des prévisions à partir
 de l'observation de données : par exemple, au lieu de chercher à décrire explicitement
 comment reconnaître un objet dans une image, une méthode de   machine learning   va
 utiliser de nombreuses images contenant l'objet en question et obtenir un algorithme
 pouvant reconnaître l'objet dans une nouvelle image jamais observée.
 Les progrès récents en intelligence artificielle sont dûs à un volume de données massif,
 à une capacité de calcul accrue, ainsi qu'au développement de nouvelles architectures
 algorithmiques pour en tirer parti. L'apprentissage profond   constitue le cœur des méthodes
 les plus performantes, notamment en vision artificielle, en traitement du langage naturel
 ou en reconnaissance de la parole. Si les fondations de l'apprentissage profond par réseaux
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  PREFACE 
 de neurones ont été développés dès les années 1980 et 1990, les dix dernières années ont
 donné lieu à une explosion de la recherche sur de nouvelles méthodes et des applications à
 tous les domaines où les données sont abondantes.
 Même si les recherches en apprentissage profond sont toujours en plein essor, un socle
 méthodologique et algorithmique a clairement émergé, avec des outils communs avec
 l'ensemble du   machine learning, mais aussi des méthodes propres à l'apprentissage pro-
fond. Ce livre constitue une excellente introduction aux algorithmes et concepts les plus
 importants. Pour tout chercheur ou ingénieur cherchant à comprendre ou utiliser les
 techniques d'apprentissage profond, ce livre est un pré-requis indispensable. Sa traduction
 en français permet ainsi de toucher un public plus large.
  Francis Bach 
 Inria et École Normale Supérieure
 Paris, le 23 août 2018
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 Site internet associé à l'ouvrage
  www.deeplearningbook.org 
 Dans sa version d'origine (anglophone), l'utilisation de cet ouvrage est complémentée
 par le site web
  www.deeplearningbook.org 
 , qui propose un matériel varié : exercices,
 supports de conférence, corrections d'erreurs, et autres ressources utiles à la fois aux
 lecteurs et aux enseignants.
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  Notations 
 Cette section décrit succinctement les notations utilisées dans l'ouvrage. Si vous n'êtes
 pas familier avec l'un des concepts mathématiques correspondants, ceux-ci sont décrits
 dans les chapitres 2 à 4.
  Nombres et tableaux 
 a
 Scalaire (entier ou réel)
 a
  Vecteur 
 A
  Matrice 
 A
  Tenseur 
 In
  Matrice identité de 
 n
  lignes et 
 n
  colonnes 
 I
 Matrice identité de dimension induite par le contexte
 e
 (i)
 Vecteur de base standard
 [0
 ,...,
 0
 ,
 1
 ,
 0
 ,...,
 0]
  dont la 
 i
 ème composante vaut 1
  diag 
 (a)
 Matrice carrée diagonale d'éléments diagonaux
 a
 a
  Variable aléatoire scalaire 
 a
  Variable aléatoire vectorielle 
 A
  Variable aléatoire matricielle 
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  NOTATIONS 
  Ensembles et graphes 
 A
  Ensemble 
 R
  Ensemble des réels 
 ¶
 0,  1
 ♦
 Ensemble contenant 0 et 1
 ¶
 0,  1,  .  .  .  ,  n
 ♦
 L'ensemble des entiers naturels entre
 0
  and 
 n
 [a,  b]
 Intervalle de réels excluant
 a
  et 
 b
 (a,  b]
 Intervalle de réels excluant
 a
  mais incluant 
 b
 A
 
 B
 Sous-ensemble soustrait, contenant les éléments de
 A
 non présents dans   B
 G
  Graphe 
 P  aG(
 x
 i)
  Parents de x
 i
  dans 
 G
  Indexation 
 ai
  Composante 
 i
  du vecteur 
 a
 , avec 
 i≥1
 a
 −
 i
 Toutes les composantes de
 a
  excepté la composante 
 i
 A
 i,j
  Élément 
 (i,  j)
  de la matrice 
 A
 A
 i,:
  Ligne 
 i
  de la matrice 
 A
 A
 :,i
  Colonne 
 i
  de la matrice 
 A
 A
 i,j,k
  Élément 
 (
 i,  j,  k
 )
 d'un tenseur tridimensionnel (3-D)
 A
 A
 :,:,i
 Coupe 2-D d'un tenseur 3-D
 a
 i
  Élément 
 i
  du vecteur aléatoire 
 a
  Opérations d'algèbre linéaire 
 A
 >
 Transposée de la matrice
 A
 A
 +
 Pseudo-inverse de Moore-Penrose de la matrice
 A
  A÷B 
 Produit élément par élément (Hadamard) de
 A
  et 
 B
 det(A)
  Déterminant de 
 A
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  NOTATIONS 
  Calcul 
 dy
 dx
  Dérivée de 
 y
  par rapport à
 x
 ∂
 y
 ∂
 x
  Dérivée partielle de 
 y
  par rapport à
 x
 ∇
 xy
  Gradient de 
 y
  par rapport à
 x
 ∇
 Xy
  Dérivée matricielle de 
 y
  par rapport à
 X
 ∇
 X
 y
 Tenseur des dérivées de
 y
 par rapport à   X
 ∂
 f
 ∂
 x
  Matrice jacobienne 
 J
 ∈
 R
 m×n
  de 
 f:
 R
 n
 →
 R
 m
 ∇
 2
 f  (x)
  ou 
 H  (f  )(x)
  Matrice hessienne de 
 f
  au vecteur 
 x
 x
 
 f  (x)dx
 Intégrale définie sur le domaine
 x
  entier 
 
 S
 f  (x)dx
 Intégrale définie par rapport à
 x
  sur l'ensemble S
 Probabilité et théorie de l'information
 a
 ⊥
 b
 Les variables aléatoires a et b sont indépendantes
 a
 ⊥
 b
 ♣
 c
 Elles sont indépendantes conditionnellement à c
 P(
 a
 )
 Distribution de probabilité sur une variable discrète
 p(
 a
 )
 Distribution de probabilité sur une variable continue,
 ou sur une variable de type non spécifié
 a
 ∼
 P
 La variable aléatoire a a pour distribution
 P
  Ex 
 ∼
 P  [f  (x)]
  or E
 f  (x)
  Espérance de 
 f  (x)
  selon 
 P(
 x
 )
 Var(f  (x))
  Variance de 
 f  (x)
  selon 
 P(
 x
 )
 Cov(f(x),  g(x))
  Covariance de 
 f  (x)
  et 
 g(x)
  selon 
 P(
 x
 )
 H(
 x
 )
 Entropie de Shannon de la variable aléatoire x
 DKL(P  ⊗Q)
 Divergence de Kullback-Leibler entre
 P
  et 
 Q
 N  (x;  μ,  Σ)
  Distribution gaussienne sur 
 x
  d'espérance 
 μ
  et de co- 
 variance 
 Σ
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  NOTATIONS 
  Fonctions 
 f:
 A
 →
 B
  Fonction 
 f
  de domaine (support) 
 A
  et d'espace-image 
 B
 f◦g
  Composition des fonctions 
 f
  et 
 g
 f  (x;  θ)
  Fonction de 
 x
  paramétrée par 
 θ
 . (parfois nous écrivons
 f
 (
 x
 )
  et omettons l'argument 
 θ
 par économie de nota-
 tion) 
 log  x
  Logarithme naturel de 
 x
 σ(x)
  Sigmoïde logistique, 
 1
 1  +  exp(−x)
 ζ  (x)
  Fonction softplus, 
 log(1  +  exp(x))
 ♣♣
 x♣♣p
 Lp
  norme de 
 x
 ♣♣
 x
 ♣♣
 L2
  norme de 
 x
 x
 +
  Partie positive de 
 x
 , c'est-à-dire 
 max(0,  x)
 1
 condition
 Indicatrice valant 1 si la condition est vraie, 0 sinon
 Parfois nous utilisons une fonction
 f
 dont l'argument est un scalaire, mais par abus de
 notation nous l'appliquons à un vecteur, une matrice ou un tenseur :
 f
 (
 x
 )
 ,
 f
 (
 X
 )
 , or 
 f
 (
 X
 )
 . Cette notation sous-entend l'application de
 f
 élément par élément. Par exemple, si
 C
 =
 σ(
 X
 )
 , alors C
 i,j,k  =  σ(
 X
 i,j,k  )
 pour toutes les valeurs valides de
 i
 ,
 j
  et 
 k
 .
 Jeux de données et distributions
 p
 data
 Loi (distribution) générant les données
 pˆdata
  Loi 
  (distribution) 
  empirique 
  définie 
  par 
  un 
  jeu 
  d'entraînement 
 X
 Ensemble de jeux d'entraînement
 x
 (i)
 i
 ème exemple (entrée) d'un jeu de données
 y
 (i)
  ou 
 y
 (i)
  Cible associée à
 x
 (i)
  pour l'apprentissage supervisé 
 X
  Matrice de dimensions 
 mn
  contenant l'entrée 
 x
 (i)
  sur la ligne 
 X
 i,:
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  NOTATIONS 
  Avertissement des traducteurs 
 Certains termes spécifiques à la langue anglaise posent des difficultés de traduction
 dans le contexte de l'apprentissage automatique. En particulier, le verbe anglais   to predict
 peut être traduit par   prédire   ou   prévoir. L'usage du mot   prédire   et son dérivé   prédiction
 relève d'un usage courant, mais emprunte au vocabulaire de la divination, hors de tout
 cadre scientifique. Nous lui préférons donc, systématiquement, les mot   prévoir   et   prévision,
 en avertissant cependant qu'une prévision n'est pas forcément fondée sur des relations
 causales, mais plutôt sur des corrélations (elle n'a en général pas un caractère déterministe).
 Toutefois, la notion de   predictor   est également courante et difficile à traduire sans lour-
deur excessive en français, de même que   predictive   (qui caractérise typiquement certains
 algorithmes, et que nous traduirons par   prévisionnel). Le mot   prédicteur, présents dans
 cet ouvrage, doit donc être interprété comme un anglicisme acceptable dans le contexte
 spécifique de l'apprentissage automatique.
 Nous avons également choisi de maintenir l'usage courant (en anglais comme en français)
 du terme   epoch   (époque), pour désigner un cycle complet d'apprentissage sur un ensemble
 de données – c'est-à-dire l'exposition d'un modèle d'apprentissage (comme un réseau de
 neurone) à chaque élément d'un ensemble de données, à différencier d'une   itération   qui
 est une mise à jour des paramètres de ce modèle. Un certain nombre d'itérations sont
 susceptibles de se produire avant la fin d'une epoch. Epoch et itération sont équivalentes
 uniquement si la mise à jour est réalisée à chaque visite de l'ensemble de données.
 Enfin, il nous a paru plus efficace de conserver certains mots d'origine anglaise, très
 largement utilisés, et dont le sens est relativement simple et rappelé au fil du texte – ou
 pour lesquels une traduction francophone risque d'alourdir le texte : par exemple les mots
 cluster,   bagging,   boosting,   dropout,   maxout,   pooling
 ...
 Nous espérons que nos lecteurs
 ne s'en formaliseront pas. En fin d'ouvrage, afin de faciliter la lecture nous proposons
 au lecteur un mini-dictionnaire anglais-français des termes, sigles et acronymes les plus
 fréquemment rencontrés en apprentissage profond.
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  CHAPITRE 1
  Introduction 
 Les inventeurs ont longtemps rêvé de créer des machines qui pensent. Ce désir remonte
 au moins à l'époque de la Grèce antique. Les figures mythiques Pygmalion, Dédale et
 Héphaïstos peuvent toutes être considérées comme des inventeurs légendaires, et Galaté,
 Pandore et Talos peuvent tous être considérés comme des vies artificielles (Ovide et Martin,
 2004; Sparkes, 1996; Tandy, 1997).
 Lorsque les ordinateurs programmables ont été conçus pour la première fois, on
 se demandait si de telles machines pourraient devenir intelligentes, plus d'une centaine
 d'années avant leur construction (Lovelace, 1842). Aujourd'hui, l'
  intelligence artificielle 
 (IA) est un domaine en plein essor, avec de nombreuses applications pratiques et des sujets
 de recherche actifs. Nous nous tournons vers des logiciels intelligents pour automatiser le
 travail de routine, comprendre la parole ou les images, poser des diagnostics en médecine
 et soutenir la recherche scientifique fondamentale.
 Dans les premiers temps de l'intelligence artificielle, ce domaine abordait et résolvait
 rapidement des problèmes intellectuellement difficiles à résoudre pour les êtres humains,
 mais relativement simples pour les ordinateurs – des problèmes qui peuvent être décrits par
 une liste de règles mathématiques formelles. Le véritable défi de l'intelligence artificielle s'est
 avéré être de résoudre les tâches faciles à accomplir pour les gens, mais difficiles à décrire
 formellement – des problèmes que nous résolvons intuitivement, de façon automatique,
 comme la reconnaissance de mots parlés, ou de visages dans des images.
 Ce livre traite d'une solution à ces problèmes plus marquants. Celle-ci est de permettre
 aux ordinateurs d'apprendre par l'expérience et de comprendre le monde en termes de
 hiérarchie des concepts, chaque concept étant défini par ses relations avec des concepts
 plus simples. En rassemblant les connaissances issues de l'expérience, cette approche
  27 
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  CHAPITRE 1
 évite aux opérateurs humains d'avoir à spécifier formellement toutes les connaissances
 dont l'ordinateur a besoin. La hiérarchie des concepts permet à l'ordinateur d'apprendre
 des concepts complexes en les élaborant à partir de concepts plus simples. Si nous
 dessinons un graphique montrant comment ces concepts sont construits les uns à partir
 des autres, ce graphique est   profond   et possède plusieurs couches. C'est pour cette raison
 que nous appelons cette approche de l'intelligence artificielle l'
  apprentissage profond 
  (deep learning). 
 Bon nombre des premiers succès de l'IA ont eu lieu dans des environnements rela-
tivement stériles et formels et n'exigeaient pas que les ordinateurs aient beaucoup de
 connaissances sur le monde. Par exemple, le système de jeu d'échecs Deep Blue d'IBM
 a battu le champion du monde Garry Kasparov en 1997 (Hsu, 2002). Le jeu d'échecs
 représente bien sûr un monde très simple, ne contenant que soixante-quatre emplacements
 et trente-deux pièces qui ne peuvent se déplacer que de manière strictement délimitée.
 Concevoir une stratégie d'échecs réussie est une réalisation formidable, mais le défi n'est
 pas dû à la difficulté de décrire l'ensemble des pièces du jeu et des coups autorisés à
 l'ordinateur. Les échecs peuvent être entièrement décrits par une très courte liste de règles
 purement formelles, aisément programmables à l'avance.
 De façon ironique, les tâches abstraites et formelles qui font partie des tâches mentales
 les plus difficiles pour un être humain sont parmi les plus faciles pour un ordinateur.
 Les ordinateurs ont longtemps été capables de vaincre même le meilleur joueur d'échecs
 humain, mais ce n'est que récemment qu'ils ont commencé à égaler certaines des capacités
 de l'être humain moyen pour reconnaître des objets ou de la parole. La vie quotidienne
 d'une personne exige une immense quantité de connaissances sur le monde. Une grande
 partie de ces connaissances sont subjectives et intuitives, et sont donc difficiles à articuler
 de manière formelle. Les ordinateurs ont besoin de capturer ces mêmes connaissances pour
 se comporter de manière intelligente. L'un des principaux défis de l'intelligence artificielle
 est de savoir comment intégrer ces connaissances informelles dans un ordinateur.
 Plusieurs projets d'intelligence artificielle ont cherché à codifier les connaissances du
 monde en langues formelles. Un ordinateur peut raisonner automatiquement au sujet
 des instructions rédigées dans ces langues formelles en utilisant des règles d'inférence
 logiques. C'est ce qu'on appelle l'
  approche fondée 
  sur la connaissance 
 (knowledge- 
based approach) de l'intelligence artificielle. Aucun de ces projets n'a été complètement
 couronné de succès. L'un des projets les plus célèbres est le projet Cyc (Lenat et Guha,
 1989). Cyc est un moteur d'inférence et une base de données d'instructions dans un
 langage appelé CycL. Ces déclarations sont saisies par un personnel de superviseurs
 humains. C'est un processus compliqué. Les gens ont du mal à concevoir des règles
 formelles suffisamment complexes pour décrire le monde avec précision. Par exemple, Cyc
 n'a pas réussi à comprendre une histoire au sujet d'une personne nommée Fred se rasant
 le matin (Linde, 1992). Son moteur d'inférence a détecté une incohérence dans l'histoire :
 il savait que les gens n'ont pas de pièces électriques, mais parce que Fred tenait un rasoir
 électrique, il croyait que l'entité "FredWhileShaving" contenait des pièces électriques. Il a
 donc demandé si Fred était encore une personne lorsqu'il se rasait.
  28 
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  INTRODUCTION 
 Les difficultés rencontrées par les systèmes reposant sur des connaissances codées en dur
 1
 suggèrent que les systèmes d'IA ont besoin de pouvoir acquérir leurs propres connaissances,
 en extrayant des modèles à partir de données brutes. Cette capacité est connue sous le
  nom d' 
  apprentissage automatique 
 . L'introduction de l'apprentissage automatique a
 permis aux ordinateurs d'aborder des problèmes impliquant la connaissance du monde réel
 et de prendre des décisions qui semblent subjectives. Un algorithme simple d'apprentissage
  automatique appelé 
  régression l
  ogistique 
 peut déterminer s'il faut recommander ou
 non une césarienne (Mor-Yosef   et al., 1990). Un algorithme d'apprentissage automatique
 simple appelé   bayésien naïf   peut séparer les courriels légitimes des spams.
 La performance de ces algorithmes simples d'apprentissage automatique dépend forte-
 ment de la 
  représentation 
 des données qui leur sont transmises. Par exemple, lorsque
 la régression logistique est utilisée pour recommander l'accouchement par césarienne, le
 système IA n'examine pas directement le patient. Au lieu de cela, le médecin communique
 au système plusieurs informations pertinentes, telles que la présence ou l'absence d'une
 cicatrice utérine. Chaque élément d'information inclus dans la représentation du patient
 est connu sous le nom de caractéristique (feature, ou variable).
 La régression logistique permet d'apprendre comment chacune de ces caractéristiques
 du patient est corrélée à divers résultats. Cependant, elle ne peut influencer en aucune
 façon la définition des caractéristiques. Si l'on procédait à une analyse de régression
 logistique du patient par IRM plutôt qu'en utilisant le rapport formel du médecin, on ne
 serait pas en mesure de faire des prévisions utiles. Les pixels individuels d'un scanner IRM
 ont une corrélation négligeable avec toute complication qui pourrait survenir pendant
  l'accouchement. 
 Cette dépendance à l'égard des représentations est un phénomène général qui se
 manifeste dans de nombreux domaines de l'informatique et même dans la vie quotidienne.
 En informatique, les opérations telles que la recherche d'un ensemble de données peuvent
 se dérouler de façon exponentiellement plus rapide si cet ensemble est structurée et indexée
 intelligemment. Les gens peuvent facilement faire de l'arithmétique à partir de chiffres
 arabes, mais faire de l'arithmétique à partir des chiffres romains prend beaucoup plus de
 temps. Il n'est pas surprenant que le choix de la représentation ait un effet majeur sur
 les performances des algorithmes d'apprentissage automatique. Pour un exemple visuel
 simple, voir la figure 1.1. 
 De nombreuses tâches d'intelligence artificielle peuvent être résolues en concevant
 un bon ensemble de caractéristiques à extraire pour cette tâche, puis en fournissant ces
 caractéristiques à un algorithme simple d'apprentissage automatique. Par exemple, une
 caractéristique utile pour la reconnaissance de la parole à partir du son est une estimation
 de la taille du tractus vocal de l'orateur. Cette caractéristique fournit une indication forte
 pour savoir si l'orateur est un homme, une femme ou un enfant.
 Pour de nombreuses tâches, cependant, il est difficile de savoir quelles caractéristiques
 doivent être extraites. Supposons, par exemple, qu'on veuille écrire un programme pour
 détecter les voitures sur des photos. Nous savons que les voitures ont des roues, alors nous
 1
  Le terme 
  codage en dur 
 réfère à la création d'un programme informatique non modifiable par des
  paramètres d'entrée (NdT). 
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  CHAPITRE 1
 x
 y
 r
 μ
 Coordonn´ees  polaires
 Coordonn´ees  cart´esiennes
 Figure 1.1 : Exemple de représentations différentes : supposons que nous voulions séparer deux
 catégories de données en traçant une ligne entre elles dans un nuage de points. Dans le graphique
 de gauche, nous représentons des données en coordonnées cartésiennes, et la tâche est impossible.
 Dans le graphique de droite, nous représentons les données en coordonnées polaires et la tâche
 devient simple à résoudre avec une ligne verticale. (Figure produite en collaboration avec David
  Warde-Farley.) 
 pourrions utiliser la présence d'une roue comme caractéristique. Malheureusement, il est
 difficile de décrire exactement à quoi ressemble une roue en termes de valeurs de pixels.
 Une roue a une forme géométrique simple, mais son image peut être compliquée par des
 ombres tombant sur la roue, le soleil éblouissant les parties métalliques de la roue, l'aile de
 la voiture ou un objet au premier plan obscurcissant la partie de la roue, et ainsi de suite.
 Une solution à ce problème est d'utiliser l'apprentissage automatique pour découvrir
 non seulement l'application de la représentation vers la sortie, mais aussi la représentation
 elle-même. Cette approche est connue sous le nom d'
  apprentissage de représentation 
 .
 Les représentations apprises permettent souvent d'obtenir de bien meilleures performances
 que les représentations faites à la main. Elles permettent également aux systèmes d'IA de
 s'adapter rapidement à de nouvelles tâches, avec une intervention humaine minimale. Un
 algorithme d'apprentissage de représentation peut mettre en évidence un bon ensemble de
 caractéristiques pour une tâche simple en quelques minutes, ou pour une tâche complexe
 en quelques heures à quelques mois. Concevoir manuellement des caractéristiques pour
 une tâche complexe exige beaucoup de temps et d'efforts humains ; cela peut prendre des
 décennies pour toute une communauté de chercheurs.
 L'exemple caractéristique d'un algorithme d'apprentissage de représentation est l'
 auto- 
 encodeur 
 . Un auto-encodeur est la combinaison d'une fonction
  encodeur 
 , qui conver 
 ´
 t
  it 
 les données d'entrée en une représentation différente, et d'une fonction
  décodeur 
 , qui 
 reconvertit la nouvelle représentation dans le format d'origine. Les auto-encodeurs sont
 entraînés pour préserver autant d'information que possible lorsqu'une entrée est exécutée
 à travers l'encodeur et ensuite le décodeur, mais ils sont également entraînés pour que
 la nouvelle représentation ait diverses propriétés intéressantes. Différents types d'auto-
encodeurs visent à obtenir différents types de propriétés.
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 Lors de la conception de caractéristiques ou d'algorithmes pour l'apprentissage de
 caractéristique, notre but est généralement de différencier les
  facteurs de variation 
 (factors of variation) qui expliquent les données observées. Dans ce contexte, nous utilisons
 le mot "facteurs" simplement pour désigner des sources d'influence distinctes ; les facteurs
 ne sont généralement pas combinés par multiplication. Souvent, ces facteurs ne sont
 pas des quantités directement observées. Au lieu de cela, ils peuvent exister sous forme
 d'objets non observés ou de forces non observées dans le monde physique qui affectent
 les quantités observables. Ils peuvent également exister comme des constructions dans
 l'esprit humain qui fournissent des explications simplificatrices utiles, ou comme des causes
 présumées pour des données observées. On peut les considérer comme des concepts ou
 des abstractions qui nous aident à donner un sens à la variabilité riche présente dans les
 données. Lors de l'analyse d'un enregistrement vocal, les facteurs de variation incluent
 l'âge du locuteur, son sexe, son accent et les mots qu'il prononce. Lors de l'analyse d'une
 image d'une voiture, les facteurs de variation incluent la position de la voiture, sa couleur,
 l'angle et la luminosité du soleil.
 L'une des principales sources de difficulté dans de nombreuses applications réelles
 de l'intelligence artificielle réside dans le fait que bon nombre des facteurs de variation
 influent sur chaque donnée que nous pouvons observer. La nuit, les pixels individuels de
 l'image d'une voiture rouge peuvent être très proches du noir. La forme de la silhouette
 de la voiture dépend de l'angle de vue. La plupart des applications nous obligent à
 désechenvêtrer   les facteurs de variation et à rejeter ceux qui ne nous intéressent pas.
 Bien sûr, il peut être très difficile d'extraire de telles caractéristiques abstraites de
 haut niveau à partir de données brutes. Un grand nombre de ces facteurs de variation,
 comme l'accent d'un orateur, ne peuvent être identifiés qu'en utilisant une compréhension
 sophistiquée des données, presque à l'échelle humaine. Lorsqu'il est presque aussi diffi-
cile d'obtenir une représentation que de résoudre le problème initial, l'apprentissage de
 représentation ne semble pas, à première vue, nous aider.
  L' 
  apprentissage profond 
 résout ce problème central de l'apprentissage de représenta-
tion en introduisant des représentations qui s'expriment en termes d'autres représentations
 plus simples. L'apprentissage profond permet à l'ordinateur de construire des concepts
 complexes à partir de concepts plus simples. La figure 1.2 montre comment un système
 d'apprentissage profond peut représenter le concept d'image d'une personne en combinant
 des concepts plus simples, tels que les coins et les contours, qui sont à leur tour définis en
  termes de bords. 
 Un exemple important de modèle d'apprentissage profond est le réseau de neurones
 profond à propagation avant, ou
  perceptron multicouche 
  (PMC). Un perceptron 
 multicouche n'est qu'une fonction mathématique qui associe un ensemble de valeurs
 d'entrée à des valeurs de sortie. La fonction est formée par la composition de nombreuses
 fonctions plus simples. Nous pouvons penser que chaque application d'une fonction
 mathématique différente fournit une nouvelle représentation de l'entrée.
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 1
 1
 re  couche  cach´ee
  CAR 
  PERSON 
  ANIMAL 
 Sortie
 (nature  d'objet)
 3e  couche  cach´ee
 (parties  d'objet)
 2e  couche  cach´ee
 (coins  et  contours)
 (contours)
 couche  visible
 (pixels  en  entr´ee)
 Figure 1.2 : Illustration d'un modèle d'apprentissage profond. Il est difficile pour un ordinateur
 de comprendre la signification des données d'entrée sensorielles brutes, telles que cette image
 représentée sous la forme d'une collection de valeurs de pixels. La transformation d'un ensemble
 de pixels en une identité d'objet est très compliquée. L'apprentissage ou l'évaluation de cette
 transformation semble insurmontable si elle est abordée directement. L'apprentissage profond
 résout cette difficulté en brisant la transformation complexe désirée en une série de transformations
 simples imbriquées, décrite chacune par une couche différente du modèle. L'entrée est présentée à
  la 
  couche visible 
 , ainsi nommée car elle contient les variables que nous pouvons observer. Puis
  une série de 
  couches c
  achées 
 extrait des caractéristiques de plus en plus abstraites de l'image.
 Ces couches sont appelées "cachées" parce que leurs valeurs ne sont pas fournies dans les données
 ; au lieu de cela, le modèle doit déterminer lui-même quels concepts sont utiles pour expliquer les
 relations dans les données observées, et inférer ces valeurs. Les images ici sont des visualisations
 du type de caractéristique représenté par chaque unité cachée. En fonction des pixels, la première
 couche peut facilement identifier les arêtes, en comparant la luminosité des pixels voisins. Compte
 tenu de la description des arêtes de la première couche cachée, la deuxième couche cachée peut
 aisément rechercher des coins et des contours étendus, reconnaissables comme des collections
 d'arêtes. Étant donnée la deuxième couche cachée décrivant l'image en termes d'angles et de
 contours, la troisième couche cachée peut détecter des parties complètes d'objets spécifiques, en
 trouvant des collections spécifiques de contours et d'angles.   In fine, cette description de l'image, en
 termes de parties d'objets qu'elle contient, peut être utilisée pour reconnaître les objets présents
 dans cette image. Images reproduites avec l'autorisation de Zeiler et Fergus (2014).
 Apprendre la bonne représentation des données est une idée-phare de l'apprentissage
 profond. Une autre aspect de l'apprentissage profond est que la profondeur permet à
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 l'ordinateur d'apprendre un programme informatique en plusieurs étapes. Chaque couche
 de la représentation peut être considérée comme l'état de la mémoire de l'ordinateur après
 avoir exécuté un autre ensemble d'instructions en parallèle. Les réseaux avec une plus
 grande profondeur peuvent donc exécuter plus d'instructions en séquence. Les instructions
 séquentielles offrent une grande puissance car les instructions ultérieures peuvent renvoyer
 aux résultats des instructions précédentes. Selon cette vision de l'apprentissage profond,
 toute l'information dans une couche d'activation ne codifie pas nécessairement les facteurs
 de variation qui expliquent l'entrée de cette couche. La représentation stocke également
 une information d'état aidant à exécuter un programme attribuant un sens à cette entrée.
 Cette information d'état peut être analogue à un compteur ou un pointeur dans un
 programme informatique traditionnel. Elle n'a rien à voir avec le contenu de l'entrée en
 particulier, mais elle aide le modèle à organiser son propre fonctionnement.
 Il existe deux façons principales de mesurer la profondeur d'un modèle. La première est
 fondée sur le nombre d'instructions séquentielles qui doivent être exécutées pour évaluer
 l'architecture. Nous pouvons considérer cela comme la longueur du chemin le plus long au
 travers d'un organigramme décrivant comment calculer chaque sortie du modèle, compte
 tenu de ses entrées. De la même manière que deux programmes d'ordinateur équivalents
 auront des longueurs différentes selon la langue dans laquelle le programme est écrit,
 la même fonction peut être dessinée sous forme d'organigramme avec des profondeurs
 différentes selon les fonctions que nous permettons d'utiliser comme étapes individuelles
 dans l'organigramme. La figure 1.3 illustre comment ce choix de langue peut donner deux
 x1
 σ
 w1
 
 x2
 w2
 
 +
 +
 
 σ
 x
 w
 n
 n
 R´egression
 logistique
 R´egression
 logistique
 Ensemble
 d'
 ´
 e
 l
 ´
 e
 ments
 Ensemble
 d'
 ´
 e
 l
 ´
 e
 ments
 Figure 1.3 : Illustration de graphes de calcul qui associent une entrée à une sortie, où chaque
 nœud effectue une opération. La profondeur est la longueur du chemin le plus long entre l'entrée
 et la sortie, mais elle dépend de la définition de ce qui constitue une étape computationnelle
 possible. Le calcul présenté dans ces graphiques est le résultat d'un modèle de régression logistique,
 σ
 (
 wT
 x
 )
 , où 
 σ
 est la fonction logistique sigmoïde. Si nous utilisons l'addition, la multiplication
 et les fonctions logistiques sigmoïdes comme éléments de notre langage informatique, alors ce
 modèle a une profondeur de trois. Si nous considérons la régression logistique comme un élément
 en soi, alors ce modèle a une profondeur de un.
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 mesures différentes pour une même architecture.
 Une autre approche, utilisée par les modèles probabilistes profonds, définit la profondeur
 d'un modèle comme n'étant pas la profondeur du graphe de calcul mais la profondeur du
 graphe décrivant comment les concepts sont reliés entre eux. Dans ce cas, la profondeur de
 l'organigramme décrivant les calculs nécessaires pour produire la représentation de chaque
 concept peut être beaucoup plus étendue que celle du graphe des concepts eux-mêmes. En
 effet, au sein du système étudié, la compréhension des concepts simples peut être affinée
 en fonction des informations disponibles sur les concepts plus complexes. Par exemple, un
 système d'IA observant l'image d'un visage avec un œil dans l'ombre peut initialement
 ne voir qu'un seul œil. Après avoir détecté la présence d'un visage, le système peut alors
 déduire qu'un deuxième œil est probablement aussi présent. Dans ce cas, le graphe de
 concepts ne comprend que deux couches – une couche pour les yeux et une couche pour les
 visages – mais le graphe de calcul comprend
 2
 n
 couches si nous affinons notre estimation
 de chaque concept à partir de
 n
  concepts précédents. 
 Parce qu'il n'est pas toujours clair lequel de ces deux points de vue – la profondeur du
 graphe informatique ou la profondeur du graphe de modélisation probabiliste – est le plus
 pertinent, et parce que différentes personnes choisissent des ensembles différents de plus
 petits éléments à partir desquels construire leurs graphes, il n'y a pas de valeur correcte
 unique définissant la profondeur d'une architecture, tout comme il n'y a pas de valeur
 correcte unique indiquant la longueur d'un programme informatique. Il n'y a pas non plus
 de consensus sur la profondeur dont un modèle a besoin pour être qualifié de "profond".
 Cependant, l'apprentissage profond peut, sans risque, être considéré comme l'étude de
 modèles impliquant une plus grande quantité de composition de fonctions ou de concepts
 appris que l'apprentissage automatique traditionnel.
 En résumé, l'apprentissage profond, sujet de ce livre, est une approche de l'IA. Plus
 précisément, c'est un type d'apprentissage automatique, une technique qui permet aux
 systèmes informatiques de s'améliorer avec l'expérience et les données. Nous soutenons
 que l'apprentissage automatique est la seule approche viable pour construire des systèmes
 d'intelligence artificielle qui peuvent fonctionner dans des environnements complexes et
 concrets. L'apprentissage profond est un type particulier d'apprentissage automatique qui
 atteint une grande puissance et flexibilité en représentant le monde comme une hiérarchie
 imbriquée de concepts, chaque concept étant défini par rapport à des concepts plus simples,
 et des représentations plus abstraites calculées en termes de concepts moins abstraits. La
 figure 1.4 illustre la relation entre ces différentes disciplines de l'IA. La figure 1.5 propose
 un schéma de haut niveau du fonctionnement de chaque fonction.
  1.1 
 Qui devrait lire ce livre ?
 Ce livre peut être utile à une grande variété de lecteurs, mais nous l'avons écrit en
 pensant à deux publics cibles. L'un est celui des étudiants de premier et deuxième
 cycles universitaires qui s'initient à l'apprentissage automatique, y compris ceux qui vont
 débuter une carrière de chercheur en apprentissage profond et en intelligence artificielle.
 L'autre public cible est celui des ingénieurs en informatique qui n'ont pas de formation
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 Exemple  :
 Auto-encodeur
 peu  profond
 Exemple  :
  PMCs 
 Apprentissage  de  repr´esentation
 Exemple  :
 R´egression
 logistique
 Apprentissage  automatique
 Exemple  :
 Base  de
 connaissance
  IA 
 Apprentissage  profond
 Figure 1.4 : Ce diagramme de Venn illustre à quel point l'apprentissage profond est une forme
 d'apprentissage de représentation, qui est lui-même une forme d'apprentissage automatique.
 De nombreuses approches de l'IA – mais pas l'intégralité – en tirent parti. Chaque section du
 diagramme de Venn comprend un exemple d'une technologie IA. PMC =   Perceptron Multicouches.
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 Moteur  de
 r‘egles
 Apprentissage
 automatique
 classique
 Apprentissage  de
 repr´esentation
 Apprentissage
 profond
 Entr´ee
 Entr´ee
 Entr´ee
 Entr´ee
 Programme
 conc¸u
 manuellement
 Caract´eristiques
 conc¸ues
 manuellement
 Caract´eristiques
 Caract´eristiques
 simples
 Sortie
 Mapping  a‘
 partir  des
 caract´eristiques
 Mapping  a‘
 partir  des
 caract´eristiques
 Couches
 suppl´ementaires
 de  car-
act´eristiques
 plus  abstraites
 Sortie
 Sortie
 Mapping  a‘
 partir  des
 caract´eristiques
 Sortie
 Figure 1.5 : Organigramme indiquant comment les différentes parties d'un système d'IA sont
 reliées entre elles au sein des différentes disciplines de l'IA. Les cases ombrées indiquent les
 composants qui peuvent apprendre à partir des données. Le terme   mapping   désigne au sens large
 une transformation de l'entrée vers la sortie fondée sur une cartographie de caractéristiques.
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 en apprentissage automatique ou en statistique, mais qui souhaitent en acquérir une
 rapidement et commencer à utiliser l'apprentissage profond au sein de leur produit ou leur
 plate-forme. L'apprentissage profond s'est déjà avéré utile dans de nombreuses disciplines
 logicielles, notamment la vision par ordinateur, le traitement de la parole et du son, celui
 du langage naturel, la robotique, la bioinformatique et la chimie, les jeux vidéo, les moteurs
 de recherche, la publicité en ligne et la finance.
 Ce livre a été organisé en trois parties pour mieux s'adapter à un grand nombre de
 lecteurs. La partie I présente des outils mathématiques de base et certains concepts de
 l'apprentissage automatique. La partie II présente les algorithmes d'apprentissage profond
 les plus répandus, qui sont essentiellement des technologies matures. La partie III décrit
 des idées plus spéculatives, largement reconnues comme importantes pour la recherche à
 venir en apprentissage profond.
 Les lecteurs doivent se sentir libres d'ignorer des parties qui ne sont pas pertinentes
 compte tenu de leurs intérêts ou leur formation. Ainsi, les lecteurs familiarisés avec l'algèbre
 linéaire, les probabilités et les concepts fondamentaux de l'apprentissage automatique
 peuvent éluder la partie I, tandis que ceux qui souhaitent simplement implémenter un
 outil de travail n'ont pas besoin d'aller au-delà de la partie II. Afin d'aider au choix des
 chapitres, l'organisation détaillée de l'ouvrage est présentée sur la figure 1.6.
 Nous faisons par ailleurs l'hypothèse que tous les lecteurs ont une formation en infor-
matique. Nous supposons une familiarité avec la programmation, une compréhension de
 base des questions de performance informatique, la théorie de la complexité algorithmique,
 des notions de calcul différentiel et intégral et une partie de la terminologie de la théorie
  des graphes. 
  1.2 
 Tendances historiques de l'apprentissage profond
 Il est plus facile de comprendre l'apprentissage profond en s'appuyant sur un contexte
 historique. Plutôt que de fournir un historique détaillé de l'apprentissage profond, nous
 identifions quelques tendances clés :
 •
 l'apprentissage profond a connu une longue et riche histoire, mais sous des noms
 variés, reflétant différents points de vue philosophiques, et a connu une popularité
  fluctuante ;
 •
 l'apprentissage profond est devenu plus utile à mesure de l'accroissement de la
 quantité de données d'entraînement disponibles ;
 •
 les modèles d'apprentissage profond ont pris de l'ampleur au fil du temps, à mesure
 que l'infrastructure informatique (matériel et logiciel) s'est améliorée ;
 •
 l'apprentissage profond a permis de résoudre des applications de plus en plus
 complexes avec une précision croissante au fil du temps.
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 12.  Applications
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 Figure 1.6 : Organisation synthétique de l'ouvrage. Une flèche d'un chapitre à l'autre indique que
 le premier chapitre est une condition préalable à la compréhension du second.
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  1.2.1 
 Les nombreux noms et le succès fluctuant des réseaux
  de neurones 
 Nous nous attendons à ce que de nombreux lecteurs de ce livre aient entendu parler de
 l'apprentissage profond comme d'une nouvelle technologie passionnante, et soient surpris
 de constater la mention du terme "histoire" dans un livre traitant d'un domaine émergent.
 En fait, l'apprentissage profond remonte aux années 1940. Il   semble   être nouveau car,
 préalablement à la célébrité qu'il connaît actuellement, il est resté relativement impopulaire
 pendant plusieurs années. Il a également connu beaucoup de noms différents, et ce n'est
 que récemment qu'il a été nommé "apprentissage profond". Le domaine a été rebaptisé à
 maintes reprises, reflétant l'influence de différents chercheurs et de différents points de
  vue. 
 Une histoire détaillée de l'apprentissage profond dépasse le cadre de cet ouvrage.
 Cependant, un minimum d'éléments contextuels est utile pour comprendre l'apprentissage
 profond. Pour simplifier, celui-ci a connu trois vagues de développement : sous le nom
  de 
  cybernétique 
 dans les années 1940-1960, sous le nom de
  connexionnisme 
  dans les 
 années 1980-1990, et la résurgence actuelle sous le nom d'apprentissage profond à partir de
 2006. La figure 1.7 témoigne "quantitativement" de l'apparition des deux premières vagues.
 Certains des premiers algorithmes d'apprentissage que nous reconnaissons aujourd'hui
 comme tels étaient destinés à être des modèles informatiques de l'apprentissage biologique,
 c'est-à-dire des modèles de la façon dont l'apprentissage se produit ou pourrait se produire
 dans le cerveau. Par conséquent, l'un des noms utilisés par l'apprentissage profond est
  celui de 
 réseau de neurones artificiels
  (RNAs). 
 Par correspondance, les modèles
 d'apprentissage profond sont perçus comme des systèmes artificiels inspirés par le cerveau
 biologique (qu'il s'agisse du cerveau humain ou du cerveau d'un autre animal). Bien que
 les types de réseaux neuronaux utilisés pour l'apprentissage automatique aient parfois
 été mis à profit pour comprendre la fonction cérébrale (Hinton et Shallice, 1991), ils ne
 sont généralement pas conçus pour être des modèles réalistes de la fonction biologique.
 La vision neuronale de l'apprentissage profond est motivée par deux idées principales.
 La première idée est que le cerveau fournit la preuve par l'exemple qu'un comportement
 intelligent est possible, et qu'un chemin conceptuellement simple vers la construction de
 l'intelligence est d'inverser les principes de calcul régissant le cerveau puis de dupliquer son
 fonctionnement. La deuxième idée est qu'il serait extrêmement intéressant de comprendre
 le cerveau et les principes qui sous-tendent l'intelligence humaine, de sorte que les modèles
 d'apprentissage automatique éclairant ces questions scientifiques fondamentales soient
 utiles, en plus de leur capacité à résoudre des problèmes d'ingénierie.
 Le terme moderne d'"apprentissage profond" va au-delà de la perspective neurosci-
entifique, dans la lignée actuelle des modèles d'apprentissage automatique. Il fait appel
 à un principe plus général d'apprentissage à plusieurs niveaux de composition, qui peut
 être appliqué dans des cadres d'apprentissage automatique qui ne sont pas nécessairement
 inspirés par les neurones.
 Les premiers prédécesseurs de l'apprentissage profond moderne étaient des modèles
 linéaires simples, fondés sur une approche neuroscientifique. Ces modèles avaient été
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 Figure 1.7 : Deux des trois vagues historiques de la recherche sur les réseaux neuronaux artificiels,
 mesurées par la fréquence des expressions "cybernétique" et "connexionnisme" ou "réseaux
 neuronaux", selon Google Books (la troisième vague est trop récente pour apparaître). La
 première vague a commencé avec la cybernétique dans les années 1940-1960, le développement
 des théories de l'apprentissage biologique (McCulloch et Pitts, 1943; Hebb, 1949) et la mise en
 œuvre des premiers modèles, tels que le perceptron (Rosenblatt, 1958), permettant l'entraînement
 d'un seul neurone. La deuxième vague a commencé avec l'approche connectionniste de la période
 1980-1995, fondée sur la rétropropagation (Rumelhart   et al., 1986a) pour entraîner un réseau de
 neurones à une ou deux couches cachées. La troisième et actuelle vague que nous connaissons,
 l'apprentissage profond, a débuté autour de 2006 (Hinton   et al., 2006; Bengio   et al., 2007; Ranzato
 et al., 2007b), et a fait donc l'objet du présent ouvrage de synthèse (paru fin 2016 en anglais).
 Des ouvrages de référence ont également été produits pour résumer la production scientifique liée
 aux deux premières vagues, de façon bien plus tardive cependant.
 conçus pour prendre un ensemble de
 n
  valeurs d'entrée 
 x
 1,  .  .  .  ,  xn
 et les associer à une
  sortie 
 y
 . Ces modèles devaient permettre d'apprendre un ensemble de poids
 w
 1,  .  .  .  ,  wn
  et 
 de calculer leur sortie
 f
 (
 x,
 w
 )
 =
 x
 1w1
 +
 ···
 +
 x
 nwn
 . Cette première vague de recherche
 sur les réseaux neuronaux était connue sous le nom de cybernétique, comme l'illustre la
  figure 1.7. 
 Le neurone formel de McCulloch-Pitts (McCulloch et Pitts, 1943) consistait en un
 modèle primitif de la fonction cérébrale. Ce modèle linéaire pouvait reconnaître deux
 catégories différentes d'entrées en testant si
 f
 (
 x,
 w
 )
 est positif ou négatif. Bien entendu,
 pour que le modèle corresponde à la définition souhaitée des catégories, il fallait que les
 poids soient correctement définis. Ces poids pourraient être fixés par l'opérateur humain.
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 Dans les années 1950, le perceptron (Rosenblatt, 1958, 1962) est devenu le premier modèle
 capable d'apprendre les poids à partir d'exemples (données) appartenant à l'une ou l'autre
  des catégories. L' 
  élément linéaire adaptatif 
 (ADALINE), proposé à la même époque,
 renvoyait simplement la valeur de
 f
 (
 x,
 w
 )
 elle-même pour mener une prévision d'un
 nombre réel (Widrow et Hoff, 1960) et pouvait aussi apprendre à prévoir ces nombres à
  partir de données. 
 Ces algorithmes d'apprentissage simple ont grandement influencé le paysage moderne
 de l'apprentissage automatique. L'algorithme d'entraînement utilisé pour adapter les poids
 de l'ADALINE était un cas particulier d'un algorithme appelé
  descente de gradient 
  stochastique 
 . Les versions légèrement modifiées de l'algorithme de descente de gradient
 stochastique restent aujourd'hui les algorithmes dominants pour l'entraînement des modèles
  d'apprentissage profond. 
 Les modèles fondés sur les
 f
 (
 x,
 w
 )
 utilisés par le perceptron et ADALINE sont
  appelés 
  modèles linéaires 
 . Ces modèles font encore partie des modèles d'apprentissage
 automatique les plus répandus, bien que, dans de nombreux cas, ils soient   entraînés
 différemment des modèles originaux.
 Les modèles linéaires ont de nombreuses limitations. La plus célèbre d'entre elles est
 leur impossibilité à apprendre la fonction XOR, où
 f
 ([0
 ,
 1]
 ,
 w
 )=1
  et 
 f
 ([1
 ,
 0]
 ,
 w
 )=1
  mais 
 f
 ([1
 ,
 1]
 ,
 w
 )=0
  et 
 f
 ([0
 ,
 0]
 ,
 w
 )=0
 . Les critiques qui ont mis en avant ces défauts
 des modèles linéaires ont alors suscité une désaffection brutale envers l'apprentissage
 d'inspiration biologique en général (Minsky et Papert, 1969). Les réseaux de neurones ont
 alors connu leur première chute majeure de popularité.
 Aujourd'hui, les neurosciences sont considérées comme une importante source d'inspi-
ration pour les chercheurs en apprentissage profond, mais elles n'influencent plus ce
 domaine de façon prédominante.
 La raison principale de la diminution du rôle des neurosciences dans la recherche
 sur l'apprentissage profond aujourd'hui est que nous n'avons tout simplement pas assez
 d'information sur le cerveau pour l'utiliser comme guide. Une compréhension approfondie
 des algorithmes réels utilisés par le cerveau requerrait d'être capable de surveiller simul-
tanément l'activité de milliers de neurones inter-connectés. Parce que nous ne sommes pas
 en mesure de le faire, nous sommes loins de comprendre même certaines des parties les
 plus simples et les mieux étudiées du cerveau (Ohshausen et Field, 2005).
 Les neurosciences nous ont donné une raison d'espérer qu'un seul algorithme d'apprentis-
sage profond puisse résoudre de nombreuses tâches différentes. Les neuroscientifiques ont
 découvert que les furets peuvent apprendre à "voir" grâce à la région de traitement
 auditif de leur cerveau si leur cerveau est recâblé pour envoyer des signaux visuels à cette
 région (Von Melchner   et al., 2000). Cela suggère qu'une grande partie du cerveau des
 mammifères pourrait utiliser un seul algorithme pour résoudre la plupart des différentes
 tâches que le cerveau résout séparément. Avant que cette hypothèse ne soit émise, la
 recherche sur l'apprentissage automatique était plus fragmentée, les différentes commu-
nautés de chercheurs étudiant le traitement du langage naturel, la vision, la planification
 du mouvement et la reconnaissance vocale. Aujourd'hui, ces communautés sont encore
 séparées, mais il est courant que les groupes de recherche sur l'apprentissage profond
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 étudient simultanément un grand nombre, voire la totalité de ces domaines d'application.
 En s'appuyant sur les neurosciences, nous pouvons tracer des directions approximatives.
 L'idée fondatrice de construire de nombreuses unités informatiques qui deviennent intelli-
gentes uniquement par leurs interactions les unes avec les autres est inspirée par le cerveau.
 Le néocognitron (Fukushima, 1980) a introduit une architecture de modélisation puissante
 pour le traitement des images, inspirée de la structure du système visuel des mammifères,
 qui est ensuite devenue la base du réseau convolutif moderne (LeCun   et al., 1998a), comme
 nous le verrons dans la section 9.10. La plupart des réseaux neuronaux d'aujourd'hui sont
 fondés sur un modèle de neurone appelé
 unité de rectification linéaire
 . Le cognitron 
 original (Fukushima, 1975) en a introduit une version plus compliquée, fortement inspiré
 par notre connaissance des fonctions cérébrales. La version moderne, simplifiée, a été
 développée en intégrant des idées issues de plusieurs points de vue, tels ceux de Nair et
 Hinton (2010) et Glorot   et al.   (2011a) qui citèrent les neurosciences comme influence,
 et Jarrett   et al.   (2009) dont les influences étaient plus tournées vers l'ingénierie. Bien
 que les neurosciences soient une source d'inspiration importante, elles ne doivent pas être
 considérées comme l'unique voie à suivre. Nous savons que les neurones réels calculent des
 fonctions très différentes de celles des unités de rectification linéaires modernes, mais un
 plus grand réalisme neuronal n' a pas encore conduit à une amélioration des performances
 de l'apprentissage automatique. De plus, bien que les neurosciences aient inspiré avec
 succès plusieurs   architectures   de réseaux neuronaux, nous n'en savons pas encore assez
 sur l'apprentissage biologique pour que les neurosciences puissent offrir beaucoup de
 conseils pour améliorer les   algorithmes d'apprentissage   que nous utilisons pour entraîner
  ces architectures. 
 Les médias soulignent souvent la similitude de l'apprentissage profond avec le cerveau.
 Bien qu'il soit vrai que les chercheurs en apprentissage profond sont plus susceptibles
 de citer le cerveau comme une influence que les chercheurs travaillant dans d'autres
 domaines de l'apprentissage automatique, comme les machines à noyaux ou les statistiques
 bayésiennes, il ne faut pas considérer l'apprentissage profond comme une tentative de
 simuler le cerveau. L'apprentissage profond moderne puise son inspiration dans de nom-
breux domaines, en particulier les bases de mathématiques appliquées comme l'algèbre
 linéaire, la probabilité, la théorie de l'information et l'optimisation numérique. Alors que
 certains chercheurs en apprentissage profond citent les neurosciences comme une source
 d'inspiration importante, d'autres ne s'intéressent pas du tout aux neurosciences.
 Il est intéressant de noter que les tentatives pour comprendre la façon dont le cerveau
 fonctionne, au niveau algorithmique, constitue un domaine d'étude vivant et dynamique.
 Ce domaine est principalement connu sous le nom de "neurosciences computationnelles",
 et constitue un domaine d'étude distinct de l'apprentissage profond. Il est courant que
 les chercheurs passent d'un domaine à l'autre. Le domaine de l'apprentissage profond
 s'intéresse principalement à la façon de construire des systèmes informatiques capables
 de résoudre avec succès les tâches exigeant de l'intelligence, tandis que le domaine des
 neurosciences computationnelles s'occupe principalement de construire des modèles plus
 précis du fonctionnement réel du cerveau.
 Dans les années 1980, la deuxième vague de recherche sur les réseaux neuronaux
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 a débuté en grande partie par le biais d'un mouvement appelé
  connexionnisme 
 , ou 
 traitement parallèle distribué   (Rumelhart   et al., 1986c; McClelland   et al., 1995). Le
 connexionnisme est né dans le contexte de la science cognitive. Celle-ci est une approche
 interdisciplinaire de la compréhension de l'esprit, combinant plusieurs niveaux d'analyse.
 Au début des années 1980, la plupart des chercheurs en sciences cognitives ont étudié des
 modèles de raisonnement symbolique. Malgré leur popularité, les modèles symboliques
 étaient difficiles à relier, en termes de mise en oeuvre, à un fonctionnement du cerveau à
 l'aide de neurones. Les connectionnistes ont commencé à étudier des modèles cognitifs qui
 pourraient en réalité être fondés sur des implémentations neuronales (Touretzky et Minton,
 1985), ravivant de nombreuses idées remontant aux travaux du psychologue Donald Hebb
 dans les années 1940 (Hebb, 1949).
 L'idée centrale du connexionnisme est qu'un grand nombre d'unités de calcul simples
 peuvent atteindre un comportement intelligent lorsqu'elles sont connectées en réseau.
 Cette observation s'applique aussi bien aux neurones des systèmes nerveux biologiques
 qu'aux unités cachées dans les modèles informatiques.
 Plusieurs concepts clés sont apparus durant le connexionnisme des années 1980, qui
 demeurent centraux pour l'apprentissage profond d'aujourd'hui.
 L'un de ces concepts est celui de la
  représentation distribuée 
 (Hinton   et al., 1986).
 L'idée est que chaque entrée dans un système devrait être représentée par de nombreuses
 variables, et chaque variable devrait être impliquée dans la représentation de nombreuses
 entrées possibles. Par exemple, supposons que nous disposions d'un système de vision
 capable de reconnaître les voitures, les camions et les oiseaux, et que ces objets soient
 rouges, verts ou bleus. Une façon de représenter ces entrées serait d'avoir un neurone séparé
 ou une unité cachée qui s'active pour chacune des neuf combinaisons possibles : camion
 rouge, voiture rouge, oiseau rouge, camion vert, etc. Cela nécessite neuf neurones différents,
 et chaque neurone doit apprendre indépendamment le concept de la couleur et l'identité
 de l'objet. Une façon d'améliorer cette situation consiste à utiliser une représentation
 distribuée, avec trois neurones décrivant la couleur et trois neurones décrivant l'identité
 de l'objet. Cela ne nécessite que six neurones au total au lieu de neuf, et le neurone qui
 décrit la couleur rouge est capable d'en apprendre plus sur celle-ci à partir d'images de
 voitures, de camions et d'oiseaux, qu'à partir d'images d'une catégorie spécifique d'objets.
 Le concept de représentation distribuée est au cœur de ce livre, et il est décrit plus en
 détail dans le chapitre 15.
 Une autre réalisation ma jeure du mouvement connectionniste fut l'utilisation réussie de
 la rétropropagation pour entraîner des réseaux neuronaux profonds avec des représentations
 internes et la popularisation de l'algorithme de rétropropagation (Rumelhart   et al., 1986a;
 LeCun, 1987). Cet algorithme a connu des hauts et des bas en terme de popularité, mais,
 à ce jour, il reste l'approche dominante de l'entraînement des modèles profonds.
 Au cours des années 1990, les chercheurs ont effectué d'importants progrès dans la
 modélisation de séquences utilisant des réseaux neuronaux. Hochreiter (1991) et Bengio
 et al.   (1994) ont identifié certaines des difficultés mathématiques fondamentales dans la
 modélisation de longues séquences, décrites dans la section 10.7. Hochreiter et Schmidhuber
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 (1997) ont introduit le réseau récurrent à mémoire court et long terme (MCLT
 2
 ) pour 
 résoudre certaines de ces difficultés. Aujourd'hui, les rśeaux MCLT sont largement utilisés
 pour de nombreuses tâches de modélisation séquentielle, et notamment celles de traitement
 du langage naturel chez Google.
 La deuxième vague de recherche sur les réseaux neuronaux s'est étendue jusqu'au
 milieu des années 1990. Les entreprises basées sur les réseaux neuronaux et d'autres
 technologies de l'IA ont commencé à faire des déclarations irréalistes et ambitieuses tout
 en recherchant des investissements. Lorsque la recherche sur l'IA ne répondait pas à ces
 attentes déraisonnables, les investisseurs étaient déçus.
 Dans le même temps, d'autres domaines de l'apprentissage automatique ont progressé.
 Les machines à noyaux (Boser et al, 1992 ; Cortes et Vapnik, 1995; Schölkopf et al., 1999)
 et les modèles graphiques (Jordan, 1998) ont tous deux obtenu de bons résultats sur de
 nombreuses tâches d'apprentissage importantes. Ces avancées ont conduit à une baisse de
 la popularité des réseaux neuronaux, qui a duré jusqu'en 2007.
 Pendant ce temps, les réseaux neuronaux ont continué à obtenir des performances
 impressionnantes sur certaines tâches (LeCun   et al., 1998a; Bengio   et al., 2001). L'Institut
 Canadien de Recherches Avancées (ICRA) a aidé à maintenir en vie la recherche sur
 les réseaux neuronaux grâce à son initiative de recherche sur le calcul neuronal et la
 perception adaptative (NCAP). Ce programme a réuni des groupes de recherche sur
 l'apprentissage automatique dirigés par Geoffrey Hinton à l'Université de Toronto, Yoshua
 Bengio à l'Université de Montréal et Yann LeCun à l'Université de New York. L'initiative
 de recherche multidisciplinaire CIFAR-NCAP a également intégré des neuroscientifiques
 et des experts en vision humaine et par ordinateur.
 À ce stade, les réseaux profonds étaient généralement considérés comme très difficiles
 à entraîner. Nous savons maintenant que les algorithmes qui existent depuis les années
 1980 fonctionnent assez bien, mais ce n'était pas évident vers 2006. Le problème est
 peut-être simplement que ces algorithmes étaient trop coûteux sur le plan informatique
 pour permettre de nombreuses expérimentations avec le matériel disponible à l'époque.
 La troisième vague de recherche sur les réseaux neuronaux a débuté avec une percée en
 2006. Geoffrey Hinton a montré qu'un réseau de neurones appelé   réseau de croyance pro-
fond   pourrait être efficacement entraîné à l'aide d'une stratégie appelée pré-entraînement
 supervisé glouton (Hinton   et al., 2006), que nous décrivons plus en détail dans la sec-
tion 15.1. Les autres groupes de recherche affiliés au CIFAR ont rapidement montré
 que la même stratégie pouvait être utilisée pour entraîner de nombreux autres types de
 réseaux profonds (Bengio   et al., 2007; Ranzato   et al., 2007b) et, d'une manière systé-
matique, ils ont contribué à améliorer sa généralisation sur des exemples tests. Cette
 vague de recherche sur les réseaux neuronaux a popularisé l'utilisation du terme "ap-
prentissage profond" pour souligner que les chercheurs étaient maintenant en mesure
 d'entraîner des réseaux neuronaux plus profonds qu'auparavant, et pour attirer l'attention
 sur l'importance théorique de la profondeur (Bengio et LeCun, 2007; Delalleau et Bengio,
 2011; Pascanu   et al., 2014a; Montufar   et al., 2014). Dès lors, les réseaux de neurones
 profonds ont surpassé les systèmes d'intelligence artificielle concurrents fondés sur d'autres
  2ou 
 Long Short Term Memory   (MCLT) en anglais   (NdT).
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 technologies d'apprentissage machine ainsi que sur des fonctionnalités conçues à la main.
 Au moment de la rédaction du présent ouvrage, cette troisième vague de popularité des
 réseaux neuronaux se poursuit, bien que l'orientation de la recherche en apprentissage
 profond ait changé de façon spectaculaire dans les dernières années. Cette troisième vague
 a pris naissance lorsqu'un fort accent a été mis sur les nouvelles techniques d'apprentissage
 non supervisées et la capacité des modèles profonds à bien se généraliser à partir de petits
 ensembles de données. Aujourd'hui, cependant, on s'intéresse davantage aux algorithmes
 d'apprentissage supervisé beaucoup plus anciens et à la capacité des modèles profonds à
 tirer parti de grands ensembles de données étiquetées (ou   labellisées).
  1.2.2 
 Augmentation de la taille des jeux de données
 On peut se demander pourquoi l'apprentissage profond n'a été reconnu que récemment
 comme une technologie cruciale, même si les premières expériences de réseaux neuronaux
 artificiels ont été menées dans les années 1950. L'apprentissage profond a été utilisé avec
 succès dans des applications commerciales depuis les années 1990, mais il était souvent con-
sidéré comme un art plutôt qu'une technologie et, jusqu'à récemment, comme un ensemble
 d'outils que seul un expert pouvait utiliser. Il est vrai qu'une certaine habileté est nécessaire
 pour obtenir de bonnes performances à partir d'un algorithme d'apprentissage profond.
 Heureusement, la quantité de compétences requises diminue au fur et à mesure que la
 quantité de données d'entraînement augmente. Les algorithmes d'apprentissage atteignant
 la performance humaine sur des tâches complexes sont aujourd'hui presque identiques aux
 algorithmes d'apprentissage qui ont lutté pour résoudre des problèmes jouets dans les
 années 1980, bien que les modèles que nous entraînons avec ces algorithmes aient subi des
 changements qui simplifient l'apprentissage d'architectures très profondes. La nouveauté la
 plus importante est, qu'aujourd'hui, nous pouvons fournir à ces algorithmes les ressources
 dont ils ont besoin pour réussir. La figure 1.8 illustre à quel point la taille des bases de
 données de références s'est agrandie au fil du temps. Cette tendance est alimentée par la
 numérisation croissante de la société. Comme de plus en plus d'activités se déroulent sur
 ordinateur, nous enregistrons de plus en plus ce que nous faisons. Comme nos ordinateurs
 sont de plus en plus inter-connectés, il devient plus facile de centraliser ces enregistrements
 et de les conserver dans une base de données appropriée aux applications d'apprentissage
 automatique. L'âge du "Big Data" a rendu l'apprentissage automatique beaucoup plus
 aisé parce que le fardeau principal de l'estimation statistique – bien généraliser aux
 nouvelles données après avoir observé seulement une petite quantité de données – a été
 considérablement allégé. À partir de 2016, une règle empirique approximative est qu'un
 algorithme d'apprentissage profond supervisé atteindra généralement des performances
 acceptables avec environ 5 000 exemples étiquetés par catégorie et égalera ou dépassera
 les performances humaines lorsqu'il sera entraîné avec une base de données contenant au
 moins 10 millions d'exemples étiquetés. Travailler avec succès avec des bases de données
 plus petites est un domaine de recherche important, qui se concentre en particulier sur la
 manière dont nous pouvons tirer parti de grandes quantités d'exemples non étiquetés, en
 menant un apprentissage non supervisé ou semi-supervisé.
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  1.2.3 
 Augmentation de la taille des modèles
 Une autre raison clé du succès actuel, fulgurant, des réseaux neuronaux, aux antipodes
 de la faible considération qu'ils ont connu depuis les années 1980, est que nous disposons
 aujourd'hui de ressources informatiques pour faire fonctionner des modèles beaucoup plus
 importants. L'un des principaux enseignements du connexionnisme est que les animaux
 deviennent intelligents lorsque de nombreux neurones travaillent ensemble. Un neurone
 individuel ou une petite collection de neurones n'est pas particulièrement utile.
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 Figure 1.8 : Augmentation de la taille des jeux de données au fil du temps. Au début des années
 1900, les statisticiens ont étudié des ensembles de données à l'aide de centaines ou de milliers de
 mesures compilées manuellement (Garson, 1900; Gosset, 1908; Anderson, 1935; Fisher, 1936).
 Dans les années 1950 à 1980, les pionniers de l'apprentissage automatique d'inspiration biologique
 ont souvent travaillé avec de petits ensembles de données synthétiques, comme des images bitmaps
 à faible résolution de lettres, conçues pour engager des coûts informatiques faibles et démontrer
 que les réseaux neuronaux étaient capables d'apprendre des types spécifiques de fonctions (Widrow
 et Hoff, 1960; Rumelhart   et al., 1986b). Dans les années 1980 et 1990, l'apprentissage automatique
 est devenu plus statistique et a commencé à tirer parti d'ensembles de données plus grands
 contenant des dizaines de milliers d'exemples, comme la base de données MNIST de numérisations
 de chiffres manuscrits (représentée sur la figure 1.9) (LeCun   et al., 1998a). Au cours de la première
 décennie des années 2000, des jeux de données plus sophistiqués de cette taille, comme l'ensemble
 de données CIFAR-10, ont été utilisés (Krizhevsky et Hinton, 2009), ont continué d'être produits.
 Vers la fin de cette décennie et tout au long de la première moitié des années 2010, des ensembles
 de données beaucoup plus grands, contenant des centaines de milliers à des dizaines de millions
 d'exemples, ont complètement bouleversé l'usage de l'apprentissage profond. Ces ensembles de
 données comprenaient l'ensemble de données public Street View House Numbers (Netzer   et al.,
 2011), différentes versions de la base de données ImageNet (Deng   et al., 2009, 2010a; Russakovsky
 et al., 2014) et la base de données Sports-1M (Karpathy   et al., 2014). En haut du graphique,
 nous voyons que les bases de données de phrases traduites, comme la base de données d'IBM
 construite à partir du Hansard canadien (Brown   et al., 1990) et la base WMT 2014 anglais vers
 le français (Schwenk, 2014), sont généralement très supérieures en taille aux autres bases de
  données. 
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 Figure 1.9 : Exemples d'entrées du jeu de données MNIST. Le NIST signifie National Institute
 of Standards and Technology ("Institut national des normes et de la technologie"), l'organisme
 qui a initialement recueilli ces données. Le "M" signifie "modifié" puisque les données ont été
 pré-traitées pour une utilisation plus facile avec des algorithmes d'apprentissage automatique. La
 base MNIST consiste en des scans de chiffres manuscrits et d'étiquettes associées décrivant le
 chiffre allant de 0 à 9 contenu dans chaque image. Ce problème de classification simple est l'un
 des tests les plus simples et les plus répandus dans la recherche en apprentissage profond. Il reste
 populaire bien qu'il soit assez facile à résoudre grâce aux techniques modernes. Geoffrey Hinton
 l'a décrit comme "la   drosophile   de l'apprentissage automatique", ce qui signifie qu'elle permet
 aux chercheurs en apprentissage automatique d'étudier leurs algorithmes dans des conditions de
 laboratoire contrôlées, tout comme les biologistes étudient souvent les mouches des fruits.
 Les neurones biologiques ne sont pas particulièrement étroitement liés. Comme le
 montre la figure 1.10, depuis des décennies le nombre de connexions par neurone de nos
 modèles d'apprentissage automatique ont évolué dans un ordre de grandeur similaire à
 celui des cerveaux des mammifères, .
 En ce qui concerne le nombre total de neurones, les réseaux neuronaux sont restés
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 Figure 1.10 : Nombre de connexions par neurone dans le temps. Initialement, le nombre de
 connexions entre les neurones dans les réseaux neuronaux artificiels était limité par les capacités
 matérielles. Aujourd'hui, le nombre de connexions entre les neurones est surtout une considération
 conceptuelle. Certains réseaux neuronaux artificiels ont presque autant de connexions par neurone
 qu'un chat, et il est assez commun pour d'autres réseaux neuronaux d'avoir autant de connexions
 par neurone que les petits mammifères comme les souris. Même le cerveau humain n' a pas une
 quantité exorbitante de connexions par neurone. Données de tailles du réseau neuronal biologique
 issues de Wikipedia (2015).
  1. 
 Élément linéaire adaptatif (Widrow et Hoff, 1960)
  2. 
  Neocognitron (Fukushima, 1980) 
  3. 
 Réseau convolutif accéléré par GPU (Chellapilla   et al., 2006)
  4. 
 Machine de Boltzmann profonde (Salakhutdinov et Hinton, 2009a)
  5. 
 Réseau convolutif non supervisé (Jarrett   et al., 2009)
  6. 
 Perceptron multicouche accéléré par GPU (Ciresan   et al., 2010)
  7. 
 Autoencoder distribué (Le   et al., 2012)
  8. 
 Réseau convolutif multi-GPU (Krizhevsky   et al., 2012)
  9. 
 Réseau convolutif non supervisé COTS HPC (Coates   et al., 2013)
  10. 
 GoogLeNet (Szegedy   et al., 2014a)
 étonnamment petits jusqu'à tout récemment, comme l'illustre la figure 1.11. Depuis
 l'introduction des unités cachées, les réseaux neuronaux artificiels ont doublé de taille
 environ tous les 2,4 ans. Cette croissance est alimentée par des ordinateurs plus rapides et
 dotés d'une plus grande mémoire, ainsi que par la disponibilité d'ensembles de données
 plus volumineux. Les grands réseaux sont capables d'atteindre une plus grande précision
 sur des tâches plus complexes. Cette tendance devrait se poursuivre pendant des décennies.
 À moins que les nouvelles technologies ne permettent une mise à l'échelle plus rapide,
 les réseaux neuronaux artificiels n'atteindront pas le même nombre de neurones que le
 cerveau humain au minimum avant les années 2050. Les neurones biologiques peuvent
 représenter des fonctions plus compliquées que les neurones artificiels actuels ; ainsi, les
 réseaux neuronaux biologiques peuvent se révéler plus grands encore que les données
 présentées sur la figure 1.11.
 Rétrospectivement, il n'est pas particulièrement surprenant que les réseaux neuronaux
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 Figure 1.11 : Augmentation de la taille des réseaux de neurones en fonction du temps. Depuis
 l'introduction des unités cachées, les réseaux neuronaux artificiels ont doublé de taille environ
 tous les 2,4 ans.Données de tailles du réseau neuronal biologique issues de Wikipedia (2015).
  1. 
 Perceptron (Rosenblatt, 1958, 1962)
  2. 
 Élément linéaire adaptatif (Widrow et Hoff, 1960)
  3. 
  Neocognitron (Fukushima, 1980) 
  4. 
 Premier réseau à rétropropagation (Rumelhart   et al., 1986b)
  5. 
 Réseau neuronal récurrent pour la reconnaissance de la parole (Robinson et Fallside, 1991)
  6. 
 Perceptron multicouche pour la reconnaissance vocale (Bengio   et al., 1991)
  7. 
 Réseau de croyance sigmoïdal en champ moyen (mean field sigmoid belief network) (Saul   et al., 1996)
  8. 
 LeNet-5 (LeCun   et al., 1998a)
  9. 
 Réseau dynamique en écho (Jaeger et Haas, 2004)
  10. 
 Réseau de croyances profond (Hinton   et al., 2006)
  11. 
 Réseau convolutif accéléré par GPU (Chellapilla   et al., 2006)
  12. 
 Machine de Boltzmann profonde (Salakhutdinov et Hinton, 2009a)
  13. 
 Réseau de croyances profondes accéléré par GPU (Raina   et al., 2009)
  14. 
 Réseau convolutif non supervisé (Jarrett   et al., 2009)
  15. 
 Perceptron multicouche accéléré par GPU (Ciresan   et al., 2010)
  16. 
 Réseau OMP-1 (Coates et Ng, 2011)
  17. 
 Auto-encodeur distribué (Le   et al., 2012)
  18. 
 Réseau convolutif multi-GPU (Krizhevsky   et al., 2012)
  19. 
 Réseau convolutif non supervisé COTS HPC (Coates   et al., 2013)
  20. 
 GoogLeNet (Szegedy   et al., 2014a)
 possédant moins de neurones qu'une sangsue ne soient pas été capables de résoudre des
 problèmes d'intelligence artificielle sophistiqués. Même les réseaux d'aujourd'hui, que
 nous considérons assez grands du point de vue des systèmes informatiques, restent plus
 petits que le système nerveux d'animaux vertébrés, même relativement primitifs comme
  les grenouilles. 
 L'augmentation de la taille des modèles au fil du temps, due à la disponibilité de
 CPU plus rapides, l'avènement des GPU polyvalents (décrits dans la section 12.1.2),
 à une connectivité réseau plus rapide et à une meilleure infrastructure logicielle pour
 l'informatique distribuée, est l'une des tendances les plus importantes de l'histoire de
 l'apprentissage profond. Il est probable que cette tendance perdure.
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  1.2.4 
 Augmentation de la précision, de la complexité
 et de l'impact dans le monde réel
 Depuis les années 1980, l'apprentissage profond a constamment amélioré sa capacité à
 fournir une reconnaissance et une prévision précises. De plus, l'apprentissage profond a
 été appliqué avec succès à des ensembles d'applications de plus en plus vastes.
 Les premiers modèles profonds ont été utilisés pour reconnaître les objets individuels
 dans des images recadrées et extrêmement petites (Rumelhart   et al., 1986a). Par la suite,
 la taille des images que les réseaux neuronaux peuvent traiter a progressivement augmenté.
 Les réseaux modernes de reconnaissance d'objets traitent des photographies à haute
 résolution riches et n'exigent pas que la photo soit recadrée près de l'objet à reconnaître
 (Krizhevsky   et al., 2012). De même, les premiers réseaux ne pouvaient reconnaître que
 deux types d'objets (ou dans certains cas, l'absence ou la présence d'un seul type d'objet),
 alors que les réseaux modernes reconnaissent généralement au moins 1 000 catégories
 différentes d'objets. Le plus grand concours de reconnaissance d'objets est le concours
 ImageNet Large Scale Visual Recognition Challenge   (ILSVRC), qui a lieu chaque année.
 Un moment marquant dans la montée fulgurante de l'apprentissage profond s'est produit
 lorsqu'un réseau convolutif a remporté ce concours pour la première fois et avec une
 avance confortable, ramenant le taux d'erreur de l'état de l'art du top-5 de 26,1 % à 15,3
 % (Krizhevsky   et al., 2012). Ce qui signifie que ce réseau convolutif a produit une liste
 de classement des catégories possibles pour chaque image, et que la bonne catégorie est
 apparue dans les cinq premières entrées de cette liste pour 84,7 % des exemples tests. Par
 la suite, ces compétitions ont été régulièrement remportées par des réseaux convolutifs
 profonds, et à ce jour, les progrès de l'apprentissage profond ont ramené le dernier taux
 d'erreur du top-5 dans ce concours à 3,6 %, comme le montre la figure 1.12.
 L'apprentissage profond a également eu un impact spectaculaire sur la reconnaissance
 vocale. Après s'être améliorés tout au long des années 1990, les taux d'erreur pour la
 reconnaissance vocale ont stagné à partir de 2000 environ. L'introduction de l'apprentissage
 profond (Dahl   et al., 2010; Deng   et al., 2010b; Seide   et al., 2011; Hinton   et al., 2012a) à
 la reconnaissance automatique de la parole a entraîné une chute brutale des taux d'erreur,
 avec une réduction de moitié des taux d'erreur. La section 12.3 en fait le récit détaillé.
 Les réseaux profonds ont également connu des succès spectaculaires concernant la
 détection des piétons et la segmentation des images (Sermanet   et al., 2013; Farabet   et al.,
 2013; Couprie   et al., 2013), et ont obtenu des performances surhumaines en classification
 de panneaux de signalisation (Ciresan   et al., 2012).
 Parallèlement à l'accroissement de la taille et la précision des réseaux profonds, la
 complexité des tâches qu'ils peuvent résoudre s'est accrue. Goodfellow   et al.   (2014a) ont
 montré que les réseaux neuronaux pouvaient apprendre à produire une séquence entière
 de caractères transcrits à partir d'une image, plutôt que de simplement identifier un
 seul objet. Auparavant, on croyait généralement que ce type d'apprentissage nécessitait
 l'étiquetage des différents éléments de la séquence (Gülçehre et Bengio, 2013). Les réseaux
 neuronaux récurrents, tels que le modèle de séquence MCLT mentionné plus haut, sont
  50 
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 maintenant utilisés pour modéliser les relations entre les   séquences   et d'autres   séquences
 plutôt que de simples entrées fixes. Cet apprentissage séquentiel semble être sur le point
 de révolutionner une autre application : la traduction automatique (Sutskever   et al., 2014;
 Bahdanau   et al., 2015)3.
 Poussant la logique de cette recherche de complexité croissante jusqu'à sa conclusion,
 les machines de Turing neuronales ont été introduites (Graves   et al., 2014a), qui apprennent
 à lire à partir de cellules de mémoire et écrire du contenu arbitraire dans d'autres cellules
 de mémoire. De tels réseaux neuronaux peuvent apprendre des programmes simples à
 partir d'exemples de comportements souhaités. Par exemple, ils peuvent apprendre à trier
 des listes de nombres en utilisant des exemples de séquences brouillées et triées. Cette
 technologie d'auto-programmation n'en est qu'à ses balbutiements, mais à l'avenir, elle
 pourrait en principe être appliquée à presque n'importe quelle tâche.
 Une autre réussite phare de l'apprentissage profond est son extension au domaine
  de l' 
  apprentissage par renforcement 
 . Dans le contexte de l'apprentissage par ren-
forcement, un agent autonome doit apprendre à accomplir une tâche par tâtonnements,
 sans aucune orientation de l'opérateur humain. DeepMind a démontré qu'un système
 d'apprentissage renforcé fondé sur l'apprentissage profond est capable d'apprendre à jouer
 aux jeux vidéo Atari et d'atteindre des performances similaires à celles des humains
 pour de nombreuses tâches (Mnih   et al., 2015). L'apprentissage profond a également
 considérablement amélioré les performances de l'apprentissage par renforcement appliqué
 à la robotique (Finn   et al., 2015).
 Nombre de ces applications de l'apprentissage profond se sont avérées très rentables.
 L'apprentissage profond est maintenant utilisé par de nombreuses entreprises de haute
 3
 Nous souhaitons que la présente traduction en apporte un certain témoignage (NdT).
 2010
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 ILSVRC  taux  d'erreur  de  classiﬁcation
 Ann´ees
 Figure 1.12 : Diminution du taux d'erreur avec le temps. Depuis que les réseaux profonds ont
 atteint l'échelle nécessaire pour rivaliser dans le défi de reconnaissance visuelle à grande échelle
 ImageNet, ils ont régulièrement gagné la compétition chaque année, avec des taux d'erreur de
 plus en plus bas à chaque fois. Données fournies par Russakovsky   et al.   (2014) et He   et al.   (2015).
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 technologie, comme Google, Microsoft, Facebook, IBM, Baidu, Apple, Adobe, Netflix,
 NVIDIA et NEC. Les progrès de l'apprentissage profond ont également été largement
 tributaires des progrès de l'infrastructure logicielle. Des bibliothèques de logiciels telles que
 Theano (Bergstra   et al., 2010; Bastien   et al., 2012), PyLearn2 (Goodfellow   et al., 2013c),
 Torch (Collobert   et al., 2011a), DistBelief (Dean   et al., 2012), Caffe (Jia, 2013), MXNet
 (Chen   et al., 2015), et TensorFlow (Abadi   et al., 2015) ont toutes épaulé d'importants
 projets de recherche ou des produits commerciaux.
 L'apprentissage profond a également apporté des contributions à d'autres sciences.
 Les réseaux convolutifs modernes pour la reconnaissance d'objets fournissent un mod-
èle de traitement visuel que les neuroscientifiques peuvent étudier (DiCarlo, 2013).
 L'apprentissage profond fournit également des outils utiles pour traiter des quantités
 massives de données et faire des prévisions utiles dans les domaines scientifiques. Il a
 été utilisé avec succès pour prévoir comment les molécules interagiront entre elles afin
 d'aider les sociétés pharmaceutiques à concevoir de nouveaux médicaments (Dahl   et
 al., 2014), à rechercher des particules subatomiques (Baldi   et al., 2014) et à analyser
 automatiquement les images microscopiques utilisées pour construire une carte 3D du
 cerveau humain (Knowles-Barley   et al., 2014). Nous nous attendons à ce que, à l'avenir,
 l'apprentissage profond joue un rôle prépondérant dans un nombre croissant de domaines
  scientifiques. 
 En résumé, l'apprentissage profond est une approche de l'apprentissage automatique
 qui s'est largement inspirée de nos connaissances du cerveau humain, des statistiques et
 des mathématiques appliquées au fur et à mesure qu'elles se sont développées au cours des
 dernières décennies. Ces dernières années, l'apprentissage profond a vu sa popularité et son
 utilité croître considérablement, en grande partie grâce à des ordinateurs plus puissants,
 des ensembles de données plus volumineux et des techniques permettant de construire
 des réseaux plus profonds. Les années à venir sont pleines de défis et d'opportunités pour
 améliorer encore l'apprentissage profond et l'amener à de nouvelles frontières.
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  PARTIE I
 Cette partie du livre présente les concepts mathématiques de base nécessaires pour
 comprendre l'apprentissage profond. Nous commençons par des concepts généraux, issus
 des mathématiques appliquées, qui nous permettent de définir les fonctions de nombreuses
 variables, de trouver les   extrema   hauts et bas de ces fonctions, et de quantifier des degrés
  de croyance. 
 Nous décrivons ensuite les objectifs fondamentaux de l'apprentissage automatique.
 Nous indiquons comment atteindre ces objectifs en spécifiant un modèle qui représente
 certaines croyances, en concevant une fonction de coût qui mesure l'adéquation de ces
 croyances à la réalité et en utilisant un algorithme d'entraînement pour minimiser cette
  fonction de coût. 
 Ce cadre élémentaire constitue le soubassement d'une grande variété d'algorithmes
 d'apprentissage automatique, y compris des approches qui ne sont pas profondes. Dans les
 parties suivantes du livre, nous nous plaçons dans ce cadre pour développer des algorithmes
  d'apprentissage profond. 
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  Algèbre linéaire 
 L'algèbre linéaire est une branche des mathématiques largement utilisée en science et en
 ingénierie. Pourtant, parce que l'algèbre linéaire est une forme de mathématique du continu
 plutôt que du discret, de nombreux informaticiens ont peu d'expérience en la matière. Une
 bonne compréhension de l'algèbre linéaire est essentielle pour comprendre et travailler
 avec de nombreux algorithmes d'apprentissage automatique, en particulier les algorithmes
 d'apprentissage profond. Nous précédons donc notre introduction à l'apprentissage profond
 par une présentation ciblée des principaux pré-requis d'algèbre linéaire.
 Si vous êtes déjà familier avec l'algèbre linéaire, n'hésitez pas à sauter ce chapitre.
 Si vous avez de l'expérience avec ces concepts mais que vous avez besoin d'une fiche de
 référence détaillée pour réviser les formules clés, nous vous recommandons   The Matrix
 Cookbook   (Petersen et Pedersen, 2006). Si vous ne connaissez pas l'algèbre linéaire, ce
 chapitre vous en apprendra suffisamment pour lire ce livre, mais nous vous recommandons
 fortement de consulter également une autre ressource axée exclusivement sur l'enseignement
 de l'algèbre linéaire, telle que Shilov (1977). Ce chapitre omet complètement de nombreux
 sujets importants de l'algèbre linéaire, qui ne sont toutefois pas essentiels pour comprendre
  l'apprentissage profond. 
  2.1 
 Scalaires, vecteurs, matrices et tenseurs
 L'étude de l'algèbre linéaire implique plusieurs types d'objets mathématiques :
 •
  Scalaires 
 : Un scalaire est simplement un nombre unique, contrairement à
  la 
 plupart des autres objets étudiés en algèbre linéaire, qui sont généralement des
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 tableaux comportant plusieurs nombres. Nous écrivons les scalaires en italique. Nous
 donnons généralement aux scalaires des noms de variables en minuscules. Lorsque
 nous les introduisons, nous spécifions le type de nombre auxquels ils appartiennent.
 Par exemple, nous pouvons dire "Soit
 s
 ∈
 R
 la pente de la droite", lors de la
 définition d'un scalaire à valeur réelle, ou "Soit
 n
 ∈
 N
 le nombre d'unités", lors de
 la définition d'un scalaire appartenant aux entiers naturels.
 •
  Vecteurs 
 : Un vecteur est un tableau ordonné de nombres. Les nombres y sont classés
 dans un ordre défini. Nous pouvons identifier chacun des nombres par son indice
 selon cet ordre. Typiquement, nous donnons aux vecteurs des noms en minuscules
 en caractères gras, comme
 x
 . Les éléments du vecteur sont identifiés par l'écriture
 de son nom en caractères italiques, avec un indice. Le premier élément de
 x
  est 
 x1
 , le second élément est
 x2
 , et ainsi de suite. Nous devons également dire quels
 types de nombres sont stockés dans le vecteur. Si chaque élément est dans
 R
 , et 
 que le vecteur contient
 n
 éléments, alors le vecteur se trouve dans l'ensemble formé
 en prenant le produit cartésien de
 R
 n
 fois avec lui-même, noté
 R
 n
 . Lorsque nous 
 avons besoin d'identifier explicitement les éléments d'un vecteur, nous écrivons sous
 la forme d'une colonne placée entre crochets :
 x
 =
 
 
 
 
 
 x1
 x2
 .
 .
 .
 xn
 
 
 
 
 
 .
  (2.1) 
 On peut considérer les vecteurs comme des points d'identification dans l'espace,
 chaque élément donnant la coordonnée le long d'un axe différent.
 Parfois, nous avons besoin d'indexer un ensemble d'éléments d'un vecteur. Dans ce
 cas, nous définissons un ensemble contenant les indices et écrivons l'ensemble sous
 forme d'indice. Par exemple, pour accéder à
 x
 1
 ,
 x3
  et 
 x6
 , nous définissons l'ensemble
 S
 =
 ¶
 1
 ,
 3
 ,
 6
 ♦
  et écrivons 
 xS
 . Nous utilisons le signe
 −
 pour indexer le complément
 d'un ensemble. Par exemple
 x
 −
 1
 est le vecteur contenant tous les éléments de
 x
  sauf 
 x1
 , et 
 x
 −
 S
 est le vecteur contenant tous les éléments de
 x
  sauf 
 x
 1
 ,
 x3
  et 
 x6
 .
 •
  Matrices 
 : Une matrice est un tableau bidimensionnel de nombres, de sorte que
 chaque élément est identifié par deux indices au lieu d'un seul. Nous donnons
 habituellement aux matrices des noms de variables en majuscules avec des caractères
  gras, comme 
 A
 . Si une matrice à
  valeur réelle 
 A
 a
 m
  lignes et 
 n
  colonnes, alors 
  nous disons que 
 A
 ∈
 R
 m×n
 . Nous identifions habituellement les éléments d'une
 matrice en utilisant son nom en italique mais pas en gras, et les indices sont listés
 avec des virgules de séparation. Par exemple,
 A
 1,1
 est l'entrée supérieure gauche de
 A
  et 
 A
 m,n
 est l'entrée inférieure droite. Nous pouvons identifier tous les nombres
 avec la coordonnée verticale
 i
 en écrivant un "
 :
 " pour la coordonnée horizontale.
  Par exemple, 
 A
 i,:
 indique la section horizontale de
 A
 avec la coordonnée verticale
 i
 .
 C'est ce qu'on appelle la
 i
  -ème 
  ligne 
  de 
 A
 . De même, 
 A
 :,i
  est la 
 i
  -ème 
 i
  colonne 
  de 
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 A
 . Lorsque nous avons besoin d'identifier explicitement les éléments d'une matrice,
 nous les écrivons sous forme de tableau entre crochets :
 
 A
 1,1
 A
 1,2
 A
 2,1
 A
 2,2
 
 .
  (2.2) 
 Parfois, nous pouvons avoir besoin d'indexer des expressions à valeur matricielle
 qui ne soient pas réduites à une seule lettre. Dans ce cas, nous utilisons des indices
 après l'expression mais ne convertissons rien en minuscule. Par exemple,
 f
 (
 A
 )
 i,j
  donne l'élément 
 (i,  j)
 de la matrice calculée en appliquant la fonction
 f
 à
 A
 .
 •
  Tenseurs 
 : Dans certains cas, nous aurons besoin d'un tableau avec plus de deux
 axes. Dans le cas général, un tableau de nombres disposés sur une grille régulière avec
 un nombre variable d'axes est appelé tenseur. Nous désignons un tenseur nommé
 "A" avec ce caractère :   A. Nous identifions l'élément   A   aux coordonnées
 (i,  j,  k)
  en 
  écrivant A
 i,j,k
 .
 Une opération importante sur les matrices est la
  transposition 
 . La transposition 
 d'une matrice est l'image miroir de la matrice à
 travers une ligne diagonale, appelée
  diagonale principale 
 , descendant vers le bas et vers la droite, à
 partir de son coin
 supérieur gauche. Voir la figure 2.1 pour une représentation graphique de cette opération.
 Nous dénotons la transposition d'une matrice
 A
  comme 
 A
 >
 , et elle est définie de telle
  sorte que 
 (A>)i,j  =  Aj,i.
  (2.3) 
 Les vecteurs peuvent être considérés comme des matrices qui ne contiennent qu'une
 seule colonne. La transposition d'un vecteur est donc une matrice à
  une seule rangée. 
 Parfois, nous définissons un vecteur en écrivant ses éléments en ligne comme une matrice-
ligne, pour ensuite utiliser l'opérateur transposition et en faire un vecteur colonne standard,
  par exemple 
 x  =  [x1,  x2,  x3]
 >
 .
 Un scalaire peut être considéré comme une matrice avec une seule entrée. On constate
 alors qu'un scalaire est sa propre transposition :
 a=a
 >
 .
 Nous pouvons additionner des matrices entre elles, à
 condition qu'elles aient la
 même forme, en ajoutant simplement leurs éléments correspondants :
 C
 =
 A
 +
 B
  où 
 Ci,j  =  Ai,j  +  Bi,j  .
 A
 =
 
 
 A1,1
 A1,2
 A2,1
 A2,2
 A3,1
 A3,2
 
 ⇒A
 >=
 
 A1,1
 A2,1
 A3,1
 A1,2
 A2,2
 A3,2
 
 Figure 2.1 : La transposée de la matrice peut être considérée comme son image miroir à travers
  sa diagonale principale. 
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 Nous pouvons également additionner un scalaire à
 une matrice ou multiplier une
 matrice par un scalaire, simplement en effectuant cette opération sur chaque élément de
  la matrice :
 D=a·B+c
  où 
 Di,j  =  a  ·  Bi,j  +  c
 .
 Dans le contexte de l'apprentissage profond, nous utilisons aussi des notations moins
 conventionnelles. Nous permettons l'addition d'une matrice et d'un vecteur, ce qui donne
 une autre matrice :
 C
 =
 A
 +
 b
 , où 
 C
 i,j
 =
 A
 i,j
 +
 bj
 . En d'autres termes, le vecteur
 b
  est 
 ajouté à chaque ligne de la matrice. Cette abréviation élimine le besoin de définir une
  matrice avec 
 b
 copié sur chaque rangée avant de faire l'addition. Cette copie implicite de
 b
 à de nombreux endroits s'appelle la   diffusion.
  2.2 
 Multiplier des matrices et des vecteurs
 L'une des opérations les plus importantes impliquant des matrices est la multiplication
 de deux matrices. Le
  produit matriciel 
  d'une matrice 
 A
  et d'une matrice 
 B
  est une 
  troisième matrice 
 C
 . Pour que ce produit soit défini,
 A
 doit avoir le même nombre de
  colonnes que 
 B
 a de lignes. Si
 A
 est de la forme
 mn
  et 
 B
 est de la forme
 np
 , alors 
 C
 est de la forme
 mp
 . Nous pouvons écrire le produit matriciel simplement en accolant
 deux ou plusieurs matrices ensemble, par exemple,
 C  =  AB.
  (2.4) 
 L'opérateur produit est défini par
 Ci,j
 =
 
 k
 Ai,kBk,j.
  (2.5) 
 Notez que le produit standard de deux matrices n'est pas une matrice contenant le
 simple produit des éléments individuels. Un tel opérateur existe et s'appelle le
  produit 
  terme à
 terme, ou   produit matriciel de Hadamard, et il est noté
  A÷B 
 .
  Le 
  produit scalaire 
  entre deux vecteurs 
 x
  et 
 y
 de même dimension est le produit
  matriciel 
 x>y
 . On peut ainsi voir le produit matriciel
 C
 =
  AB 
 comme un calcul où
  l'élément 
 C
 i,j
 est le produit scalaire entre la ligne i de
 A
 et la colonne j de
 B
 .
 Les opérateurs de produit matriciel ont de nombreuses propriétés utiles qui rendent
 l'analyse mathématique des matrices plus pratique. Par exemple, la multiplication ma-
tricielle est distributive :
 A(B  +  C)  =  AB  +  AC.
  (2.6) 
 Elle est aussi associative :
 A(BC)  =  (AB)C.
  (2.7) 
 La multiplication matricielle   n'est pas   commutative (
  AB 
 =
  BA 
 n'est pas toujours vérifié),
  contrairement à
 la multiplication scalaire. Cependant, le produit scalaire entre deux
 vecteurs est commutatif :
 x>y  =  y>x.
  (2.8) 
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 La transposition d'un produit matriciel a une forme simple :
 (AB)>  =  B>A>.
  (2.9) 
 Cela nous permet de démontrer l'équation (2.8) en exploitant le fait que la valeur d'un tel
 produit est scalaire et est donc égale à sa propre transposition :
 x>y
 =
 x>y>  =  y>x.
  (2.10) 
 L'object de ce manuel n'étant pas l'algèbre linéaire, nous n'essayons pas de présenter
 ici une liste exhaustive des propriétés utiles du produit matriciel, et lecteur doit être
 conscient qu'il en existe d'autres.
 Nous connaissons maintenant assez de notation d'algèbre linéaire pour définir un
 système d'équations linéaires :
 Ax  =  b
  (2.11) 
  où 
 A
 ∈
 R
 m×n
 est une matrice connue,
 b
 ∈
 R
 m
 est un vecteur connu, et
 x
 ∈
 R
 n
  est 
 un vecteur de variables inconnues que nous aimerions calculer (soit   résoudre le sytème).
  Chaque élément 
 xi
  de 
 x
 est l'une de ces variables inconnues. Chaque ligne de
 A
  et chaque 
  élément de 
 b
 fournissent une contrainte. Nous pouvons réécrire l'équation (2.11)
 A
 1,:x  =  b1
  (2.12) 
 A
 2,:x  =  b2
  (2.13) 
 ...
  (2.14) 
 A
 m,:x  =  bm
  (2.15) 
 ou de manière encore plus explicite :
 A
 1,1x1  +  A1,2x2  +  ·  ·  ·  +  A1,nxn
 =
 b1
  (2.16) 
 A
 2,1x1  +  A2,2x2  +  ·  ·  ·  +  A2,nxn
 =
 b2
  (2.17) 
 ...
  (2.18) 
 Am,1x1  +  Am,2x2  +  ·  ·  ·  +  Am,n  xn  =  bm.
  (2.19) 
 La notation sous forme de produit matriciel fournit une représentation plus compacte
 des ce type d'équations.
  2.3 
 Identité et matrices inverses
 L'algèbre linéaire offre un outil puissant appelé
  l'inversion de matrice 
  qui nous permet 
 de résoudre analytiquement l'équation (2.11) pour de nombreuses valeurs de
 A
 .
 Pour décrire l'inversion matricielle, nous devons d'abord définir le concept de
  matrice 
  identité 
 . La matrice identité est la matrice qui ne modifie aucun vecteur lorsque nous
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  CHAPITRE 2
 multiplions ce vecteur par cette matrice. Nous notons
 In
 la matrice identité préservant les
  vecteurs de dimension 
 n
 . Formellement, 
 In
 ∈
 R
 n×n
 , et 
 ∀
 x
 ∈
 R
 n,  Inx  =  x.
  (2.20) 
 La structure de la matrice d'identité est simple : toutes les entrées le long de la diagonale
 principale sont égales à 1, tandis que toutes les autres entrées sont nulles. Voir la figure 2.2
  pour un exemple. 
 La   matrice inverse   de
 A
  est notée 
 A
 −
 1
 , et est définie comme la matrice telle que
 A−1A  =  In.
  (2.21) 
 Nous pouvons maintenant résoudre l'équation (2.11) en suivant les étapes suivantes :
 Ax  =  b
  (2.22) 
 A−1Ax  =  A−1b
  (2.23) 
 Inx  =  A−1b
  (2.24) 
 x  =  A−1b.
  (2.25) 
 Bien sûr, ce processus dépend de l'existence de
 A
 −
 1
 . Nous discutons des conditions de
 cette existence dans la section suivante.
  Quand 
 A
 −
 1
 existe, différentes solutions analytiques permettent de l'obtenir. En théorie,
 la même matrice inverse peut alors être utilisée pour résoudre plusieurs fois l'équation selon
  différentes valeurs de 
 b
 . Cependant, 
 A
 −
 1
 est principalement utile en tant qu'outil théorique
 et ne devrait pas être utilisée en pratique dans la plupart des applications logicielles.
  En effet 
 A
 −
 1
 ne peut être calculée qu'avec une précision limitée par l'ordinateur, et des
 algorithmes utilisant la valeur de
 b
 peuvent généralement obtenir des estimations plus
  précises de 
 x
 .
  2.4 
 Dépendance linéaire et sous-espace vectoriel
  engendré 
  Pour que 
 A
 −
 1
 existe, l'équation (2.11) doit avoir exactement une solution pour chaque
  valeur de 
 b
 . Il est également possible que le système d'équations n'ait pas de solution
 
 
 1
 0
 0
 0
 1
 0
 0
 0
 1
 
 
 Figure 2.2 : Exemple de matrice identité : il s'agit de
 I3
 .
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  ALGÈBRE LINÉAIRE 
 ou une infinité de solutions pour certaines valeurs de
 b
 . Cependant, il n'est pas possible
 d'avoir plus d'une mais moins qu'une infinité de solutions pour un
 b
  particulier ; si 
 x
  et 
 y
 sont des solutions, alors,
 z  =  αx  +  (1  −  α)y
  (2.26) 
 est encore une solution quelque soit le réel
 α
 .
 Pour analyser le nombre de solutions de l'équation, pensez aux colonnes de
 A
  comme 
 spécifiant différentes directions dans lesquelles nous pouvons voyager à partir de l'
  origine 
 (le point spécifié par le vecteur composé seulement de zéros), puis déterminez combien il y
 a de façons d'atteindre
 b
 . Selon cette vision, chaque élément de
 x
  représente la distance 
 à
 parcourir dans chacune de ces directions, avec
 xi
  la distance à
  parcourir dans la 
 direction de la colonne
 i
 :
 Ax
 =
 
 i
 xiA:,i.
  (2.27) 
 En général, ce type d'opération s'appelle une
  combinaison linéaire 
 . Formellement, la 
 combinaison linéaire d'un ensemble de vecteurs
 ¶
 v(1),  .  .  .  ,  v(n)
 ♦
 est obtenue en multipliant
  chaque vecteur 
 v
 (i)
 par un coefficient scalaire correspondant et en sommant les résultats :
 
 i
 c
 iv(i)
 .
  (2.28) 
 Le   sous-espace vectoriel   engendré par un ensemble de vecteurs est l'ensemble de tous
 les points pouvant être obtenus par combinaison linéaire des vecteurs originaux.
  Déterminer si 
 Ax
 =
 b
 possède une solution revient donc à
  tester si 
 b
  est dans le 
 sous-espace vectoriel engendré par les colonnes de
 A
 . Ce sous-espace est connu sous le
 nom d'espace colonne   ou   espace image   de
 A
 .
 Pour que le système
 Ax
 =
 b
 ait une solution pour toutes les valeurs de
 b
 ∈
 R
 m
 ,
 nous exigeons donc que l'espace colonne de
 A
  soit 
 R
 m
 . Si un point dans
 R
 m
  est exclu 
 de l'espace colonne, ce point est une valeur potentielle de
 b
 qui n'a pas de solution. La
 contrainte sur l'espace colonne de
 A
 vis à vis de
 R
 m
  implique immédiatement que 
 A
  doit 
  avoir au moins 
 m
  colonnes, c'est-à -dire, 
 n≥m
 . Sinon, la dimension de l'espace colonne
  serait inférieure à
 m
 . Par exemple, considérons une matrice
 3
 
 2
 . L'objectif 
 b
  est en 3-D, 
  mais 
 x
 n'est qu'en 2-D, donc modifier la valeur de
 x
 nous permet au mieux de tracer un
 plan 2-D dans   R
 3
 . L'équation a une solution si et seulement si
 b
 se trouve dans ce plan.
  Avoir 
 n≥m
 n'est qu'une condition nécessaire pour que chaque point ait une solution.
 Ce n'est pas une condition suffisante, car il est possible que certaines colonnes soient
 redondantes. Considérons une matrice
 2
 
 2
 où les deux colonnes sont identiques. Elle a le
 même espace colonne qu'une matrice
 2
 
 1
 contenant seulement une copie de la colonne
 répliquée. En d'autres termes, l'espace colonne est une simple ligne et n'englobe pas
 R
 2
 ,
 même s'il y a deux colonnes.
 Formellement, ce type de redondance est connu sous le nom de
  dépendance linéaire 
 .
 Un ensemble de vecteurs est
  linéairement indépendant 
 si aucun vecteur de l'ensemble
 n'est une combinaison linéaire des autres vecteurs. Si nous ajoutons un vecteur à
  un 
 ensemble et qu'il est une combinaison linéaire des autres vecteurs de l'ensemble, ce nouveau
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 vecteur n'ajoute aucun point à l'espace vectoriel engendré par l'ensemble. Cela signifie
 qu'afin que l'espace de colonne de la matrice englobe la totalité de
 R
 m
 , la matrice doit
 contenir au moins un ensemble de
 m
 colonnes linéairement indépendantes. Cette condition
 est à la fois nécessaire et suffisante pour que l'équation (2.11) ait une solution. Notez qu'il
 faut que l'ensemble ait exactement
 m
 colonnes linéairement indépendantes et non pas au
  moins 
 m
 . Aucun ensemble dont les vecteurs sont de dimension
 m
 ne peut avoir plus de
 m
 colonnes linéairement indépendantes, mais une matrice ayant plus de
 m
  colonnes peut 
 disposer de plus d'un tel ensemble.
 Pour que la matrice ait une matrice inverse, nous devons en outre nous assurer que
 l'équation (2.11) a   au plus   une solution pour chaque valeur de
 b
 . Pour ce faire, il faut que
 la matrice comporte au plus
 m
 colonnes. Sinon, il y a plus d'une façon de paramétrer
  chaque solution. 
 Cela signifie que la matrice doit être
  carrée 
 , c'est-à -dire que
 m
 =
 n
  et que toutes 
 les colonnes soient linéairement indépendantes. Une matrice carrée avec des colonnes
 linéairement dépendantes est dite   singulière.
  Si 
 A
 n'est pas carrée ou est carrée mais singulière, la résolution de l'équation est
 toujours possible, mais nous ne pouvons pas utiliser la méthode d'inversion matricielle
 pour trouver la solution.
 Jusqu'à présent, nous avons abordé la matrice inverse comme étant multipliée à gauche.
 Il est également possible de définir une inverse qui est multipliée à droite :
 AA−1
 =
 I.
  (2.29) 
 Pour les matrices carrées, les inverses gauche et droites sont égales.
  2.5 
  Normes 
 Nous avons besoin parfois de mesurer la taille d'un vecteur. En apprentissage automatique,
 nous mesurons habituellement la taille des vecteurs à l'aide d'une fonction appelée
  norme 
 .
  Formellement, la norme 
 Lp
  est donnée par 
 ♣♣
 x♣♣p
 =
 
 
 i
 ♣
 xi♣p
 p
 1
  (2.30) 
  pour 
 p
 ∈
 R
 ,  p  ≥  1.
 Les normes, y compris la norme
 Lp
 , sont des fonctions qui associent des vecteurs
 à des valeurs scalaires non négatives. Intuitivement, la norme d'un vecteur
 x
  mesure la 
 distance entre l'origine et le point
 x
 . Plus rigoureusement, une norme est une fonction
 f
 qui satisfait aux propriétés suivantes :
 •
 f(x)  =  0  ⇒  x  =  0
 •
 f(x  +  y)  ≤  f(x)  +  f(y)
  (inégalité triangulaire) 
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 •∀
 α
 ∈
 R
 ,  f  (αx)  =  ♣α♣f  (x)
  La norme 
 L2
 , avec 
 p
 =
 2
 , est connue sous le nom de
  norme euclidienne 
  et correspond 
 simplement à la distance euclidienne de l'origine au point identifié par
 x
 . La norme 
 L2
 est utilisée si fréquemment en apprentissage automatique qu'elle est souvent désignée
  simplement par 
 ♣♣
 x
 ♣♣
 , avec l'indice 
 2
 omis. Il est également courant de mesurer la taille
 d'un vecteur en utilisant la norme
 L2
 au carré, qui peut être calculée simplement comme
 x>x
 .
 Dans les domaines des mathématiques et de l'informatique, il est plus pratique de
 travailler avec la norme
 L2
 au carré plutôt qu'avec la norme
 L2
 en elle-même. Par exemple,
 chacune des dérivées, selon les éléments de
 x
 , de la norme
 L2
 au carré ne dépend que de
  l'élément correspondant de 
 x
 , tandis que toutes les dérivées de la norme
 L2
  dépendent du 
 vecteur entier. Dans de nombreux contextes, la norme
 L2
 au carré peut être indésirable
 parce qu'elle augmente très faiblement près de l'origine. Dans plusieurs applications
 d'apprentissage automatique, il est important de faire la distinction entre les éléments
 qui sont exactement zéro et les éléments petits mais non nuls. Dans ces cas-là, nous nous
 tournons vers une fonction croissant au même rythme en tout point mais qui conserve
 une certaine simplicité mathématique : la norme
 L1
 . Elle peut se calculer ainsi :
 ♣♣
 x♣♣1
 =
 
 i
 ♣
 xi  ♣.
  (2.31) 
  La norme 
 L1
 est couramment utilisée en apprentissage automatique lorsque la différence
 entre les éléments égaux à
 zéro et non égaux à
 zéro est très importante. Chaque fois
  qu'un élément de 
 x
 s'éloigne de 0 avec un écart
 Σ
 , la norme 
 L1
  augmente de 
 Σ
 .
 Nous mesurons parfois la taille du vecteur en comptant son nombre d'éléments non-
nuls. Certains auteurs appellent cette fonction la norme "
 L0
 ", mais cette terminologie est
 incorrecte. Le nombre d'entrées non nulles dans un vecteur n'est pas une norme, car le
 produit du vecteur par
 α
 ne change pas le nombre d'entrées non nulles. La norme
 L1
  est 
 souvent utilisée pour remplacer le nombre d'entrées non nulles.
  La norme 
 L
 ∞
 , également connue sous le nom de
  norme uniforme 
  est une autre 
 norme qui apparaît couramment en apprentissage automatique. Cette norme est égale
 à la valeur absolue de l'élément du vecteur de plus grande valeur absolue :
 ♣♣
 x
 ♣♣∞
 =
 max
 i
 ♣
 xi♣.
  (2.32) 
 Par ailleurs, nous pouvons aussi souhaiter mesurer la taille d'une matrice. Dans le
 contexte de l'apprentissage profond, la façon la plus courante d'y parvenir est d'utiliser la
 norme de Frobenius   :
 ♣♣
 A♣♣F
 =
 
 
 i,j
 A2
 i,j  ,
  (2.33) 
 qui est analogue à la norme
 L2
 si la matrice est réduite à un vecteur.
 Le produit scalaire de deux vecteurs peut être réécrit en termes de normes. Plus
  précisément, 
 x>y  =  ♣♣x♣♣2♣♣y♣♣2  cos  θ,
  (2.34) 
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  où 
 θ
  est l'angle entre 
 x
  et 
 y
 .
  2.6 
 Types spéciaux de matrices et de vecteurs
 Certains types particuliers de matrices et de vecteurs sont particulièrement utiles.
  Les matrices 
  diagonales 
 se composent principalement de zéros et seuls les termes de
 leur diagonale principale sont non nuls. Formellement, une matrice
 D
 est diagonale si et
  seulement si 
 D
 i,j
 =
 0
  pour tous les 
 i
 
 =
 j
 . Nous avons déjà
 vu un exemple de matrice
 diagonale : la matrice d'identité, où toutes les entrées diagonales sont égales à 1.
  Nous écrivons 
  diag 
 (
 v
 )
 pour désigner une matrice diagonale carrée dont les entrées
 diagonales sont données par les entrées du vecteur
 v
 . Les matrices diagonales sont intéres-
santes en partie parce que la multiplication par une matrice diagonale est efficace sur le
 plan informatique. Pour calculer
  diag 
 (
 v
 )
 x
 , il suffit de multiplier chaque élément
 xi
  par 
 vi
 . En d'autres termes,
  diag 
 (
 v
 )
 x
 =
 v÷x
 . L'inversion d'une matrice diagonale carrée est
 également efficace. L'inverse n'existe que si chaque entrée en diagonale est non-nulle, et
  dans ce cas, 
  diag 
 (
 v
 )
 −
 1
 =
  diag 
 ([1
 /v1
 ,...,
 1
 /vn
 ]
 >
 )
 . Dans de nombreux cas, nous pouvons
 décrire de façon très générale un algorithme d'apprentissage automatique avec des matrices
 de forme arbitraire, mais obtenir un algorithme moins coûteux (et moins complexe) en
 imposant à certaines matrices d'être diagonales.
 Toutes les matrices diagonales n'ont pas besoin d'être carrées. Il est possible de
 construire une matrice diagonale rectangulaire. Les matrices diagonales non carrées n'ont
 pas d'inverses, mais nous pouvons quand même les multiplier à peu de frais. Pour une
 matrice diagonale non carrée
 D
 , le produit 
 Dx
 impliquera de multiplier chaque élément
  de 
 x
 et de concaténer des zéros au résultat, si
 D
 est plus grand qu'il n'est large, ou de
 jeter certains des derniers éléments du vecteur, si
 D
 est plus large qu'il n'est grand.
 Une matrice   symétrique   est une matrice qui est égale à sa propre transposée :
  A=A 
 >
 .
  (2.35) 
 Les matrices symétriques apparaissent souvent lorsque les entrées sont générées par une
 fonction de deux arguments qui ne dépend pas de l'ordre des arguments. Par exemple, si
 A
 est une matrice de mesures de distance, avec
 A
 i,j
 donnant la distance du point
 i
  au 
  point 
 j
 , alors 
 A
 i,j  =  Aj,i
 parce que les fonctions de distance sont symétriques.
 Un   vecteur unitaire   est un vecteur de   norme unitaire.
 ♣♣
 x♣♣2  =  1.
  (2.36) 
  Un vecteur 
 x
  et un vecteur 
 y
  sont 
  orthogonaux 
  entre eux si 
 x>y
 =
 0
 . Si les deux
 vecteurs ont une norme non nulle, cela signifie qu'ils forment un angle de 90 degrés l'un par
 rapport à l'autre. Dans
 R
 nn
 ,
 vecteurs peuvent au plus être mutuellement orthogonaux
 avec une norme non nulle. Si les vecteurs ne sont pas seulement orthogonaux mais ont
 aussi une norme unitaire, nous les appelons   orthonormés.
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 Une   matrice orthogonale   est une matrice carrée dont les lignes sont mutuellement
 orthonormales et dont les colonnes sont mutuellement orthonormales :
 A>A  =  AA>  =  I.
  (2.37) 
  Cela implique que 
 A−1  =  A>;
  (2.38) 
 les matrices orthogonales sont donc intéressantes car leur inverse est très facile à calculer.
 Portez une attention particulière à la définition des matrices orthogonales. Contre-
intuitivement, leurs lignes ne sont pas seulement orthogonales, mais entièrement orthonor-
males. Il n'y a pas de terme spécial désignant une matrice dont les lignes ou les colonnes
 sont orthogonales mais pas orthonormales.
  2.7 
 Décomposition en éléments propres
 Beaucoup d'objets mathématiques peuvent être mieux compris si on les décomposent en
 parties constitutives, ou en leur trouvant certaines propriétés universelles, qui ne soient
 donc pas définies par la façon dont nous choisissons de les représenter.
 Par exemple, les nombres entiers peuvent être décomposés en facteurs premiers. La
 façon dont nous représentons le nombre
 12
 changera selon que nous l'écrivons en base dix
 ou en binaire, mais il sera toujours vrai que
 12  =  2
 
 2
 
 3
 . De cette représentation nous
 pouvons conclure des propriétés utiles, par exemple, que
 12
 n'est pas divisible par
 5
 , et 
 que tout multiple entier de
 12
  sera divisible par 
 3
 .
 Tout comme nous pouvons découvrir quelque chose sur la vraie nature d'un entier
 en le décomposant en facteurs premiers, nous pouvons aussi décomposer les matrices
 de manière à exhiber des informations non triviales sur leurs propriétés fonctionnelles,
 à partir de la représentation de la matrice en tant que tableau d'éléments..
 L'un des types de décomposition matricielle les plus utilisés est appelé
  décomposition 
  en éléments propres 
 , c'est-à-dire une matrice en un ensemble de vecteurs propres et de
  valeurs propres. 
  Un 
  vecteur propre 
  d'une matrice carrée 
 A
 est un vecteur non nul
 v
  tel que la 
  multiplication par 
 A
 ne modifie que l'échelle de
 v
 :
 Av  =  λv.
  (2.39) 
  Le scalaire 
 λ
 est connu sous le nom de
  valeur propre 
 correspondante à ce vecteur
 propre. (On peut aussi définir un
  vecteur propre à
  gauche 
  tel que 
 v>A
 =
 λv
 >
 , mais 
 nous sommes généralement intéressés par des vecteurs propres à droite).
  Si 
 v
 est un vecteur propre de
 A
 , alors tout vecteur multiple
 sv
  l'est encore pour 
 s
 ∈
 R
 ,s
 
 =
 0
 . De plus, 
 sv
 est associée à la même valeur propre. Pour cette raison, nous ne
 recherchons généralement que des vecteurs propres unitaires.
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  Supposons qu'une matrice 
 A
  possède 
 n
 vecteurs propres linéairement indépendants
 ¶
 v(1),  .  .  .  ,  v(n)
 ♦
 , dont les valeurs propres correspondantes sont
 ¶
 λ1,  .  .  .  ,  λn
 ♦
 . Nous pouvons 
 concaténer tous les vecteurs propres pour former une matrice
 V
 avec un vecteur propre
  par colonne :
 V
 =
 [
 v
 (1),  .  .  .  ,  v(n)
 ]
 . De même, nous pouvons concaténer les valeurs propres
 pour former un vecteur
 λ
 =
 [
 λ
 1,  .  .  .  ,  λn
 ]
 >
 .
  La 
 décomposition en éléments propres
  de 
 A
 est alors donnée par
  A=V 
  diag 
 (λ)V  −1.
  (2.40) 
 Nous avons vu que   construire   des matrices avec des valeurs propres et des vecteurs
 propres spécifiques nous permet d'étirer l'espace dans les directions désirées. Pourtant,
  nous voulons souvent 
  décomposer 
 des matrices selon leurs valeurs propres et leurs
 vecteurs propres. Cela peut nous aider à analyser certaines propriétés de la matrice, tout
 comme la décomposition d'un entier en facteurs premiers peut nous aider à comprendre
 le comportement de cet entier.
 Toutes les matrices ne peuvent pas être décomposées en valeurs propres et en vecteurs
 propres. Dans certains cas, la décomposition existe mais implique des nombres complexes
 plutôt que des nombres réels. Heureusement, dans ce livre, nous n'avons généralement
 besoin de ne décomposer qu'une classe spécifique de matrices – matrices qui ont une
 décomposition simple. Plus précisément, chaque matrice symétrique réelle peut être
 décomposée en une expression utilisant uniquement des vecteurs propres et des valeurs
 −
 3
 −
 2
 −
 1
 0
 1
 2
 3
 x0
 −
 3
 −
 2
 −
 1
 0
 1
 2
 3
 x1
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 (1)
 v
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 eoe
 multiplication
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 −
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 2
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 −
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 1
 0
 1
 2
 3
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 01
 v
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 ¸
 1  v(1)
 v
 (2)
 ¸
 2  v(2)
 t
 e
 multiplication
 es
 Apr‘
 Figure 2.3 : Un exemple de l'effet des vecteurs propres et des valeurs propres. Ici, nous avons une
  matrice 
 A
 avec deux vecteurs propres orthonormaux,
 v
 (1)
 avec pour valeur propre
 λ1
  et 
 v
 (2)
  avec 
  pour valeur propre 
 λ2
 .   (Gauche)   Nous traçons l'ensemble des vecteurs unitaires
 u
 ∈
 R
 2
  comme 
 un cercle unitaire.   (Droite)   Nous traçons l'ensemble des points
 Au
 . En observant la façon dont
 A
 déforme le cercle unitaire, nous pouvons voir qu'il dilate l'espace dans la direction
 v
 (i)
  d'un 
  coefficient 
 λi
 .
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  propres réelles :
 A  =  QΛQ>,
  (2.41) 
  où 
 Q
 est une matrice orthogonale composée de vecteurs propres de
 A
 , et 
 Λ
  est une 
 matrice diagonale. La valeur propre
 Λ
 i,i
 est associée au vecteur propre dans la colonne
 i
  de 
 Q
 , dénoté comme 
 Q
 :,i
 . Parce que 
 Q
 est une matrice orthogonale, on peut comprendre
  queï¿œ 
 A
 opère une dilatation de l'espace dans la direction 
 v
 (i)
  selon un coefficient 
 λi
 .
 Voir la figure 2.3  pour un exemple. 
 Bien que toute matrice symétrique réelle
 A
 admette une décomposition en éléments
 propres, celle-ci peut ne pas être unique. Si deux vecteurs propres, ou plus, partagent
 la même valeur propre, alors tout ensemble de vecteurs orthogonaux se trouvant dans
 leur sous-espace vectoriel engendré sont encore des vecteurs propres associés à
  cette 
 valeur propre, et nous pourrions choisir de manière équivalente un
 Q
  utilisant plutôt ces 
 vecteurs propres. Par convention, nous trions habituellement les entrées de
 Λ
  par ordre 
 décroissant. En vertu de cette convention, la décomposition propre n'est unique que si
 toutes les valeurs propres sont uniques.
 La décomposition en éléments propres d'une matrice nous donne de nombreux ren-
seignements utiles à son sujet. La matrice est singulière si et seulement si l'une de ses
 valeurs propres est nulle. La décomposition en éléments propres d'une matrice symétrique
 réelle peut aussi être utilisée pour optimiser les expressions quadratiques de la forme
 f
 (
 x
 )
 =
 x>Ax
  où 
 ♣♣
 x♣♣2
 =
 1
 . Lorsque 
 x
  est égal à
 un vecteur propre de
 A
 ,
 f
  prend 
 la valeur de la valeur propre correspondante. La valeur maximale de
 f
  dans l'ensemble 
 des contraintes est la valeur propre maximale, et sa valeur minimale dans l'ensemble des
 contraintes est la valeur propre minimale.
 Une matrice dont les valeurs propres sont toutes positives est dite
  définie positive 
 .
 Une matrice dont les valeurs propres sont toutes positives ou nulles est dite
 semi- 
 définie positive 
 . De même, si toutes ses valeurs propres sont négatives, la matrice
  est 
  définie négative 
 , et si toutes ses valeurs propres sont négatives ou nulles, elle est
  semi-définie négative 
 . Les matrices semi-définies positives sont intéressantes parce
  qu'elles garantissent que 
 ∀
 x,
 ;
 x>Ax
 ≥
 0
 . Les matrices définies positives garantissent en
  outre que 
 x>Ax  =  0  ⇒  x  =  zro
 .
  2.8 
 Décomposition en valeurs singulières
 Dans la section 2.7, nous avons vu comment décomposer une matrice en vecteurs propres
 et valeurs propres. La
 décomposition en valeurs singulières
  (SVD 
 1
 ) fournit un autre
 moyen de factoriser une matrice, en
  vecteurs singuliers 
  et 
  valeurs singulières 
 . La SVD 
 nous permet de découvrir le même type d'information que la décomposition en éléments
 propres ; cependant, la SVD est plus généralement applicable. Toute matrice réelle admet
 une décomposition en valeurs singulières, mais il n'en va pas de même pour la décomposition
  1pour 
 Singular Value Decomposition (NdT).
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 en éléments propres. Par exemple, si une matrice n'est pas carrée, la décomposition en
 éléments propres n'est pas définie, et nous devons utiliser une décomposition en valeurs
 singulières à la place.
 Rappelons que la décomposition en éléments propres implique l'analyse d'une matrice
 A
 pour découvrir une matrice
 V
 de vecteurs propres et un vecteur de valeurs propres
 λ
 de telle sorte que nous pouvons réécrire
 A
  comme 
  A=V 
  diag 
 (λ)V
 −
 1
 .
  (2.42) 
 La décomposition en valeurs singulières est similaire, sauf que cette fois nous écrirons
 A
 comme un produit de trois matrices :
 A  =  UDV
 >
 .
  (2.43) 
  Supposons que 
 A
  est une matrice 
 mn
 . Puis que 
 U
 est défini comme étant une
  matrice 
 mm  D
 ,
 comme étant une matrice
 mn
 , et 
 V
 comme étant une matrice
 nn
 .
 Chacune de ces matrices est définie pour avoir une structure spéciale. Les matrices
 U
  et 
 V
 sont toutes deux définies comme étant des matrices orthogonales. La matrice
 D
  est 
 définie comme étant une matrice diagonale. Notez que
 D
 n'est pas nécessairement carrée.
 Les éléments le long de la diagonale de
 D
 sont connus sous le nom de
  valeurs sin- 
 gulières 
  de la matrice 
 A
 . Les colonnes de
 U
 sont connues sous le nom de
  vecteurs 
  singuliers à
  gauche 
 . Les colonnes de
 V
 sont connues sous le nom de
  vecteurs sin- 
 guliers à
  droite. 
 On peut en fait interpréter la décomposition en valeurs singulières de
 A
  comme la 
 décomposition propre de fonctions de
 A
 . Les vecteurs singuliers à
  gauche de 
 A
  sont 
 les vecteurs propres de
  AA 
 >
 . Les vecteurs singuliers à
  droite de 
 A
  sont les vecteurs 
  propres de 
  A>A 
 . Les valeurs singulières non nulles de
 A
 sont les racines carrées des
  valeurs propres de 
  A>A 
 . La même chose est vraie pour
 AA>.
 La caractéristique la plus utile de la SVD est peut-être que nous pouvons l'utiliser
 pour généraliser partiellement l'inversion matricielle à des matrices non carrées, comme
 nous le verrons dans la prochaine section.
  2.9 
  Pseudo-inverse de Moore-Penrose 
 L'inversion de matrice n'est pas définie pour les matrices qui ne sont pas carrées. Supposons
 que nous voulions obtenir l'inverse à gauche
 B
  d'une matrice 
 A
 de sorte que nous puissions
  résoudre l'équation linéaire 
 Ax  =  y
  (2.44) 
 en multipliant de chaque côté à gauche pour obtenir
 x  =  By.
  (2.45) 
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 Selon la structure du problème, il peut être impossible de trouver une application unique
  de 
 A
  vers 
 B
 .
  Si 
 A
 est plus haut que large, il est possible que cette équation n'ait pas de solution. Si
 A
 est plus large que haut, alors il pourrait y avoir plusieurs solutions possibles.
 Dans ces cas-là, le
  pseudo-inverse de Moore-Penrose 
 nous permet de résoudre
 partiellement le problème. Le pseudo-inverse de
 A
 est définie comme la matrice
 A
 +
 =
 lim
 (A>A  +  αI  )−1A
 >
 α÷0
 .
  (2.46) 
 En pratique, les algorithmes pour calculer le pseudo-inverse ne sont pas fondés sur cette
 définition, mais plutôt sur la formule
 A
 +
 =
 V  D+U>,
  (2.47) 
  où 
 U
 ,
 D
  et 
 V
 sont la décomposition en valeurs singulières de
 A
 , et le pseudo-inverse
 D
 +
  d'une matrice diagonale 
 D
 est obtenu en prenant la réciproque de ses éléments non nuls
 puis en prenant la transposition de la matrice résultante.
  Lorsque 
 A
 a plus de colonnes que de lignes, la résolution d'une équation linéaire à l'aide
 du pseudo-inverse fournit l'une des nombreuses solutions possibles. Plus précisément, il
  fournit la solution 
 x
 =
 A+y
 avec une norme euclidienne minimale
 ♣♣
 x♣♣2
  parmi toutes les 
  solutions possibles. 
  Quand 
 A
 a plus de lignes que de colonnes, il est possible qu'il n'y ait pas de solution.
 Dans ce cas, l'utilisation du pseudo-inverse nous donne le
 x
  pour lequel 
 Ax
  est aussi 
 proche que possible de
 y
 en termes de norme euclidienne
 ♣♣
 Ax  −  y♣♣2
 .
  2.10 
  Opérateur trace 
 L'opérateur trace fournit la somme de tous les éléments diagonaux d'une matrice :
 Tr(A)
 =
 
 i
 Ai,i.
  (2.48) 
 L'opérateur trace est utile pour un grand nombre de raisons. Certaines opérations
 qui sont difficiles à représenter sans recourir à la notation par sommation peuvent être
 décrites à l'aide de produits matriciels et de l'opérateur trace. Par exemple, l'opérateur
 trace fournit une façon alternative d'écrire la norme de Frobenius d'une matrice :
 ♣♣
 A♣♣F
 =
 
 Tr(AA>).
  (2.49) 
 L'écriture d'une expression avec l'opérateur trace permet de manipuler l'expression
 à
 l'aide de nombreuses identités utiles. Ainsi, l'opérateur de trace est invariant pour
  l'opérateur transposé :
 Tr(A)  =  Tr(A>).
  (2.50) 
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 La trace d'une matrice carrée composée de plusieurs facteurs est également invariante
 lorsqu'on déplace le dernier facteur en première position, si les formes des matrices
 correspondantes permettent de définir le produit résultant :
 Tr(ABC)  =  Tr(CAB)  =  Tr(BCA)
  (2.51) 
  ou plus généralement, 
 Tr
 
 n
 
 i=1
 F
 (i)
 
 =
 Tr
 
 F
 (n)
 n−1
 
 i=1
 F
 (i)
 
 .
  (2.52) 
 Cette invariance vis-à-vis de la permutation cyclique est valable même si le produit
 résultant a une forme différente. Par exemple, pour
 A
 ∈
 R
 m×n
  et 
 B
 ∈
 R
 n×m
 , nous avons 
 Tr(AB)  =  Tr(BA)
  (2.53) 
  même si 
  AB 
 ∈
 R
 m×m
  et 
  BA 
 ∈
 R
 n×n
 .
 Une autre propriété utile à garder à l'esprit est qu'un scalaire est sa propre trace :
 a  =  Tr(a)
 .
  2.11 
  Déterminant 
 Le déterminant d'une matrice carrée, dénoté
 det
 (
 A
 )
 , est une fonction qui fait correspondre
 les matrices à des scalaires réels. Le déterminant est égal au produit de toutes les valeurs
 propres de la matrice. La valeur absolue du déterminant peut être considérée comme une
 mesure de la façon dont la multiplication par la matrice augmente ou contracte l'espace.
 Si le déterminant est égal à 0, alors l'espace se contracte complètement le long d'au moins
 une dimension, ce qui lui fait perdre tout son volume. Si le déterminant est égal à 1, alors
 la transformation préserve le volume.
  2.12 
 Exemple : analyse en composantes principales
 Un algorithme simple d'apprentissage automatique,
 l'analyse en composantes prin-
 cipales 
 (ACP), peut être développé en utilisant seulement la connaissance de l'algèbre
  linéaire de base. 
 Supposons que nous disposions d'une collection de
 m
  éléments 
 ¶
 x(1),  .  .  .  ,  x(m)
 ♦
  dans 
 R
 n
 et que nous souhaitions appliquer une
  compression avec perte 
 à ces éléments. La
 compression avec perte correspond à un stockage des éléments d'une manière nécessitant
 moins de mémoire mais pouvant induire une perte de précision. Nous voulons perdre le
 moins de précision possible.
 Une façon d'encoder ces éléments est de représenter une version de ces éléments en plus
 basse dimension. Pour chaque élément
 x
 (i)
 ∈
 R
 n
 , nous définirons un vecteur d'éléments
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  de code correspondant 
 c(i)
 ∈
 R
 l
 . Si 
 l
 est plus petit que
 n
 , le stockage des éléments de
 code utilisera moins de mémoire que le stockage des données d'origine. Nous voulons donc
 trouver une fonction d'encodage qui produit le code pour une entrée,
 f
 (
 x
 )
 =
 c
 , et une 
 fonction de décodage qui produit l'entrée reconstruite étant donné son code,
 xg
 (
 f
 (
 x
 ))
 .
 L'ACP est définie par notre choix de la fonction de décodage. Plus précisément, pour
 rendre le décodeur très simple, nous choisissons d'utiliser la multiplication matricielle pour
 représenter le code dans
 R
 n
 . Soit 
 g
 (
 c
 )
 =
 Dc
 , où 
 D
 ∈
 R
 n×l
 est la matrice définissant le
  décodage. 
 Le calcul du code optimal pour ce décodeur pourrait être un problème difficile. Pour
 garder le problème d'encodage facile, l'ACP contraint les colonnes de
 D
 à être orthogonales 
 les unes par rapport aux autres (notez que
 D
 n'est pas encore techniquement une "matrice
 orthogonale" à moins que
 l=n
  ). 
 Avec le problème tel que décrit jusqu'à présent, de nombreuses solutions sont possibles,
 parce que nous pouvons augmenter l'échelle de
 D
 :,i
  si nous diminuons 
 ci
 proportionnelle- 
ment en tous points. Pour définir une solution unique au problème, on contraint toutes
  les colonnes de 
 D
 à avoir une norme unitaire.
 Afin de transformer cette idée de base en un algorithme que nous pouvons mettre en
 œuvre, la première chose que nous devons faire est trouver comment générer le point de
  code optimal 
 c
 ∗
 pour chaque point d'entrée
 x
 . Une façon de le faire est de minimiser
 la distance entre le point d'entrée
 x
  et sa reconstruction, 
 g
 (
 c
 ∗
 )
 . Nous pouvons mesurer
 cette distance à l'aide d'une norme. Dans l'algorithme des composantes principales, nous
  utilisons la norme 
 L2
 :
 c
 ∗
 =
 arg  min
 c
 ♣♣
 x  −  g(c)♣♣2.
  (2.54) 
 Nous pouvons passer à la norme
 L2
 au carré au lieu d'utiliser la norme
 L2
  elle-même 
 parce que les deux sont minimisées par la même valeur de
 c
 . Les deux sont minimisées
 par la même valeur de
 c
 parce que la norme
 L2
 n'est pas négative et que l'opérateur carré
 croît de façon monotone pour les arguments positifs :
 c
 ∗
 =
 arg  min
 c
 ♣♣
 x  −  g(c)
 ♣♣
 2
 2
 .
  (2.55) 
 La fonction simplifiée donne
 (x  −  g(c))>(x  −  g(c))
  (2.56) 
 (par définition de la norme
 L2
 , équation (2.30)) 
 =
 x>x  −  x>g(c)  −  g(c)>x  +  g(c)>g(c)
  (2.57) 
 (grâce à la propriété distributive)
 =
 x>x  −  2x>g(c)  +  g(c)>g(c)
  (2.58) 
 (parce que le scalaire
 g(c)>x
 est égal à sa propre transposition).
 Nous pouvons maintenant à nouveau modifier la fonction à minimiser, pour omettre
 le premier terme, puisque celui-ci ne dépend pas de
 c
 :
 c
 ∗
 =
 arg  min
 c
 −
 2x>g(c)  +  g(c)>g(c).
  (2.59) 
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 Pour progresser, nous devons substituer
 g(c)
 :
 c
 ∗
 =
 arg  min
 c
 −
 2x>Dc  +  c>D>Dc
  (2.60) 
 =
 arg  min
 c
 −
 2x>Dc  +  c>Ilc
  (2.61) 
 (par l'orthogonalité et les contraintes de norme unitaire sur
 D
 )
 =
 arg  min
 c
 −
 2x>Dc  +  c>c.
  (2.62) 
 Nous pouvons résoudre ce problème d'optimisation en utilisant le calcul vectoriel (voir
  section 4.3  si vous ne savez pas comment faire): 
 ∇
 c(−2x>Dc  +  c>c)  =  zro
  (2.63) 
 −
 2D>x  +  2c  =  zro
  (2.64) 
 c  =  D>x.
  (2.65) 
 Cela rend l'algorithme efficace : nous pouvons encoder de manière optimale
 x
  en 
 utilisant seulement une opération de multiplication matrice-vecteur. Pour encoder le
 vecteur, on applique la fonction d'encodage
 f(x)  =  D>x.
  (2.66) 
 En utilisant une multiplication matricielle additionnelle, nous pouvons aussi définir
 l'opérateur de reconstruction ACP:
 r(x)  =  g  (f  (x))  =  DD>x.
  (2.67) 
 Ensuite, nous devons choisir la matrice d'encodage
 D
 . Pour ce faire, nous revisitons
 l'idée de minimiser la distance
 L2
 entre les entrées et les reconstructions. Puisque nous
 utiliserons la même matrice
 D
 pour décoder tous les points, nous ne pouvons plus
 considérer les points isolément. Au lieu de cela, nous devons minimiser la norme de
 Frobenius de la matrice des erreurs calculées sur toutes les dimensions et tous les points :
 D
 ∗
 =
 arg  min
 D
 
 
 i,j
 
 x
 (i)
 j
 −
 r(x(i))j
 2
  avec 
 D>D  =  Il.
  (2.68) 
 Pour déterminer l'algorithme de recherche de
 D
 ∗
 , nous commençons par considérer le
  cas où 
 l
 =
 1
 . Dans ce cas,
 D
 est un vecteur seul,
 d
 . En substituant l'équation (2.67) dans
 l'équation (2.68) et en simplifiant
 D
  en 
 d
 , le problème se réduit à
 d
 ∗
 =
 arg  min
 d
 
 i
 ♣♣
 x(i)
 −
 dd>x(i)
 ♣♣
 2
 2
  avec 
 ♣♣
 d♣♣2  =  1.
  (2.69) 
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 La formulation ci-dessus est la façon la plus directe d'effectuer la substitution, mais ce
 n'est pas la façon la plus agréable d'écrire cette équation.
 Elle place la valeur scalaire
 d
 >
 x(i)
 à
  droite du vecteur 
 d
 . Les coefficients scalaires
 sont conventionnellement écrits à gauche du vecteur sur lequel ils opèrent. Nous écrivons
 donc habituellement la formule ainsi
 d
 ∗
 =
 arg  min
 d
 
 i
 ♣♣
 x(i)
 −
 d>x(i)d
 ♣♣
 2
 2
  avec 
 ♣♣
 d♣♣2  =  1,
  (2.70) 
 ou, en exploitant le fait qu'un scalaire soit sa propre transposition,
 d
 ∗
 =
 arg  min
 d
 
 i
 ♣♣
 x(i)
 −
 x(i)>  dd
 ♣♣
 2
 2
  avec 
 ♣♣
 d♣♣2  =  1.
  (2.71) 
 Le lecteur devrait s'efforcer de se familiariser avec ces réarrangements cosmétiques.
 A ce stade, il peut être utile de réécrire le problème à partir d'une matrice unique
 d'examples, plutôt que sous la forme d'une somme sur des vecteurs d'exemples séparés.
 Cela nous permettra d'utiliser une notation plus compacte. Soit
 X
 ∈
 R
 m×n
  la matrice 
 définie en empilant tous les vecteurs décrivant les éléments, de sorte que
 X
 i,:
 =
 x(i)
 ×
 .
 Nous pouvons maintenant réécrire le problème
 d
 ∗
 =
 arg  min
 d
 ♣♣
 X  −  Xdd
 >♣♣
 2
 F
  avec 
 d>d  =  1.
  (2.72) 
 Sans tenir compte de la contrainte pour le moment, nous pouvons simplifier la notation
 en norme de Frobenius :
 arg  min
 d
 ♣♣
 X  −  Xdd
 >♣♣
 2
 F
  (2.73) 
 =
 arg  min
 d
 Tr
 
 X  −  Xdd>>  X  −  Xdd>
  (2.74) 
  (d'après l'équation (2.49)) 
 =
 arg  min
 d
 Tr(X>X  −  X>Xdd>  −  dd>X>X  +  dd>X>Xdd>)
  (2.75) 
 =
 arg  min
 d
 Tr(X>X)  −  Tr(X>Xdd>)  −  Tr(dd>X>X)  +  Tr(dd>X>Xdd>)
  (2.76) 
 =
 arg  min
 d
 −
 Tr(X>Xdd>)  −  Tr(dd>X>X)  +  Tr(dd>X>Xdd>)
  (2.77) 
 (car les termes ne contenant pas
 d
 n'affectent pas la fonction
 arg  min
 )
 =
 arg  min
 d
 −
 2  Tr(X  >X  dd>)  +  Tr(dd>  X  >X  dd>)
  (2.78) 
 (car l'opérateur trace est invariant devant une permutation cyclique (équation (2.52)))
 =
 arg  min
 d
 −
 2  Tr(X>Xdd>)  +  Tr(X>Xdd>dd>)
  (2.79) 
 (en utilisant à nouveau la même propriété).
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 A ce stade, nous réintroduisons la contrainte :
 arg  min
 d
 −
 2  Tr(X  >X  dd>  )  +  Tr(X  >X  dd>dd>)
  avec 
 d>d  =  1
  (2.80) 
 =
 arg  min
 d
 −
 2  Tr(X>Xdd>)  +  Tr(X>Xdd>)
  avec 
 d>d  =  1
  (2.81) 
 (en raison de la contrainte)
 =
 arg  min
 d
 −
 Tr(X>Xdd>)
  avec 
 d>d  =  1
  (2.82) 
 =
 arg  max
 d
 Tr(X>Xdd>)
  avec 
 d>d  =  1
  (2.83) 
 =
 arg  max
 d
 Tr(d>X>Xd)
  avec 
 d>d  =  1.
  (2.84) 
 Ce problème d'optimisation peut être résolu en utilisant la décomposition en élé-
ments propres. Plus précisément, le
 d
 optimal est donné par le vecteur propre de
  X>X 
 correspondant à la plus grande valeur propre.
 Cette dérivation est spécifique au cas où
 l
 =
 1
 et ne recouvre que la première composante
 principale. Plus généralement, lorsque l'on souhaite récupérer une base de composantes
  principales, la matrice 
 D
 est donnée par les
 l
 vecteurs propres correspondant aux plus
 grandes valeurs propres. Ceci peut être démontré à
 l'aide d'une preuve par induction.
 Nous recommandons d'écrire cette épreuve comme exercice.
 L'algèbre linéaire est l'un des domaines mathématiques fondamentaux nécessaires à la
 compréhension de l'apprentissage profond. Un autre domaine clé des mathématiques,
 omniprésent en apprentissage automatique, est la théorie des probabilités, que nous
 présentons dans le chapitre suivant.
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 Probabilité et théorie de l'information
 Dans ce chapitre, nous décrivons la théorie des probabilités et la théorie de l'information.
 La théorie des probabilités est un domaine mathématique permettant l'étude de
 phénomènes aléatoires. Elle développe des outils quantifiant l'incertitude ainsi que des
 axiomes permettant de mieux appréhender ces phénomènes. Dans les applications de
 l'intelligence artificielle, la théorie des probabilités s'illustre de deux manières différentes.
 D'une part, les lois de probabilité nous informent sur la manière dont les systèmes d'IA
 devraient raisonner, ce qui nous permet de concevoir nos algorithmes pour calculer ou
 approximer diverses expressions dérivées à l'aide de la théorie des probabilités. D'autre
 part, nous pouvons utiliser la probabilité et la statistique pour analyser le comportement
 théorique des systèmes d'IA.
 La théorie des probabilités est fondamentale dans de nombreuses disciplines scientifiques
 et techniques. L'objet de ce chapitre est de s'assurer qu'un lecteur dont les compétences
 seraient principalement ancrées sur le génie logiciel, avec un mince bagage sur la théorie
 des probabilités, puisse comprendre le contenu de ce livre.
 Alors que la théorie des probabilités nous permet de raisonner en présence d'incertitudes,
 la théorie de l'information nous permet de quantifier ces incertitudes par le biais de lois
  de probabilité. 
 Si la théorie des probabilités et la théorie de l'information vous sont familières, vous
 pouvez passer ce chapitre à l'exception de la section 3.14, qui présente les graphiques
 que nous utilisons pour décrire les modèles probabilistes structurés pour l'apprentissage
 automatique. Si vous n'avez absolument aucun pré-requis sur ces sujets, ce chapitre est
 suffisant pour à mener à bien des projets de recherche sur l'apprentissage profond, mais
 nous vous suggérons de le compléter avec des références solides, notamment Jaynes (2003).
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